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IMPULSIVOS PARA POWER LINE COMMUNICATION

Dissertação apresentada ao Programa de

Pós–Graduação em Engenharia Elétrica,
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RESUMO

A presente dissertação tem por objetivo propor e avaliar cinco técnicas de detecção

de rúıdos impulsivos para a melhoria da transmissão digital de dados via redes de

energia elétrica (do inglês, Power Line Communications) (PLC). As técnicas propostas

contemplam a detecção de rúıdos impulsivos no domı́nio do tempo discreto, no domı́nio

da transformada wavelet discreta (do inglês, Discrete Wavelet Transform) (DWT) e no

domı́nio da transformada discreta de Fourier (do inglês, Discrete Fourier Transform)

(DFT). Tais técnicas fazem uso de métodos de extração e seleção de caracteŕısticas,

assim como métodos de detecção de sinais baseados na teoria de Bayes e redes neurais.

Análises comparativas explicitam as vantagens e desvantagens de cada uma das

técnicas propostas para o problema em questão, e ainda indicam que estas são bastante

adequadas para a solução do mesmo.

Palavras-chave: detecção de rúıdos impulsivos, Power Line Communications, Discrete

Wavelet Transform, Discrete Fourier Transform, estat́ısticas de ordem superior, razão

discriminate de Fisher, detector de Bayes, redes neurais.



ABSTRACT

This dissertation aims to propose and evaluate five techniques for impulsive noise de-

tection in order to improve digital communications through power line channels.

The imput signals for the proposed detection techniques are impulsive noise signals

on discrete-time domain, on the Discrete Wavelet Transform domain and on the Dis-

crete Fourier Transform domain and it makes use of feature extraction and selection

techniques, as well as detection techniques supported on Bayes Theory and Multi-layer

Perceptron Neural Networks.

Comparative analysis show some advantages and disadvantages of each proposed

technique and the relevance of them to solve the impulsive noise detection problem.

Keywords: impulsive noise detection, Power Line Communications, Discrete Wavelet

Transform, Discrete Fourier Transform, Higher-Order Statistics, Fisher Discriminant

Ratio, detector based on Bayes Theory, Neuronal Networks.
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Figura 15 Realização do ambiente sintético gerado considerando SNR = −5 dB. 63

Figura 16 Realização do ambiente sintético gerado considerando SNR = 5 dB. 63
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valores da SNR e o ńıvel de decomposição 2. . . . . . . . . . . . . . . . . . . . . . . . 101

Figura 70 Curvas ROC da Proposta IV com a MLPNN para diferentes valores da
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Tabela 3 Complexidade computacional associada à FFT . . . . . . . . . . . . . . . . . . . . . 54

Tabela 4 Complexidade Computacional da Proposta I considerando Detector de

Bayes com SNR = 0 dB. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74

Tabela 5 Complexidade Computacional da Proposta I considerando MLPNN

com SNR = 0 dB. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 74

Tabela 6 Complexidade Computacional da Proposta - HOS 2 e 4 considerando

Detector de Bayes com SNR = 0 dB. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

Tabela 7 Complexidade Computacional da Proposta - HOS 2 e 4 considerando

MLPNN com SNR = 0 dB. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 77

Tabela 8 Complexidade Computacional da Proposta II considerando o detector

de Bayes com SNR = 0 dB e D = 2. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

Tabela 9 Complexidade Computacional da Proposta II considerando a MLPNN

com SNR = 0 dB e D = 2. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

Tabela 10 Complexidade Computacional da Proposta II considerando o detector



de Bayes com SNR = 0 dB e D = 4. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 85

Tabela 11 Complexidade Computacional da Proposta II considerando a MLPNN

com SNR = 0 dB e D = 4. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

Tabela 12 Complexidade Computacional da Proposta II considerando o detector

de Bayes com SNR = 0 dB e D = 8. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

Tabela 13 Complexidade Computacional da Proposta II considerando a MLPNN

com SNR = 0 dB e D = 8. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 86

Tabela 14 Complexidade Computacional da Proposta III considerando o detector

de Bayes com SNR = 0 dB e D = 2. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94

Tabela 15 Complexidade Computacional da Proposta III considerando a MLPNN

com SNR = 0 dB e D = 2. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 94

Tabela 16 Complexidade Computacional da Proposta III considerando o detector

de Bayes com SNR = 0 dB e D = 4. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95

Tabela 17 Complexidade Computacional da Proposta III considerando a MLPNN

com SNR = 0 dB e D = 4. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95

Tabela 18 Complexidade Computacional da Proposta III considerando o detector

de Bayes com SNR = 0 dB e D = 8. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95

Tabela 19 Complexidade Computacional da Proposta III considerando a MLPNN

com SNR = 0 dB e D = 8. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 95

Tabela 20 Complexidade Computacional da Proposta IV considerando o detector
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1 INTRODUÇÃO

A universalização do acesso à Internet pode ser considerada como um insumo funda-

mental para o desenvolvimento econômico, social e cultural de um páıs. Hoje, há diver-

sas tecnologias para acesso a Internet sendo usadas, tais como linhas telefônicas digitais

assimétricas (do inglês, asymmetric digital subscriber line) (ADSL), redes de telefonia

móvel de terceira geração (3G) e de quarta geração (4G), redes de radiofrequência

baseadas na tecnologia Worldwide Interoperability for Microwave Access (WiMax) e

Long Term Evolution (LTE) e tecnologia de transmissão de dados pela rede de energia

elétrica PLC (MOEYAERT; MAIE, 2011). Porém, o acesso à Internet no mundo é muito

limitado como pode ser visto na Figura 1 (MINIWATTS, 2012) que mostra as taxas

de penetração da Internet por regiões geográficas no mundo. Note-se que a média de

penetração da Internet no mundo é apenas de 34.3%.

América do Norte

Oceania / Austrália

Europa

América Latina / Caribe

Oriente Médio

Média mundial

Ásia

África

0% 10% 20% 30% 40% 50% 60% 70% 80% 90%

Figura 1: Taxas de Penetração da Internet por regiões geográficas no mundo.

A tecnologia PLC se apresenta como uma interessante solução à questão de uni-

versalização do acesso à Internet, porque apresenta múltiplas vantagens, tais como: o

custo de implementação da tecnologia é entre 40% a 60% mais baixo daquele associado
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a outras tecnologias (HRASNICA; HAIDINE; LEHNERT, 2005); oferece uma capilaridade

superior a qualquer outra infraestrutura de telecomunicações, visto que cada tomada

no ambiente poderá ser utilizada como ponto de dados, voz e v́ıdeo, transformando a

rede elétrica de prédios e residências em uma verdadeira rede local de dados (do inglês,

Local Area Network) (LAN) (OLIVEIRA, 2010); pode trabalhar onde outras tecnoloǵıas

não podem, por exemplo, numa rede de medidores inteligentes no subsolo de um prédio

na qual não seria posśıvel usar tecnologias baseadas em rádio frequência (RF) para se

comunicar com a central de dados do bairro; qualquer equipamento conectado à rede

de energia elétrica pode ser parte da rede de comunicação tendo a possibilidade de

enviar ou receber dados; oferece a capacidade de comunicar computadores com seus

periféricos sem a necessidade de ter outros cabos diferentes ao cabo de alimentação e é

mais segura que a tecnologia Wi-Fi.

Apesar das aplicações PLC existirem há mais de um século, a tecnologia propri-

amente dita não foi inicialmente explorada como um meio de transmissão de dados

devido a sua baix́ıssima taxa de transmissão quando comparada a outras tecnologias,

baixa funcionalidade e custo de desenvolvimento elevado. Porém, novas técnicas de co-

municação digital de dados, apoiadas por avanços tecnológicos, têm permitido que esta

tecnologia finalmente se torne viável como um meio de transmissão de dados (CAMPOS,

2007).

Em geral, a rede de energia elétrica é constitúıda por condutores metálicos sem

blindagem eletromagnética, e por isso os sistemas PLC sofrem interferência e inter-

ferem em outros sistemas que operam na mesma faixa de frequências a qual se en-

contra entre 1, 705 até 50 MHz no Brasil, por regulamentação do governo através das

resoluções (ANATEL, 2009) e (ANEEL, 2009), da Agência Nacional de telecomuni-

cações (ANATEL) e Agência Nacional de Energia Elétrica (ANEEL), respectivamente.

As principais fontes de interferência em sistemas PLC são os sistemas de tecnologia

de transmissão digital de dados via rede de telefonia (do inglês, Digital Subscriber

Line) (DSL), TV a cabo e comunicação sem cabo.

Além do problema de interferência eletromagnética entre os sistemas PLC e os ou-

tros sistemas que operam na mesma faixa de frequência, observa-se na rede de energia

elétrica a presença de rúıdos impulsivos, os quais são gerados pela operação das cargas

conectadas à referida rede. A presença destes rúıdos pode degradar consideravelmente

o desempenho de um sistema PLC. Neste contexto, a detecção da presença de rúı-

dos impulsivos na rede de energia elétrica é de grande importância porque permite

quantificar sua presença estatisticamente, através dos seguintes parâmetros: potên-
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cia, intervalo de chegada e largura. Estes parâmetros por sua vez, podem fornecer as

seguintes informações sobre o meio de comunicação de dados:

1. os tipos de cargas geradoras de rúıdos impulsivos (śıncronas ou não com a fre-

quência fundamental da rede de energia elétrica);

2. a degradação inserida no sistema PLC pelo rúıdo impulsivo;

3. a capacidade do meio de comunicação de dados, comprometida pela presença de

rúıdos impulsivos.

1.1 OBJETIVOS

Baseado no exposto, a presente dissertação tem os seguintes objetivos:

1. discutir o uso de técnicas de processamento digital de sinais e de inteligência

computacional para o projeto de detectores de sinais;

2. propor e avaliar algumas metodologias destinadas ao projeto de detectores de

rúıdos impulsivos nas redes de energia elétrica;

3. analisar o desempenho em termos da probabilidade de detecção, da curva car-

acteŕıstica operativa do receptor (do inglês, Receiver Operating Characteristic)

(ROC) e da complexidade computacional das propostas apresentadas.

Neste contexto, cinco propostas para a detecção de rúıdos impulsivos nas redes de

energia elétrica são apresentadas e analisadas para dados sintéticos gerados através do

uso do softwareMATLAB e para os dados provenientes de medições reais, estas últimas

realizadas na rede de energia elétrica do laboratório. Os resultados numéricos, obtidos

por meio de simulações computacionais, são animadores e apontam a adequação das

técnicas desenvolvidas para aplicações em tempo real.

As referidas propostas utilizam técnicas de decisão amplamente conhecidas, baseadas

em inteligência computacional e teoria de Bayes. Nas entradas dos algoritmos de de-

tecção são apresentadas caracteŕısticas previamente selecionadas por uma técnica de

seleção, oferecendo maior separabilidade entre classes e diminuição da dimensão do

problema, facilitando com isto a tarefa de detecção. Caracteŕısticas como as estat́ısti-

cas de ordem superior (do inglês, Higher-Order Statistics) (HOS) foram extráıdas dos

sinais de entrada. De fato, a principal diferença entre as cinco propostas é o tipo de



31

sinal de entrada. Para a Proposta I, sinais no domı́nio do tempo discreto foram us-

adas como entradas. Para as Propostas II e III, sinais sub-amostrados no domı́nio de

tempo discreto foram usados como entradas, sendo que para a Proposta III os sinais

foram previamente filtrados. Já para as Propostas IV e V os sinais de entrada foram

submetidos a uma transformação matemática através da DWT e da DFT, respectiva-

mente.

1.2 ORGANIZAÇÃO

A presente dissertação se organiza da seguinte forma:

O Caṕıtulo 2 apresenta as principais caracteŕısticas das redes elétricas no que tange

ao uso das mesmas como meio de transmissão de dados. Além disso, algumas técnicas

de detecção de rúıdos impulsivos encontradas na literatura são descritas de forma geral.

No Caṕıtulo 3, as propostas para se realizar a detecção de rúıdos impulsivos em

sistemas PLC, a formulação do problema de detecção, as transformadas matemáticas

utilizadas, as caracteŕısticas extráıdas, assim como as técnicas de seleção de caracteŕıs-

ticas e de detecção de sinais, são descritas.

No Caṕıtulo 4, a análise de desempenho das propostas é apresentada mostrando

diversos resultados de simulação admitindo situações distintas, considerando dados

sinteticamente gerados e dados medidos.

Finalmente, no Caṕıtulo 5, as conclusões finais e propostas para trabalhos futuros

são apresentadas.

1.3 SUMÁRIO

O presente caṕıtulo apresentou uma breve introdução da dissertação e do conteúdo

da mesma, relacionando de forma resumida os principais tópicos envolvidos.
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2 REDES ELÉTRICAS PARA TRANSMISSÃO DE DADOS E A

DETECÇÃO DE RUÍDOS

As redes de energia elétrica estão cada vez mais sendo utilizadas para a comunicação

de dados através do uso de tecnologias chamadas PLC. Desde meados do século XX,

as redes de energia elétrica têm sido utilizadas para comunicação de dados de baixa

velocidade, em taxas menores do que 30 kilobits por segundo (kbps) em aplicações tais

como proteção de sistemas de transmissão de energia elétrica e automação residencial

(ESMAILIAN; GULAK, 2003).

Hoje, devido à crescente demanda de transferência de grandes volumes de dados

entre residências, escritórios e edif́ıcios industriais, as redes de energia elétrica estão

sendo consideradas como meio de transmissão de dados de alta velocidade, em taxas

maiores do que 2 Megabits por segundo (Mbps), para propósitos que variam desde

conexão à Internet até aplicações de smart grid communications, medição inteligente e

monitoramento remoto de equipamento.

Para o projeto de um sistema PLC, é necessária a compreensão detalhada a priori

do meio de comunicação, ou seja, da infraestrutura de transmissão e distribuição de

energia elétrica. É um fato que as redes de energia foram apenas projetadas para

transmissão e distribuição de energia elétrica, então, as mesmas são ambientes hostis

para a transmissão de dados (NASSAR et al., 2011).

As redes de energia elétrica estão subdivididas em redes de transmissão e de dis-

tribuição. A primeira, conhecida como rede de Alta Tensão (AT), é usada para a

transmissão de energia elétrica em longas distâncias, com ńıveis de tensão superiores a

69 kV e potências elevadas. Já as redes de distribuição, que por sua vez estão dividas

em redes de Média Tensão (MT) e redes de Baixa Tensão (BT), estão localizadas perto

dos consumidores finais de energia.

A Figura 2 ilustra a infraestrutura das redes de transmissão e distribuição de energia

elétrica. As redes MT distribuem a energia elétrica com ńıveis de tensão variando entre

5 kV e 69 kV e as redes BT distribuem a energia com tensões inferiores a 500 V. No
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Brasil, as redes de energia elétrica de BT fornecem ńıveis de tensão de 110/220/380 V

(monofásico, bifásico e trifásico). Essas compreendem a infraestrutura existente entre

o transformador abaixador MT/BT e as cargas em residências, comércios e pequenas

indústrias (OLIVEIRA, 2010).

Geração
(AT/MT )

Transformador

Subestação

Transmissora

AT

MT

BT

Subestação

Distribuidora

Figura 2: Infraestrutura de transmissão e distribuição de energia elétrica.

As redes MT e BT podem ser internas (do inglês, indoor) ou externas (do inglês,

outdoor). As redes elétricas internas são aquelas que se encontram instaladas den-

tro das casas, comércios e/ou indústrias. Além disso, as redes existentes em aviões,

embarcações ou véıculos automotores também são consideradas redes elétricas inter-

nas, enquanto que as redes elétricas externas estão associadas à redes BT/MT/AT

(OLIVEIRA, 2010).

A existência do transformador de distribuição impede que as cargas conectadas a

um lado do mesmo interfiram no outro lado nas altas frequências (caso dos sinais de

comunicação), posto que o transfomador se torna um circuito aberto à medida que a

frequência aumenta. Assim sendo, os transformadores abaixadores MT/BT são modela-

dos como circuito aberto quando a frequência aumenta consideravelmente (ESMAILIAN;
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GULAK, 2003).

O circuito elétrico no secundário do transformador é, geralmente, disponibilizado

no painel de distribuição do consumidor, utilizando dois, três ou quatro cabos: um cabo

de neutro e os outros para as diferentes fases de tensão, os quais formam os diversos

circuitos através dos quais é transportada a energia elétrica. Estes circuitos podem ser

utilizados como meios de comunicação, usando modems adequadamente projetados e

conectados à diferentes tomadas na rede de energia elétrica (ESMAILIAN; GULAK, 2003).

Linha de media tensão MT

Transformador de Distribuição

Vão até as residências

120V

Neutro

120VResidência A Medidor

Painel de distribuição

Sistema de interruptores automáticos

Interruptores

Aquecedor de agua

Cargas

Circuitos de derivação

Transformador de Distribuição

Medidor

Painel de distribuição

Circuitos de derivação

Linha Principal

Linha Principal

Figura 3: (a)Circuito de distribuição de energia residencial, (b)Circuito de distribuição
de energia comercial/industrial

A Figura 3 ilustra circuitos de distribuição de energia elétrica de BT. Para o caso

da comunicação ocorrer entre modems conectados em diferentes fases deste circuito, o

sinal de comunicação sofrerá perdas. Tais perdas são tipicamente na faixa de 5 dB a 25

dB, e são influenciadas por diversos fatores incluindo os acoplamentos dos dispositivos

de comunicação e as impedâncias das carga conectadas às fases (SUTTERLIN; DOWNEY.,

1998).

A viabilidade técnica de um sistema PLC é totalmente dependente do conhecimento

das caracteŕısticas de propagação do sinal (tempo, frequência e espaço) bem como dos

rúıdos presentes na rede de energia elétrica. Assim sendo, os tipos de rúıdo presentes

na rede de energia elétrica são definidos de acordo com algumas de suas caracteŕısticas

no domı́nio do tempo, como intervalo de duração, taxa de ocorrência, fonte geradora

(origem), e também em função de suas caracteŕısticas no domı́nio da frequência. Uma

classificação bastante adotada divide os rúıdos presentes na rede de energia elétrica em
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cinco categorias diferentes (ZIMMERMANN; DOSTERT, 2002)

1. Rúıdo de fundo,

2. Rúıdo banda estreita,

3. Rúıdo impulsivo periódico e śıncrono com a componente fundamental de 60 Hz,

4. Rúıdo impulsivo periódico asśıncrono com a componente fundamental de 60 Hz,

5. Rúıdo impulsivo aperiódico.

O rúıdo de fundo tem uma densidade espectral de potência (do inglês, Power Spec-

tral Density) (PSD) relativamente baixa, e é causado pela soma de muitas fontes de

ruido de baixa potência (ZIMMERMANN; DOSTERT, 2002). Esse rúıdo depende das car-

gas conectadas à rede de energia elétrica, e é esperada uma variação temporal de suas

caracteŕısticas. Mudanças acentuadas podem ser observadas através de comparações

entre medições efetuadas durante o dia e à noite. O fato de que menor quantidade de

equipamentos são usados durante a noite faz com que, durante este peŕıodo, o ńıvel de

rúıdo de fundo seja bem menor do que durante o dia (OLIVEIRA, 2010).

Os rúıdos em banda estreita são provocados por interferências externas. Geral-

mente, são sinais senoidais como aqueles provenientes de estações de rádio com modu-

lação em amplitude (do inglês, Amplitude Modulation) (AM) ou modulação em frequên-

cia (do inglês, Frequency Modulation) (FM), dentre outros. Estes rúıdos são induzidos

nos cabos, porque estes últimos atuam como antenas e seus ńıveis podem variar de-

pendendo da hora do dia (ZIMMERMANN; DOSTERT, 2002).

O rúıdo impulsivo periódico e śıncrono com a componente fundamental de 60 Hz

possui uma PSD que decresce com a frequência. Este tipo de rúıdo é gerado principal-

mente por chaveamentos em conversores AC/DC baseados em retificador controlado

por siĺıcio (do inglês, Silicon-Controlled Rectifiers) (SCR), que alimentam uma grande

variedade de circuitos eletrônicos (ZIMMERMANN; DOSTERT, 2002).

O rúıdo impulsivo periódico asśıncrono é produzido por chaveamentos em fontes

de alimentação de circuitos eletrônicos que não ocorrem com uma taxa múltipla de 60

Hz, e geralmente compreende a faixa entre 60 Hz e 200 kHz (estes valores dependem

da frequência fundamental) . O espectro de frequência do rúıdo gerado por estas fontes

apresenta faixas discretas espaçadas de acordo com as frequências de chaveamento.

Sua duração é de cerca de algumas dezenas de microsegundos. Este rúıdo apresenta
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energia elevada, e sua PSD pode atingir ńıveis de até 50 dB acima do rúıdo de fundo,

com máximos de potência ocorrendo nas baixas frequências (ZIMMERMANN; DOSTERT,

2002).

O rúıdo impulsivo aperiódico possui amplitudes elevadas e ocorrem de forma total-

mente aleatória. Sua largura corresponde a cerca de dezenas de microsegundos. Tais

rúıdos são ocasionados por faltas, religamento de equipamentos elétricos e chaveamen-

tos devido a entradas e sáıdas de cargas. Sua PSD pode atingir ńıveis de até 60 dB

acima do rúıdo de fundo, com máximos de potência ocorrendo nas baixas frequên-

cias. Os rúıdos impulsivos aperiódicos são os maiores responsáveis pela atenuação da

transmissão de dados através da rede de energia elétrica.

Devido ao rúıdo impulsivo apeŕıodico ser o mais problemático em sistemas PLC, há

um grande interesse para desenvolver técnicas capazes de detectar o mesmo, por exem-

plo, em (VASEGUI; RAYNER, 1990) propõe-se a aplicação de um filtro casado para detec-

tar rúıdos impulsivos conhecidos. O filtro casado resulta em uma solução ótima quando

o rúıdo de fundo é branco Gaussiano e se conhecem a forma e a fase do sinal de inter-

esse, mesmo desconhecendo seus parâmetros (por exemplo, a amplitude) (URKOWITZ,

1967). Dessa forma, torna-se necessário o conhecimento da forma de onda dos rúı-

dos impulsivos, entretanto, esses não possuem formas definidas, gerando-se assim a

necessidade de empregar detectores definidos para cada uma das formas dos sinais dos

rúıdos impulsivos, tornando muito complexa ou quase imposśıvel a implementação de

um detector ótimo.

Em (AVRIL et al., 2008) é apresentada uma forma simples de se detectar rúıdos

impulsivos para sistemas PLC com base na utilização da energia das portadoras da

modulação utilizada. Esta técnica de detecção baseada na energia é uma técnica de

detecção adequada quando não se possui informações sobre o sinal. Ela consiste ba-

sicamente em determinar a presença dos rúıdos impulsivos comparando sua energia

com a energia do rúıdo de fundo do sistema, porém, esta técnica requer o conheci-

mento das variâncias de ambos rúıdos para conseguir selecionar um limiar de decisão

adequado para produzir uma relação ótima entre taxa de detecção e probabilidade de

falso alarme nos detectores. O desempenho desta técnica é seriamente degradado se há

desvanecimento do sinal e a relação sinal-rúıdo (do inglês, Signal-to-noise Ratio) (SNR)

é baixa.

Em (SLISKOVIC, 2001) são propostas três técnicas diferentes para a detecção de

rúıdos impulsivos. A primeira baseia-se na monitoração do sinal no domı́nio do tempo,
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com o uso de um limiar (threshold) para determinar se algum rúıdo impulsivo está pre-

sente, porém, o desempenho desta técnica vê-se deteriorado caso o śımbolo da modula-

ção empregada apresente uma relação pico-potência média (do inglês, Peak to Average

Power Ratio) (PAPR) elevada. O segundo algoritmo, baseia-se no monitoramento do

sinal no domı́nio da frequência: para cada subportadora, a presença de rúıdos impul-

sivos é detectada se o śımbolo se encontra afastado dos śımbolos da constelação. Este

algoritmo só pode detectar impulsos com magnitude significativa, e no caso de existir

um śımbolo corrompido por rúıdo impulsivo no meio da constelação, este não vai ser

detectado. O terceiro algoritmo é baseado na monitoração do erro médio quadrático,

neste caso, o rúıdo impulsivo é detectado se a distância entre o śımbolo recebido e o

ponto mais próximo da constelação excede um limiar fixo.

A transformada wavelet tem sido amplamente usada para propósitos de detecção

de rúıdos (BURRUS; GOPINATH; GUO, 1997), principalmente devido a sua importante

caracteŕıstica em representar o sinal em diferentes ńıveis de escalas que explicitam

os detalhes do mesmo. Em contraste com aquelas aproximações da transformada de

Fourier baseadas em uma única janela usada uniformemente para todas as frequências, a

transformada wavelet usa janelas curtas em altas frequências e janelas longas em baixas

frequências, proporcionando múltiplas resoluções no domı́nio do tempo e também no

domı́nio da frequência. Desta forma, as caracteŕısticas de não estacionaridade dos

rúıdos impulsivos podem ser monitoradas mais de perto (RIOUL; VETTERLI, 1991).

Ademais, se um impulso instantâneo acontece, tanto a transformada de Fourier como

a transformada wavelet podem percebê-lo, mas a informação do tempo em que este

distúrbio acontece é perdida usando a transformada de Fourier. No entanto, com a

transformada wavelet, é posśıvel obter a informação em ambos os domı́nios (tempo e

frequência), respeitando-se o principio de incerteza de Heisenberg (STRANG; NGUYEN,

1996).

Em (ACCIANI et al., 2011) é apresentada uma técnica baseada no uso da Análise

de Componentes Principais (do inglês, Principal Component Analysis) (PCA) e um

classificador k-média para detectar rúıdos impulsivos que ocorrem nos sistemas PLC

num ambiente naval. Nesta, é proposta uma análise com os sinais provenientes da rede

de energia elétrica no domı́nio da frequência, a partir da extração de caracteŕısticas que

constituem um conjunto de dados reduzido como entrada de um classificador k-média,

responsável pela detecção dos rúıdos impulsivos.

Em (UMEHARA et al., 2010) é proposto um esquema de detecção de rúıdos impulsivos

nas redes de energia elétrica de um véıculo automotor, usando um modelo Markov-
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Gaussiano de dois estados. O esquema proposto envolve uma estimativa baseada no

critério (do ingles, Maximum a posteriori) (MAP). Neste caso, a técnica de Baum-

Welch e o método dos momentos são usados para estimar os parâmetros do modelo.

Em (OLIVEIRA et al., 2010) foi proposta uma técnica de detecção de rúıdos impul-

sivos utilizando um conjunto reduzido de caracteŕısticas (HOSs) que foram extráıdas

seletivamente a partir dos sinais da rede de energia elétrica, utilizando o critério da

razão discriminante de Fisher (do inglês, Fisher´s Discriminat Ratio) (FDR). Os detec-

tores usados foram uma MLPNN e o detector de Bayes baseado no critério da máxima

verossimilhança (do inglês, Maximum Likelihood) (ML). Esta técnica mostrou um bom

desempenho, especialmente quando foi considerada a MLPNN. Ademais, observou-se

que as HOSs são interessantes para extrair um conjunto reduzido e representativo de

caracteŕısticas dos rúıdos impulsivos.

Como visto, existem várias técnicas usadas para resolver o problema da detecção

de rúıdos impulsivos nas redes de energia elétrica. Pode-se citar (OLIVEIRA et al.,

2010) como sendo o trabalho modelo desta contribuição, dados os bons resultados

apresentados, de fato, a diferença principal é o uso de algumas caracteŕısticas a mais e

de transformadas matemáticas capazes de explicitar comportamentos importantes dos

sinais de entrada. Além disso, se propõe a possibilidade de diminuir a complexidade

computacional, usando a técnica de sub-amostragem.

2.1 SUMÁRIO

Este caṕıtulo apresentou as principais caracteŕısticas das redes elétricas no que

tange ao uso das mesmas como meio de transmissão de dados. Além disso, algumas

técnicas de detecção de rúıdos impulsivos foram apresentadas.
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3 TÉCNICAS PROPOSTAS

O presente caṕıtulo tem como objetivo descrever cinco propostas para o problema

de detecção de rúıdo impulsivo em redes de energia elétrica, cujo conteúdo espectral

compreende a faixa de frequência entre 1, 705 e 100 MHz. A apresentação das cinco

técnicas tem como finalidade analisar qual tipo de abordagem pode resultar em elevada

taxa de detecção e reduzida complexidade computacional. Uma vez que as propostas

são baseadas em abordagens de reconhecimento de padrões, técnicas escolhidas para ex-

tração de caracteŕısticas, seleção de caracteŕısticas, transformação de sinais e detecção

baseada em inteligência computacional e teoria de Bayes são discutidas. As escolhas

adotadas devem-se aos resultados obtidos em contribuições anteriores (RIBEIRO et al.,

2007), (RIBEIRO; PEREIRA, 2007), (OLIVEIRA, 2010) e (MARQUES, 2007).

O presente caṕıtulo é organizado da seguinte maneira: a Seção 3.1 apresenta a

formulação do problema de detecção, a Seção 3.2 descreve as técnicas de extração

e seleção de caracteŕısticas, a Seção 3.3 apresenta as técnicas de detecção adotadas

(Bayes e MLPNN), a Seção 3.4 explica as transformadas matemáticas utilizadas, as

propostas para o problema de detecção de rúıdo impulsivo em redes de energia elétrica

são apresentadas na Seção 3.5, e, finalmente, os comentários finais são apresentados na

Seção 3.6

3.1 PROBLEMA DE DETECÇÃO

Seja o vetor

x = vfundo + vbe + vimp,

= vfundo + vbe + vsinc + vassinc + vape

(3.1)

em que vfundo é um vetor constitúıdo pelas amostras do rúıdo de fundo, vbe pelas

amostras do rúıdo de banda estreita, vsinc pelas amostras do rúıdo impulsivo periódico

e śıncrono com a componente fundamental de 60 Hz, vassinc pelas amostras do rúıdo
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impulsivo periódico asśıncrono com a componente fundamental de 60 Hz e vape pelas

amostras do rúıdo aperiódico. Cabe mencionar, que prévio à formação do vetor x o

sinal presente nas redes de energia elétrica, foi submetido à ação de um filtro passa-

baixas que atenua todas as frequências abaixo de 1,705 MHz como o sinal fundamental

de 60 Hz.

Considerando que vimp = vsinc + vassinc + vape, tem-se que a detecção de rúıdos

impulsivos pode ser apresentada como um teste de duas hipóteses:

H0 : x = vfundo + vbe

H1 : x = vfundo + vbe + vimp

(3.2)

em que H0 é a hipótese associada a não ocorrência de rúıdos impulsivos, enquanto

que H1 é a hipótese associada a ocorrência de rúıdos impulsivos. Nesta contribuição,

o rúıdo banda estreita não foi considerado, posto que o mesmo pode ser facilmente

eliminado através de técnicas de processamento de sinais e a influência do mesmo é

limitada a uma banda estreita de frequência.

Seja um vetor qFDR de tamanho Ns, que foi obtido extraindo e selecionando car-

acteŕısticas do vetor x de tamanho N com a finalidade de reduzir a dimensionalidade

deste. O vetor qFDR é apresentado como entrada do algoritmo detecção D, então o

problema de detecção, pode ser formulado como:

λ = D(qFDR) (3.3)

em que λ é um escalar que representa a qual das duas hipóteses esta associado o vetor

x, através de uma simples regra de decisão, assim

{

se λ ≥ a hipótese H1

caso contrário hipótese H0

(3.4)

em que a é um limiar que depende do detector utilizado.

Visando melhorar a probabilidade de detecção (Pd) e ao mesmo tempo diminuir

a probabilidade de falso alarme (Pf) usando propostas de baixa complexidade com-

putacional, existem múltiplas questões à ser respondidas, entre as quais podem ser

mencionadas:

1. Quais e quantas são as caracteŕısticas que devem ser extráıdas do vetor x de
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forma a reduzir a dimensionalidade do problema?

2. Representa algum beneficio (desempenho × complexidade) aplicar transformadas

matemáticas aos dados de entrada do sistema de detecção?

3. Qual é o desempenho das propostas em relação à Pd e à Pf?

4. Qual é a proposta de detecção adequada (desempenho × complexidade) para o

problema em questão?

5. Qual é o critério de seleção de caracteŕısticas que garante uma redução de dimen-

sionalidade ótima?

6. Qual detector é o mais adequado para o problema em questão?

As quatro primeiras questões de investigação mencionadas acima, foram considera-

das foco deste trabalho, visando mostrar se há uma Proposta baseada em inteligência

computacional, capaz de obter resultados bons para o problema de detecção de rúı-

dos impulsivos na rede de energia elétrica (em adiante nomeados sinais impulsivos, já

que representam os sinais de interesse a serem detectados) com baixa complexidade

computacional.

3.2 EXTRAÇÃO E SELEÇÃO DE CARACTERÍSTICAS

A etapa de extração de caracteŕısticas consta em aplicar técnicas de processamento

de sinais aos dados originais de forma que determinados padrões ou comportamentos

de interesse sejam evidenciados através de caracteŕısticas relevantes.

Não existe um regra que indique quais são as melhores técnicas de extração de

caracteŕısticas para um determinado sinal. O uso das técnicas baseadas em informação

de segunda ordem, por exemplo, podem lidar com processos Gaussianos, mas não

podem trabalhar de forma satisfatória com processos não Gaussianos. Já as HOS, como

os cumulantes de terceira e quarta ordem, são úteis em problemas que não apresentam

gaussianidade ou que são não-lineares (MENDEL, 1991; FERREIRA et al., 2009; OLIVEIRA

et al., 2010), ademais são adequadas para análise de sinais não estacionários (RIBEIRO et

al., 2005), não são senśıveis ao rúıdo de fundo Gaussiano, melhoram a SNR quando os

sinais estão corrompidos por rúıdo Gaussiano e fornecem mais informações relevantes

dos processos aleatórios do que as informações da segunda ordem (MENDEL, 1991). No

entanto, as HOS apresentam uma desvantagem, elas requerem que os vetores dos sinais
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de entrada possuam comprimentos consideráveis para garantir que as estimativas das

mesmas sejam confiáveis (YOUNIS; HANI, 2007), uma forma de lidar com esse problema

é apresentada em (RIBEIRO et al., 2007), onde os vetores de dados são considerados

ćıclicos.

Dada uma sequência aleatória {x[n]}, tal que E {x[n]} = 0, em que E {.} é o

operador esperança, as HOSs de ordens 2, 3 e 4, são dadas por (MENDEL, 1991):

c2,x(i) = E {x[n]x[n + i]} , (3.5)

c3,x(i) = E
{

x[n]x2[n + i]
}

, (3.6)

c4,x(i) = E
{

x[n]x3[n+ i]
}

− 3c2,x(i)c2,x(0), (3.7)

respectivamente, em que i corresponde ao i-ésimo atraso relativo á posição dos da-

dos. Considerando {x[n]}N−1
n=0 , tem-se que as estimativas de ĉ2,x(i), ĉ3,x(i) e ĉ4,x(i) são

expressas por

ĉ2,x(i) ∼=
2

N

N/2−1
∑

n=0

x [n]x [n+ i] , (3.8)

ĉ3,x(i) ∼=
2

N

N/2−1
∑

n=0

x [n]x2 [n + i] , (3.9)

ĉ4,x(i) ∼=
2

N

N/2−1
∑

n=0

x [n]x3 [n + i]− 12

N2

N/2−1
∑

n=0

x [n]x [n + i]

N/2−1
∑

n=0

x2 [n], (3.10)

em que i = 0, 1, . . . , N/2 − 1. Note que ĉ2,x(i), ĉ3,x(i) e ĉ4,x(i) são aproximações

estocásticas de c2,x(i), c3,x(i) e c4,x(i), respectivamente.

Formulações alternativas para estes cumulantes, são expressas por (RIBEIRO et al.,

2007)

c̃2,x(i) =
1

N

N−1
∑

n=0

x[i]x[mod(n+ i, N)], (3.11)
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c̃3,x(i) =
1

N

N−1
∑

n=0

x[i]x2[mod(n + i, N)], (3.12)

c̃4,x(i) =
1

N

N−1
∑

n=0

x[i]x3[mod(n+ i, N)]− 3
1

N2

N−1
∑

n=0

x[i]x[mod(n+ i, N)]

N−1
∑

n=0

x2[n],

(3.13)

em que

mod (n + i, N) = (n + i)− bN, ∀n + i > N − 1, (3.14)

em que b corresponde ao número inteiro que restou da divisão de n+i porN , desprezando-

se os valores após a v́ırgula, e i = 0, 1, ..., N − 1.

Cada uma das equações (3.8), (3.9) e (3.10) fornecem N/2 caracteŕısticas, enquanto

que cada uma das equações (3.11), (3.12) e (3.13) fornecem N caracteŕısticas. Essa

diferença de comprimentos deve-se ao fato de que o uso do operador mod(.) faz com

que a sequência {x[n]}N−1
n=0 seja uma sequência periódica, de peŕıodo N , permitindo que

mais informações possam ser extráıdas dela. Desta forma, as expressões (3.11), (3.12)

e (3.13) se mostram mais interessantes, uma vez que fazem uso de um número maior

de amostras, para o cálculo das caracteŕısticas (RIBEIRO et al., 2007).

A energia pode ser considerada como uma medida do momento estat́ıstico de se-

gunda ordem. Para a sequência {x[n]}N−1
n=0 , ela é expressa por

Ex =

N−1
∑

n=0

|x[n]|2. (3.15)

Além das HOSs e da energia, outras caracteŕısticas importantes são a skewnees e

a kurtosis, ambas derivadas de momentos estat́ısticos. A Skewness é uma medida da

assimetria dos dados em torno da média dos mesmos (SHI; WU; WANG, 2006; KOCAMAN;

OZDEMIR, 2009). Tal caracteŕıstica é calculada por

γ3,x =
E {(x[n]− µx)

3}
(E
{

(x[n]− µx)
2})3/2

, (3.16)

em que µx = E {x[n]}. Considerando, {x[n]}N−1
n=0 , tem-se que a estimativa de γ3,x é

expressa por
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γ̂3,x =

1
N

N−1
∑

n=0

(

x[n]− 1
N

N−1
∑

j=0

x[j]

)3

[

1
N

N−1
∑

n=0

(

x[n]− 1
N

N−1
∑

j=0

x[j]

)]3/2
. (3.17)

Quando γ̂3,x = 0, a distribuição de probabilidade é simétrica, se γ̂3,x < 0, o lado

esquerdo da distribuição é mais alongado do que o direito, e se γ̂3,x > 0, o lado direito

da distribuição é mais longo do que o esquerdo (SHI; WU; WANG, 2006; KOCAMAN;

OZDEMIR, 2009). Tais fatos podem ser observados nas Figuras 4 e 5 (AMADO, 2010).

γ̂3,x < 0

Figura 4: PDF com a skweness negativa.

Como pode ser visto na figura 4, valores negativos de skweness indicam que a

distribuição de probabilidade dos dados sofre uma distorção para a direita. Já na

Figura 5, quando a skweness apresenta valores positivos, observa-se que a distribuição

de probabilidade dos dados foi polarizada para a esquerda (SHI; WU; WANG, 2006).

γ̂3,x > 0

Figura 5: PDF com a skweness positiva.

A kurtosis é um tipo de estat́ıstica que mede o quão plana é a distribuição de

probabilidade de um processo aleatório. A kurtosis normalizada é definida por (SHI;

WU; WANG, 2006)
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k4,x =
E
{

(x[n]− µx)
4}

[

E
{

(x[n]− µx)
2}]1/2

− 3, (3.18)

em que µx = E {x[n]}. Considerando, {x[n]}N−1
n=0 , tem-se que a estimativa de k4,x é

expressa por

k̂4,x =

1
N

N−1
∑

n=0

(

x[n]− 1
N

N−1
∑

j=0

x[j]

)4





1
N

N−1
∑

n=0

(

x[n]− 1
N

N−1
∑

j=0

x[j]

)2




1/2
− 3. (3.19)

A distribuição estat́ıstica de um sinal pode ser avaliada de acordo com o valor de

sua kurtosis (AMADO, 2010). Se k̂4,x < 0 a distribuição é chamada de sub-Gaussiana;

se k̂4,x = 0 ela é Gaussiana; e se k̂4,x > 0 a distribuição é super-Gaussiana. Exemplos

de distribuição são mostrados na Figura 6 (AMADO, 2010).

1086420

0.05

0.1

0.15

0.2

0.25

0.3

0.35

0.4

0.45

0.5
k̂4,x >0

k̂4,x <0

Distribuição Normal

Figura 6: Variação da distribuição de acordo com os valores de kurtosis.

É comum ter dispońıvel um número grande de caracteŕısticas (tipicamente mil-

hares). Entretanto, isto implica ter uma grande quantidade de dados para o projeto

da técnica, o que é conhecido como o problema de dimensionalidade. Além disso, a

extração de cada caracteŕıstica demanda um custo computacional e, portanto, o uso

de um número considerável de caracteŕısticas pode inviabilizar a proposta do ponto

de vista de complexidade computacional. A Tabela 1 exibe o número de operações
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necessárias (multiplicações e somas) para a extração das caracteŕısticas usadas nesta

contribuição.

Tabela 1: Complexidade computacional associada as caracteŕısticas ĉ2,x(i), ĉ3,x(i),

ĉ4,x(i), c̃2,x(i), c̃3,x(i), c̃4,x(i), Ex, γ̂3,x e k̂4,x.

Caracteŕıstica × +

ĉ2,x(i) (N
2
+ 1) (N

2
− 1)

ĉ3,x(i) (N + 1) (N
2
− 1)

ĉ4,x(i) (5N
2
+ 3) (3N

2
− 4)

c̃2,x(i) (N + 1) (N − 1)

c̃3,x(i) (2N + 1) (N − 1)

c̃4,x(i) (5N + 3) (3N − 2)

Ex N (N − 1)

γ̂3,x (2N + 5) 3N

k̂4,x (3N + 5) N

Neste contexto, reduzir o número de caracteŕısticas, selecionando as que resultem

numa melhor separabilidade entre as classes, reduz a complexidade computacional, au-

menta o desempenho dos detectores (THEODORIDIS; KOUTROUMBAS, 1999; OLIVEIRA

et al., 2010) e evita ter duas representações semelhantes de sinais de classes diferentes,

dado que é posśıvel ter caracteŕısticas que não resultam numa diferença notória entre

as classes; consequentemente, a escolha deve ser cuidadosa. Infelizmente, encontrar o

subconjunto ótimo de caracteŕısticas é, geralmente, dif́ıcil, considerando o fato de que

algumas das caracteŕısticas são relevantes apenas em algumas partes do espaço o que

pode ocasionar que os algoritmos de seleção cáıam num laço repetitivo muito grande,

resultando numa tarefa intratável computacionalmente (SAEYS; INZA; LARRAÑAGA,

2007).

Uma técnica de seleção de caracteŕısticas muito utilizada, é a FDR (THEODORIDIS;

KOUTROUMBAS, 1999) devido a sua simplicidade e obtenção de resultados satisfatórios.

Assume-se que um vetor de caracteŕısticas q definido como:

q =
[

Ex γ̂3,x k̂4,x ĉT2,x ĉT3,x ĉT4,x c̃T2,x c̃T3,x c̃T4,x

]T

, (3.20)

se o vetor de entrada é real, e
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q =
[

Eℜ{x}Eℑ{x}E|x| γ̂3ℜ{x} γ̂3ℑ{x} γ̂3|x| k̂4ℜ{x} k̂4ℑ{x} k̂4|x| ĉ
T
2,ℜ{x}

c̃T2,ℜ{x} ĉ
T
2,ℑ{x} c̃

T
2,ℑ{x} ĉ

T
2,|x| c̃

T
2,|x| ĉ

T
3,ℜ{x} c̃

T
3,ℜ{x} ĉ

T
3,ℑ{x} c̃

T
3,ℑ{x} (3.21)

ĉT3,|x| c̃
T
3,|x| c̃

T
4,ℜ{x} c̃

T
4,ℜ{x} ĉ

T
4,ℑ{x} c̃

T
4,ℑ{x} ĉ

T
4,|x| c̃

T
4,|x|
]T
,

no caso de ter o vetor de entrada complexo, em que R {.} e I {.} são os operadores que

extraem as componentes reais e imaginários dos coeficientes do vetor, respectivamente,

e |.| é o operador que explicita o valor absoluto de um número complexo.

O vetor q é aleatório, e seus elementos são independente e identicamente dis-

tribúıdos (do inglês, independent and identically distributed) (i.i.d.), apresentando dis-

tribuição Gaussiana e associado a uma das duas classes distintas de eventos: com e

sem presença de sinais impulsivos, ou seja

q0 ∼ N (µ0,Σ0) e

q1 ∼ N (µ1,Σ1),

(3.22)

em que µi = E {qi} e Σi = E
{

(qi − µi)(qi − µi)
T
}

, i = 0, 1, define a média e a

covariância dos processos aleatórios.

Note-se que q0 está associado à classe H0, enquanto que q1 está associado a classe

H1, de tal forma que {q} = {q0} ∪ {q1}. Assim sendo, o FDR pode ser formulado

como

FFDR = λµ0,µ1λ
−1
σ (3.23)

em que λσ = diag
{

σ2
0,0 + σ2

1,0, σ2
0,1 + σ2

1,1, . . . , σ2
0,Nq−1 + σ2

1,Nq−1

}

é uma matriz diag-

onal e σ2
0,i e σ2

1,i são as variância do i-ésimo coeficiente dos vetores q0 e q1, respectiva-

mente, enquanto λµ0,µ1 = diag{(µ0,0 − µ1,0)
2, (µ0,1 − µ1,1)

2, ...,
(

µ0,Nq−1 − µ1,Nq−1

)2},
µ0 = [µ0,0µ0,1 . . . µ0,Nq−1]

T e µ1 = [µ1,0 µ1,1 ... µ1,Nq−1]
T .

Seja rFDR ∈ R
Nq×1 um vetor constitúıdo pelos elementos da diagonal principal de

FFDR, tal que rFDR (0) ≥ rFDR (1) ≥ . . . ≥ rFDR (Nq − 1), então as caracteŕısticas
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selecionadas correspondem aos Ns (Ns < Nq) primeiros elementos do vetor rFDR, ou

seja,

qFDR = [rFDR(0) rFDR(1) . . . rFDR(Ns − 1)]T . (3.24)

Vale dizer que, uma vez que são escolhidas as melhores caracteŕısticas, estas são

usadas como entrada do detector (SAEYS; INZA; LARRAÑAGA, 2007) tanto no projeto

deste, como para o processo de detecção propriamente dito. Assim, tal seleção somente

é realizada na etapa de projeto do detector (MARQUES, 2007).

3.3 DETECÇÃO DE SINAIS

Existem diferentes propostas para o problema de detecção de sinais. Uma muita

utilizada, baseia-se na abordagem probabiĺıstica conhecida como a regra de decisão de

Bayes, que atribui o sinal em uma classe baseado-se no critério ML (THEODORIDIS;

KOUTROUMBAS, 1999). Se as classes possuem função de densidade de probabilidade

(do inglês, Probability Density Function) (PDF)s a priori conhecidas, esta regra resulta

em um detector ótimo. Geralmente, na prática estas PDFs são desconhecidas, assim

a regra de decisão de Bayes é utilizada mediante o uso de estimativas, ainda assim,

os resultados que este detector fornece podem ser considerados um ponto de partida,

dado que se as suposições consideradas no projeto do detector, consistem em assumir

a gaussianidade dos dados e se os resultados obtidos não são bons, há uma indicação

da não-gaussianidade destes e com isto a necessidade de implementar novas técnicas

de detecção capazes de lidar com outros tipos de distribuições dos dados para obter

melhores desempenhos, tais como redes neurais, máquinas de vetores de suporte e

sistemas nebulosos. Nesta contribuição, optou-se pelo projeto de um detector de Bayes

baseado no critério ML e de uma MLPNN, cujas descrições são dadas a seguir.

3.3.1 DETECTOR DE BAYES

Considere o vetor qFDR a ser classificado dentre duas classes H0 e H1. Este vetor

tem uma probabilidade, a priori, de ser classificado em uma das duas classes. Tais

probabilidades são simbolizadas por P (H0) e P (H1). Se N é o número total de dados,

N0 e N1 os números de dados das classes H0 e H1, respectivamente, então P (H0) ≈ N0

N

e P (H1) ≈ N1

N
. Sendo p(qFDR|Hi) a função de distribuição de probabilidade da classe



49

Hi, i = 0, 1, a regra da Bayes é definida por

P (Hi|qFDR) =
p(qFDR|Hi)P (Hi)

p(qFDR)
, (3.25)

em que p(qFDR) é a função densidade de probabilidade de qFDR, definida como

p(qFDR) =
1
∑

i=0

p(qFDR|Hi)P (Hi). (3.26)

Desta maneira, a regra de classificação de Bayes para duas classes pode ser definida

da seguinte maneira:

Se P (H0|qFDR) > P (H1|qFDR), qFDR é detectado como H0,

Se P (H0|qFDR) < P (H1|qFDR), qFDR é detectado como H1.
(3.27)

Se os valores obtidos da Equação (3.27) foram iguais, o dado pode ser classificado

em qualquer uma das duas classes. Tendo como ponto de partida a Equação (3.25), a

regra de Bayes pode ser expressa por

p(qFDR|H0)P (H0) >
< p(qFDR|H1)P (H1), (3.28)

Assumindo que as probabilidades a priori P (H0) e P (H1) são iguais, ou seja,

adotando-se o critério ML, tem-se P (H0) = P (H1) = 1
2
. Assim, a regra de decisão

torna-se

p(qFDR|H0) >
< p(qFDR|H1). (3.29)

Na prática, uma das PDFs mais usadas, por apresentarem baixo custo computa-

cional, são aquelas com distribuição Gaussiana (THEODORIDIS; KOUTROUMBAS, 1999).

Estas também são conhecidas como PDFs com distribuições normais, sendo represen-

tada por

p(qFDR/Hi) =
1

(2π)
Nq
2 |∑
∑∑

i|
1
2

e−
1
2
(qFDR−µi)

T ∑∑∑
−1
i (qFDR−µi), i = 0, 1, (3.30)

em que µi representa o vetor de médias, |.| é o operador determinante de uma matriz

e
∑

i é a matriz de covariância referente a cada classe, expressa por

∑

i
= E

{

(qFDR,i − µi)(qFDR,i − µi)
T
}

, i = 0, 1 (3.31)
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Utilizando (3.30) em (3.29) tem-se

p(qFDR/H1)
p(qFDR/H0)

=
|∑0|

1
2 e−

1
2 (qFDR−µ1)

T ∑
−1
1

(qFDR−µ1)

|∑1|
1
2 e−

1
2 (qFDR−µ0)

T ∑
−1
0 (qFDR−µ0)

>
<
1.

(3.32)

Assim sendo, a Equação 3.32 constitui a regra de decisão do detector de Bayes.

3.3.2 REDE NEURAL

Outra proposta para se projetar o detector, consiste em construir limites de decisão

otimizando um certo critério de erro. Embora esta abordagem dependa das métricas es-

colhidas, muitas vezes estes detectores podem se aproximar assintoticamente do detec-

tor de Bayes. As redes neurais baseiam-se neste principio, considerando a minimização

de um critério tal como o erro quadrado médio (do inglês, Mean Squared Error) (MSE),

entre a sáıda do detector e algum valor de alvo predefinido.

As redes neurais podem ser vistas como sistemas computacionais massivamente

paralelos, que consistem em um número grande de processadores simples com muitas

interconexões (HAYKIN, 1998); estas usam alguns prinćıpios organizacionais tais como:

aprendizagem, generalização, tolerância à falhas, representação distribúıda e com-

putação. Sua principal caracteŕıstica é a capacidade de aprender relações complexas

não-lineares entre dados de entrada e sáıda para encontrar soluções adequadas, usando

procedimentos de treinamento sequenciais para adaptar-se aos dados (JAIN; DUIN; MAO,

2000). Além de classificar dados, as redes neurais também oferecem uma aproximação

das probabilidades a posteriori, sendo que estes valores podem ser utilizados para re-

jeitar um dado de teste em caso de dúvida.

As redes neurais estão constitúıdas por elementos de processamento simples chama-

dos ”neurônios”, que trocam sinais através de conexões ponderadas por ”pesos”. Estes

neurônios estão interconectados, formando camadas, que em conjunto conformam a

rede neural propriamente dita, como pode ser visto na Figura 7
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Figura 7: Estrutura da MLPNN

A formulação da MLPNN utilizada com uma camada escondida no espaço de esta-

dos é dada em (RIBEIRO et al., 2005)

zi = AT

[

qFDR,i

1

]

ui = f(zi) = [f(zi,0)...f(zi,L−1)]
T ,

yi = bT

[

ui

1

]

,

f(zi,l) = tanh(zi,l), l = 0, 1, ..., L− 1,

(3.33)

em que qFDR,i é o vetor de caracteŕısticas obtido a partir do i-ésimo vetor de sinal.

Este vetor é constitúıdo por Ns elementos, o qual é concatenado com o bias, zi =

[zi,0...zi,L−1]
T corresponde às entradas das funções de ativação; L é o número de neurônios

da camada escondida; yi é a sáıda da rede; A ∈ R
L×(Ns+1) é a matriz de pesos sinápticos

entre a entrada e as camadas escondidas e b ∈ R
(L+1)×1 é a matriz dos pesos entre as

camadas escondidas e a sáıda na i-ésima iteração.

Seja ai um vetor coluna formado pelas colunas da matriz A e w o vetor que contém

todos os pesos da MLPNN. A medida do erro ET (w) para um conjunto de dados de

entrada e o seu vetor gradiente correspondente ∇ET (w) são dados respectivamente por

ET (w) =
1

2

∑

i

e2i =
∑

i

1

2
(yi − yd,i)

2, (3.34)

∇ET = ∇ET (w) = [∇ET
a,i ∇ET

b,i]
T , (3.35)
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em que w =
[

aT bT
]

, yd,i é a sáıda desejada da rede, ei é o erro da sáıda e ∇Ea,i e

∇Eb,i são os gradientes do erro em relação à a e b.

Aplicando-se o algoritmo de treinamento descrito em (RIBEIRO et al., 2005), obtém-

se as matrizes de pesos associados a um mı́nimo local, ou seja, A∗ e b∗ que minimizam

a função custo explicitada por (3.34).

3.4 TRANSFORMADAS MATEMÁTICAS

A presente seção descreve as transformadas utilizadas nesta contribuição. Assim

sendo, a Seção 3.4.1 resume a transformada wavelet discreta, a seguir, a transformada

discreta de Fourier é apresentada na Seção 3.4.2.

3.4.1 TRANSFORMADA WAVELET DISCRETA

A decomposição em wavelets se dá pela DWT, que é uma implementação digital

da transformada wavelet cont́ınua (do inglês, Continuous Wavelet Transform) (CWT)

(BURRUS; GOPINATH; GUO, 1997). Matematicamente, a CWT de um sinal y(t) cont́ınuo

é definida como

CWT (a, b) =
1√
a

∫ ∞

−∞
y(t)g

(

t− b

a

)

dt (3.36)

em que a é o fator de escala, b é o fator de translação e g(.) é a função wavelet mãe

utilizada. De modo a implementar a transformada wavelet digitalmente, deve-se adotar

uma versão discreta da mesma, a qual é definida por

DWT (m, k) =
1√
a0m

∑

n

x[n]g

[

k − nb0a
m
0

am0

]

, (3.37)

em que g(.) é a função wavelet mãe e os fatores de escala a e b agora são funções de um

número inteiro m tal que a = am0 e b = nb0a
m
0 , com a0 ∈ Z e b0 ∈ Z são constantes, tal

que a0>1 e b0>0 e m,n ∈ R.

Uma forma eficiente de implementar a DWT é através de bancos de filtros, nos

quais se utilizam filtros de resposta ao impulso com duração finita (do inglês, Finite

Impulse Response) (FIR) passa-baixas hLP [n] e passa-altas hHP [n]. Tais filtros são

dependentes entre si de forma que y2HP [n], y
1
HP [n] e y0HP [n]. Os coeficientes de tais

filtros dependem da função wavelet utilizada (MARQUES et al., 2009).
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A decomposição wavelet do vetor x para três ńıveis de decomposição de acordo

com o banco de filtros de análise da Figura 8, resulta em quatro vetores diferentes, três

sinais de detalhes y2HP [n], y
1
HP [n] e y0HP [n] e um de aproximação y0LP [n].

x[n]

hHP [n]

hHP [n]

hHP [n]hLP [n]
hLP [n]

hLP [n]

↓ 2

↓ 2

↓ 2

↓ 2

↓ 2

↓ 2

y2HP [n]

y1HP [n]
y0HP [n]

y0LP [n]

Figura 8: Estrutura de banco de filtros para a decomposição wavelet em três ńıveis.

A Tabela 2 exibe o número de operações necessárias (multiplicações e somas) para

aplicar a transformada wavelet com três ńıveis de decomposição 1, 2 e 3 no vetor

x ∈ R
N×1.

Tabela 2: Complexidade computacional associada à transformada wavelet

× +

ńıvel de (N − Lh + 1)Lh+ (N − Lh + 1) (Lh − 1)+

decomposição 1 2
Lh−1
∑

i=1

i 2
Lh−2
∑

i=0

i

ńıvel de
(

3N−5Lh−1
2

)

Lh+
(

3N−5Lh−1
2

)

(Lh − 1)+

decomposição 2 4
Lh−1
∑

i=1

i 4
Lh−2
∑

i=0

i

ńıvel de
(

12N−19Lh−3
4

)

Lh+
(

12N−19Lh−3
4

)

(Lh − 1)+

decomposição 3 6
Lh−1
∑

i=1

i 6
Lh−2
∑

i=0

i

em que Lh é o comprimento dos filtros.

3.4.2 TRANSFORMADA DISCRETA DE FOURIER

A DFT de uma sequência discreta finita {x [n]}N−1
n=0 é uma representação em termos

da sequência exponencial complexa W k
N = e−j2πk/N . Se a DFT de um sinal existir, ela é

única, e a sequência original pode ser computada através de sua transformada inversa.

A DFT de uma sequência {x [n]}N−1
n=0 é definida por (MITRA, 2010)
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X [k] =
N−1
∑

n=0

x[n]e−j2πkn/N , 0 ≤ k ≤ N − 1. (3.38)

uma vez que x[n] ∈ R, então apenasX [k], k = 0, . . . , N/2−1 coeficientes são utilizados.

Considerando que as amostras da sequência {x[n]}N−1
n=0 constituem, de forma orde-

nada, o vetor x ∈ R
N×1 e que a matriz da DFT pode ser expressa por

MF =





















1 1 · · · · · · 1

1 e
−j2π(1)

N e
−j2π(2)

N · · · e
−j2π(N−1)

N

...
...

...
. . .

...
...

...
...

. . .
...

1 e
−j2π(N−1)

N e
−j2π2(N−1)

N · · · e
−j2π(N−1)(N−1)

N





















(3.39)

então a DFT do vetor x pode ser calculada por

X1 = MFx. (3.40)

Como apenas N/2 coeficientes do vetor X1 são considerados, para a extração de

caracteŕısticas, já que x ∈ R
N×1, então tem-se

X =
[

IN/2 0N/2

]

X1

=
[

IN/2 0N/2

]

MFX

= MF,N/2X,

(3.41)

em que IN/2 é uma matriz identidade de ordem N/2, 0N/2 é uma matriz de zeros de

ordem N/2 e MF,N/2 é uma matriz constitúıda pelas N/2 primeiras linhas da matriz

MF e N/2 linhas de zeros.

A Tabela 3 exibe o número de operações necessárias (multiplicações e somas) para

aplicar a transformada transformada rápida de Fourier (do inglês, Fast Fourier Trans-

form) (FFT) no vetor x ∈ R
N×1 quando N é par.

Tabela 3: Complexidade computacional associada à FFT

× +

2N log2N 3N log2N
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3.5 PROPOSTAS

A presente seção descreve as cinco propostas para a detecção de sinais impulsivos

nas redes de energia elétrica. Assim sendo, a Seção 3.5.1 resume uma proposta baseada

no sinal de entrada no domı́nio do tempo discreto (Proposta I), as Seções 3.5.2 e

3.5.3 apresentam propostas baseadas no sinal de entrada sub-amostrado no domı́nio

do tempo discreto (Propostas II e III), já a Seção 3.5.4 uma proposta baseada na

DWT do sinal de entrada (Proposta IV). Finalmente, na Seção 3.5.5 é apresentada

uma proposta baseada na DFT do sinal de entrada (Proposta V).

3.5.1 PROPOSTA I

A Proposta I para a detecção de sinais impulsivos compreende a extração seletiva

de um conjunto reduzido e finito de caracteŕısticas do vetor x o qual é definido pela

Equação (3.20) na Seção 3.2, seguido pelo uso de uma técnica de detecção (Bayes ou

MLPNN). Esta técnica é derivada daquela proposta em (OLIVEIRA, 2010). De fato, a

principal diferença entre ambas é que nesta contribuição foi inclúıdo o cálculo de um

número maior de caracteŕısticas.

O diagrama de blocos desta técnica é mostrado na Figura 9. Enquanto o bloco E(.)
representa a extração e seleção de caracteŕısticas, o bloco D(.) representa o detector.

Nesta Figura, o vetor x ∈ R
N×1 é constitúıdo de amostras consecutivas da sequência

{x[n]}N−1
n=0 , o vetor qFDR = E(x) qFDR ∈ R

Ns×1 é resultante da extração e seleção de

Ns caracteŕısticas do vetor x. As técnicas de extração e seleção de caracteŕısticas são

apresentadas na Seção 3.2.

E(.)
x

D(.)

qFDR λ

Figura 9: Diagrama de blocos da Proposta I.

Finalmente, λ = D(qFDR) ∈ R é um escalar que representa a presença ou ausência

de rúıdo impulsivo no vetor x. Para o caso em o detector de Bayes baseado no critério

ML é aplicado (Equação 3.32), então a regra de decisão é expressa por:
{

se λ = p(qFDR|H1)
p(qFDR|H0)

≥ 1 ocorrência de rúıdo impulsivo

caso contrário ausência de rúıdo impulsivo
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Por outro lado se D(.) é uma MLPNN, tem-se:
{

se λ ≥ 0 ocorrência de rúıdo impulsivo

caso contrário ausência de rúıdo impulsivo

É importante ressaltar que o detector de Bayes baseado no ML e a MLPNN são

amplamente utilizados na literatura para a detecção de sinais, principalmente em apli-

cações de reconhecimento de padrões (OLIVEIRA, 2010), (AMADO, 2010), (MARQUES,

2007), (OLIVEIRA et al., 2010) e (RIBEIRO, 2001).

Uma vez que o valor de N pode ser elevado, levando-se em consideração taxas de

amostragem elevadas, há a necessidade de se reduzir a complexidade computacional

da técnica de detecção de rúıdos. Dessa forma, a Proposta II, apresentada a seguir,

tem como objetivo sub-amostrar o vetor de entrada de forma a reduzir a complexidade

computacional.

3.5.2 PROPOSTA II

Esta técnica compreende a inserção de um operador de sub-amostragem na Pro-

posta I para reduz o comprimento do vetor x, objetivando à diminuição da comple-

xidade computacional. A sub-amostragem aplicada a um vetor pode ser representada

por um operador matricial MD ∈ R
ND×N , tal que seus elementos sejam expressos por:

MD(i, j) =

{

1, se j = iD

0, caso contrário
(3.42)

em que i = 0, 1, 2, . . . , ND−1, j = 0, 1, 2, . . . , N−1, ND = ⌊N/D⌋ em que D ∈ Z
+ é o

fator de redução de dimensionalidade (sub-amostragem) e ⌊a⌋ = max {n ∈ Z, |n ≤ a},
a ∈ R. Assim sendo, o vetor sub-amostrado é dado por

xD = MDx, (3.43)

ou seja, xD ∈ R
ND×1.

Assim, considerando o emprego do operador matricial MD na Proposta I, tem-

se a Proposta II, cujo diagrama de blocos é mostrado na Figura 10. As técnicas de

extração e seleção de caracteŕısticas e de detecção (blocos E(.) e D(.)), são apresentadas

são apresentadas nas Seções 3.2 e 3.3, respectivamente.
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x
MD

xD E(.)
qFDR

D(.)
λ

Figura 10: Diagrama de blocos da Proposta II.

Uma vez que ND = ⌊N/D⌋, tem-se que a complexidade computacional para a

extração das caracteŕısticas é reduzida por um fatorD. Note que o emprego do operador

matricial MD resulta em aliasing deve-se, então utilizar um operador que possa filtrar

o vetor x anteriormente a etapa de sub-amostragem. A seção 3.5.3 discute a Proposta

III, a qual leva em consideração o emprego de uma matriz de filtragem.

3.5.3 PROPOSTA III

A proposta III consiste em se utilizar um filtro passa-baixas para lidar com o efeito

aliasing. O seu diagrama de blocos é mostrado na Figura 11.

x
MH

xh
MD

xD

E(.)
qFDR

D(.)
λ

Figura 11: Diagrama de blocos da Proposta III.

O processo de filtragem pode ser representado pela matriz MH ∈ R
(N+Lh−1)×N , tal

que

MH =
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(3.44)

em que hi é o i-ésimo elemento do vetor h =
[

h0 h1 · · · h(Lh−1)

]T

, o qual é

constitúıdo pelos coeficientes de um filtro FIR. Aplicando o operador matricial MH ao

vetor x, tem-se o vetor xh = MHx ∈ R
(N+Lh−1)×1.

Uma vez que o operador matricial MH é a matriz de convolução do filtro FIR,

cujos coeficientes estão representados no vetor h, pode-se projetar o filtro de forma a
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eliminar ou reduzir consideravelmente o aliasing para qualquer valor de D, o que pode

resultar em melhoria do desempenho em relação a Proposta II, mas, por outro lado,

aumenta a complexidade computacional.

As técnicas de extração e seleção de caracteŕısticas e de detecção (blocos E(.) e

D(.)), são apresentadas são apresentadas nas Seções 3.2 e 3.3, respectivamente.

3.5.4 PROPOSTA IV

A Proposta IV consiste na aplicação da DWT ao vetor x de forma que as carac-

teŕısticas sejam extráıdas dos vetores que correspondem as sub-bandas do sinal.

Sejam as matrizes MW,LP ∈ R
(N+Lh−1)×N e MW,HP ∈ R

(N+Lh−1)×N representando

os filtros passa-baixas e passa-altas para uma decomposição dyadic da transformada

wavelet no domı́nio discreto. Para o caso da decomposição de 3 ńıveis, definem-se

Mk
W,HP e Mk

W,LP para k = 0, 1, 2, como

M2
W,HP ∈ R

N+Lh−1×N

M2
W,LP ∈ R

N+Lh−1×N

M1
W,HP ∈ R

⌊N+3Lh−3

2
⌋×⌊N+Lh−1

2
⌋

M1
W,LP ∈ R

⌊N+3Lh−3

2
⌋×⌊N+Lh−1

2
⌋

M0
W,HP ∈ R

⌊N+7Lh−7

4
⌋×⌊N+3Lh−3

4
⌋

M0
W,LP ∈ R

⌊N+7Lh−7

4
⌋×⌊N+3Lh−3

4
⌋

(3.45)

Já as matrizes de sub-amostragem são representadas por

M2
2 ∈ R

⌊N+Lh−1

2
⌋×N+Lh−1

M1
2 ∈ R

⌊N+3Lh−3

4
⌋×⌊N+3Lh−3

2
⌋

M0
2 ∈ R

⌊N+7Lh−7

8
⌋×⌊N+7Lh−7

4
⌋

(3.46)

em que ⌊a⌋ = max {n ∈ Z, |n ≤ a}, a ∈ R, tal que

Mk
2 (i, j) =

{

1, se j = 2i

0, caso contrário
(3.47)

Então, obtém-se os vetores de sáıda expressos por:
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X2
HP = M2

2M
2
W,HPX

X2
LP = M2

2M
2
W,LPX

X1
HP = M1

2M
1
W,HPX

2
HP

X1
LP = M1

2M
1
W,LPX

2
LP

X0
HP = M0

2M
0
W,HPX

1
HP

X0
LP = M0

2M
0
W,LPX

1
LP

(3.48)

Os vetores X0
LP ∈ R

⌊N+7Lh−7

8
⌋×1, X0

HP ∈ R
⌊N+7Lh−7

8
⌋×1, X1

HP ∈ R
⌊N+3Lh−3

4
⌋×1 e

X2
HP ∈ R

⌊N+Lh−1

2
⌋×1 contém as informações das sub-bandas do sinal para uma decom-

posição de três ńıveis usando a DWT.

As técnicas de extração e seleção de caracteŕısticas que são apresentadas na Seção

3.2 foram aplicadas aos vetores de aproximação, os quais são definidos assim:

XG1 = X0
LP

XG2 = X1
LP

XG3 = X2
LP

(3.49)

para os ńıveis de decomposição 1, 2 e 3 respectivamente.

O diagrama de blocos mostrado na Figura 12 ilustra a Proposta IV para a detecção

de sinais impulsivos.

x G(.)
XGi E(.)

qFDR
D(.)

λ

Figura 12: Diagrama de blocos da Proposta IV.

As técnicas de extração e seleção de caracteŕısticas e de detecção (blocos E(.) e

D(.)), são apresentadas são apresentadas nas Seções 3.2 e 3.3, respectivamente.

3.5.5 PROPOSTA V

Trocando-se o operador G(.) pelo operador T (.), que representa a DFT de x e algu-

mas operações matemáticas descritas abaixo, tem-se a Proposta V, a qual é ilustrada

pelo diagrama de blocos mostrado na Figura 13.
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x T (.)
XT E(.)

qFDR
D(.)

λ

Figura 13: Diagrama de blocos da Proposta V.

Uma vez que T (.) representa o operador matricial que aplica a DFT, o vetor x é

expresso por a Equação (3.40). Para realizar uma comparação fidedigna pelo menos

em termos de conteúdo espectral com a DWT, o vetor X é descomposto nos seguintes

vetores

X2
F,HP = [0N/4 IN/4]X

X1
F,HP = [0N/8 IN/8 0N/8,3N/4]X

X0
F,HP = [0N/16 IN/16 0N/16,3N/8]X

X0
F,LP = [IN/16 0N/16,7N/16]X

(3.50)

em que 0K é uma matriz quadrada de zeros de ordem K; IP é uma matriz identidade

de ordem P ; 0K,L é uma matriz de zeros com K linhas e L colunas. Os vetores X0
F,LP ,

X0
F,HP , X

1
F,HP e X2

F,HP , contemplam o mesmo conteúdo espectral dos vetores X0
LP ,

X0
HP , X

1
HP e X2

HP da Proposta IV, respectivamente. Note que X = 1√
N
MFx, ou seja,

a DFT normalizada é aplicada ao vetor x. Finalmente, nesta técnica XT = T (x) =

X0
F,LP .

As técnicas de extração e seleção de caracteŕısticas e de detecção (blocos E(.) e

D(.)), são apresentadas são apresentadas nas Seções 3.2 e 3.3, respectivamente.

3.6 SUMÁRIO

O Caṕıtulo 3 discutiu a formulação do problema, as técnicas de extração e se-

leção de caracteŕısticas, assim como as técnicas de detecção de sinais, ademais, foram

definidas as transformadas matemáticas utilizadas. Finalmente, foram apresentadas

cinco propostas para a detecção de sinais impulsivos em sistemas PLC.
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4 RESULTADOS COMPUTACIONAIS

Neste caṕıtulo são apresentados e discutidos os resultados obtidos com cada uma

das propostas para a detecção de sinais impulsivos na rede de energia elétrica, de-

scritas no Caṕıtulo 3. Os resultados, apresentados em termos de taxas de detecção

das técnicas propostas, referem-se às condições offline de funcionamento e foram ger-

ados através de simulações computacionais no software Matlab, considerando diversas

situações adversas e t́ıpicas nas quais as técnicas de detecção devem operar.

Inicialmente, a Seção 4.1 discute a geração dos bancos de dados sintético e medido,

nas Seções 4.2, 4.3, 4.4, 4.6, 4.5 e 4.6 são apresentados, respectivamente, os desem-

penhos das Propostas I, II, III, IV e V considerando os bancos de dados sintéticos.

Finalmente, na Seção 4.7 são exibidos os resultados obtidos usando os bancos de dados

medidos.

4.1 BANCOS DE DADOS

Foram usados dois conjuntos de dados, um gerado sinteticamente em ambiente

de simulação com o software Matlab e o outro medido numa rede de energia elétrica

indoor no Laboratório de Processamento de Sinais e Telecomunicação (LAPTEL) da

(Universidade Federal de Juiz de Fora) (UFJF). O banco de dados sintético está

conformado por dois tipos de sinais (classe H1 e classe H0), sinais impulsivos e rúıdo

de fundo. Para a formação do banco de dados sintéticos dos sinais impulsivos, foram

gerados sinais utilizando um somatório de senóides amortecidas, da seguinte forma

(HORMIS; BERENGUER; WANG, 2006)

vimp(t) =
∞
∑

j=−∞

N
∑

i=1

Ai,j sin (2πfi (t− tarr,j) + αi,j) e
−

t−tarrj
τi Π

(

t− tarrj
twi

)

(4.1)
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em que Ai denota a amplitude da senóide de ı́ndice i, τi é o fator de amortecimento.

Π(t) é uma função pulso retangular de duração 1 s no intervalo 0 ≤ t < 1, tw define

a largura do pulso retangular e tarr define o atraso do pulso retangular. Assume-se

que Ai ∼ N (0, Giσ
2
v) em que Gi é o ganho sobre a variância do rúıdo de fundo σ2

v

que define o quão severo será o impulso, enquanto que ∼ N (µ, σ2
v) define uma variável

aleatória i.i.d. cuja média e variância são dadas por µ e σ2, respectivamente. Já para

a formação do banco de dados sintéticos dos rúıdos de fundo, apenas rúıdo aditivo

branco Gaussiano (do inglês, Additive White Gaussian Noise) (AWGN) foi gerado.

Cada sinal gerado para cada um dos bancos é constitúıdo por N = 2000 amostras

(comprimento que foi escolhido segundo os testes realizados em (OLIVEIRA, 2010)) e a

taxa de amostragem considerada é fs = 100 Msps.

A partir dos sinais gerados, foram simulados diversos cenários, considerando uma

relação entre a potência média do sinal impulsivo e do rúıdo de fundo ou SNR variando

entre −35 dB e 5 dB obtendo assim cenários hostis, com a presença de rúıdos de fundo

com elevadas potências, e também cenários vantajosos, ou seja, aqueles com rúıdos de

fundo de baixas potências. A SNR considerada é dada pela seguinte expressão:

SNR (dB) = 10log10
σ2
vimp

σ2
vfundo

, (4.2)

em que σ2
vimp

denota a variância do sinal impulsivo e σ2
vfundo

denota a variância do rúıdo

de fundo.

As Figuras 14 - 16 mostram algumas realizações do ambiente sintético gerado.

Note-se que na Figura 14 quando a SNR = -15 dB se faz dif́ıcil detectar a presença de

sinais impulsivos, já na Figura 15 quando a SNR = -5 dB o sinal impulsivo quase pode

ser percebido entre as amostras 1400 e 1600, finalmente na Figura 16 quando a SNR

= 5 dB o sinal impulsivo é a simples vista detectável.
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Figura 14: Realização do ambiente sintético gerado considerando SNR = −15 dB.
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Figura 15: Realização do ambiente sintético gerado considerando SNR = −5 dB.
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Figura 16: Realização do ambiente sintético gerado considerando SNR = 5 dB.
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Os dados medidos foram obtidos utilizando a placa de aquisição de dados Gage

Razor CompuScope 1642, que consiste em um conversor análogo digital (do inglês,

Analog to Digital Converter) (ADC) com 16 bits de resolução, com taxa de amostragem

de 100 (do inglês, Mega Samples Per second) (Msps). Uma vez que a maior parte da

potência do sinal impulsivo e do rúıdo de fundo encontram-se nas frequências mais

baixas, a faixa de frequência analisada foi de 1, 705 até 50 MHz. O banco de dados

possui 500 eventos de 2000 amostras para cada classe (com sinais impulsivos o com a

ausência destes sinais), representa um estudo de caso e foi constrúıdo pelo esperto na

área Thiago Oliveira (candidato a doutor em engenharia elétrica), cujo trabalho esta

focado em sistemas PLC.

As Figuras 17 e 18 mostram alguns eventos de sinais impulsivos medidos, enquanto

que as Figuras 19 e 20 mostram alguns eventos de rúıdos de fundo.
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Figura 17: Exemplo 1 de sinal impulsivo medido.
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Figura 18: Exemplo 2 de sinal impulsivo medido.
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Figura 19: Exemplo 1 de rúıdo de fundo medido.
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Figura 20: Exemplo 2 de rúıdo de fundo medido.

A simples vista, parece que só fosse necessário estabelecer um limiar para detectar

a presença de sinais impulsivos, mas o problema não é tão elementar devido à que

os sinais impulsivos se encontram presentes só numa faixa do espectro de frequência

estudado, isto resulta em valores de SNR muito baixos ou inclusive negativos o que

complica de forma considerável sua detecção.

A análise de desempenho das cinco propostas apresentadas no Caṕıtulo 3 foi rea-

lizada usando as curvas de taxa de detecção, as curvas ROC, estas últimas obtidas

de acordo com a teoria apresentada em (SHANMUGAN; BREIPOHL, 1988; TREES, 2004)

e a complexidade computacional (número de somas e multiplicações), adotando as

seguintes considerações: o número de caracteŕısticas selecionadas foi Ns = 2, posto

que observou-se, através da técnica de seleção de caracteŕısticas, que este é o número

mı́nimo de caracteŕısticas, que fornecem uma separabilidade mı́nima entre as classes,
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o número de neurônios na camada escondida da MLPNN foi L = 3 posto que heuŕıs-

ticamente observou-se que a MLPNN converge. Estes parâmetros foram fixados para

as cinco propostas objetivando uma comparação fidedigna entre elas e ademais com a

pretensão de obter a solução mais simples posśıvel. Cabe mencionar que as caracteŕıs-

ticas selecionadas foram diferentes para cada proposta e inclusive para cada valor de

SNR, devido a que o critério FDR viu-se afetado por estas variações.

Assumiu-se que a distribuição de probabilidade das caracteŕısticas selecionadas é

Gaussiana, embora que este tipo de distribuição não modela adequadamente essas car-

acteŕısticas dos sinais impulsivos, como pode ser visto nas Figuras 21 - 32, que mostram

os histogramas de algumas caracteŕısticas selecionadas pelo critério da FDR para as

Propostas I, IV e V, objetivando ter um exemplo da distribuição destas caracteŕısticas

para os sinais no domı́nio do tempo discreto, no domı́nio da DWT e da DFT extráıdas

dos rúıdos de fundo e dos sinais impulsivos, respectivamente. Note-se, que quando o

valor da SNR é pequeno a distribuição de probabilidade das caracteŕısticas dos rúıdos

de fundo e dos sinais impulsivos é Gaussiana, porém, quando o valor da SNR aumenta

a distribuição de probabilidade das caracteŕısticas dos sinais impulsivos deixa de ser

Gaussiana.
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Figura 21: Distribuição de probabilidade do c̃4,x(1440) extráıdo do rúıdo de fundo -
Proposta I para SNR = -30 dB.
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Figura 22: Distribuição de probabilidade do c̃4,x(1440) extráıdo do sinal impulsivo -
Proposta I para SNR = -30 dB.
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Figura 23: Distribuição de probabilidade do c̃4,x(1) extráıdo do rúıdo de fundo - Pro-
posta I para SNR = 0 dB.
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Figura 24: Distribuição de probabilidade do c̃4,x(1) extráıdo do sinal impulsivo - Pro-
posta I para SNR = 0 dB.
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Figura 25: Distribuição de probabilidade do c̃4,x(196) extráıdo do rúıdo de fundo -
Proposta IV ńıvel 1 para SNR = -30 dB.
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Figura 26: Distribuição de probabilidade do c̃4,x(196) extráıdo do sinal impulsivo -
Proposta IV ńıvel 1 para SNR = -30 dB.
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Figura 27: Distribuição de probabilidade do k̂4,x extráıdo do rúıdo de fundo - Proposta
IV para SNR = 0 dB.
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Figura 28: Distribuição de probabilidade do k̂4,x extráıdo do sinal impulsivo - Proposta
IV para SNR = 0 dB.
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Figura 29: Distribuição de probabilidade do c̃3,I{x}(705) extráıdo do rúıdo de fundo -
Proposta V para SNR = -30 dB.
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Figura 30: Distribuição de probabilidade do c̃3,I{x}(705) extráıdo do sinal impulsivo -
Proposta V para SNR = -30 dB.
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Figura 31: Distribuição de probabilidade do ĉ3,|x|(104) extráıdo do rúıdo de fundo -
Proposta V para SNR = 0 dB.
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Figura 32: Distribuição de probabilidade do ĉ3,|x|(104) extráıdo do sinal impulsivo -
Proposta V para SNR = 0 dB.

Para gerar cada ponto das curvas de desempenho das propostas, foram gerados 22

bancos de dados. Sendo que cada banco de dados é constitúıdo por 10000 sinais e cada

um dos sinais tem comprimento N = 2000. Note que 11 bancos de dados referem-se ao

sinal impulsivo enquanto os outros 11 bancos de dados referem-se ao rúıdo de fundo.

Os bancos de dados foram usados da seguinte maneira:

1. Treinamento e validação: dois bancos de dados foram utilizados, sendo um de

sinal impulsivo e outro de rúıdo de fundo. Os números de sinais utilizados no

treinamento e validação são iguais a 10000, sendo 5000 sinais impulsivos e 5000

de rúıdo de fundo;
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2. Teste: O restante dos bancos foi usado para testar o desempenho das propostas.

Assim sendo, os resultados apresentados referem-se a média de 10 testes realiza-

dos.

4.2 ANÁLISE DE DESEMPENHO DA PROPOSTA I

Objetivando observar o comportamento da Proposta I, apresenta-se uma análise de

desempenho na Figura 33 mostrando as curvas de taxa de detecção quando a MLPNN

e o detector de Bayes são adotados.Nesta Figura, a curva que exibe o desempenho

da MLPNN revela taxas de detecção superiores para quase todos os valores da SNR

considerados. Apenas no intervalo para a SNR entre −33 dB e -27 dB o desempenho

do detector de Bayes supera o desempenho da MLPNN. Já para SNR ≥ 5 dB a

probabilidade de detecção (Pd) dos dois detectores converge à 1. É importante salientar

que a MLPNN apresenta um desempenho coerente com a teoria, ou seja, se a SNR

aumenta, então Pd aumenta; por outro lado, o mesmo comportamento não foi observado

nos resultados com o detector de Bayes adotado, posto que a distribuição Gaussiana

não modela de forma adequada os dados.
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Figura 33: Desempenho da Proposta I considerando a MLPNN e o detector de Bayes
para diferentes valores da SNR.

Note-se que não foram usadas barras de erro porque a variância do erro é muito

pequena. Para evidenciar melhor o desempenho da Proposta I, foram obtidas as curvas

ROC considerando SNR = -30, -20, -10, 0 dB. Estes resultados expostos nas Figuras

34 e 35 considerando o detector de Bayes e a MLPNN, respectivamente, revelam que a

técnica analisada pode oferecer resultados bastante adequados quando SNR>-10 dB.
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Figura 34: Curvas ROC da Proposta I com detector de Bayes.
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Figura 35: Curvas ROC da Proposta I com a MLPNN.

Complementando a análise da Proposta I, foram consideradas as caracteŕısticas

extráıdas de acordo com a técnica de seleção de caracteŕısticas para cada valor de SNR

sendo as seguintes:

1. SNR = -35 dB: ĉ2,x(622), c̃3,x(516)

2. SNR = -30 dB: c̃4,x(1440), c̃4,x(1849)

3. SNR = -25 dB: c̃2,x(2000), c̃4,x(2000)

4. SNR = -20 dB: c̃2,x(1999), c̃2,x(3)

5. SNR = -15 dB: c̃2,x(2000), c̃2,x(3)

6. SNR = -10 dB: c̃2,x(1), c̃4,x(2)



74

7. SNR = -5 dB: c̃2,x(1), c̃4,x(2)

8. SNR = 0 dB: c̃4,x(1), c̃4,x(1999)

9. SNR = 5 dB: c̃4,x(1), c̃4,x(1999)

Cabe mencionar que as caracteŕısticas selecionadas pelo critério FDR para a Pro-

posta I, foram sempre os cumulantes excluindo ĉ3,x e ĉ4,x. As caracteŕısticas mais

selecionadas foram os cumulantes c̃4,x. Além disso, é importante notar que para os

valores altos de SNR as caracteŕısticas selecionadas tenderam a ser as mesmas.

Finalmente, a complexidade computacional da Proposta I para SNR = 0 dB con-

siderando o detector de Bayes e a MLPNN é apresentada nas Tabelas 4 e 5, respecti-

vamente.

Tabela 4: Complexidade Computacional da Proposta I considerando Detector de Bayes
com SNR = 0 dB.

× + Num de exp()

Extração de caracteŕısticas 20006 11996 0

Detector de Bayes 28 16 2

Total 20034 12012 2

Tabela 5: Complexidade Computacional da Proposta I considerando MLPNN com
SNR = 0 dB.

× + Num de tanh()

Extração de caracteŕısticas 20006 11996 0

MLPNN 9 4 3

Total 20015 12000 3

Para uma comparação de desempenho com outra técnica semelhante encontrada na

literatura, foi feita a implementação da técnica introduzida em (OLIVEIRA, 2010). Esta

técnica não considera as HOSs de terceira ordem, a kurtosis nem a skewness. Desta

forma, para efeitos de comparação, considera-se Proposta - HOS 2 e 4 como o nome

da proposta de (OLIVEIRA, 2010).

A comparação de desempenho entre as propostas para diferentes valores da SNR

que são mostradas nas Figuras 36 e 37 quando considerando o detector de Bayes e
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a MLPNN, respectivamente, cabe mencionar, que não foram usadas barras de erro

porque a variância do erro é muito pequena. Observa-se, nestas figuras, que a Propostas

I apresenta taxas de detecção melhores que as obtidas pela Proposta - HOS 2 e 4

quando considerado o detector de Bayes e a MLPNN, ainda que, com o detector de

Bayes os resultados foram muito próximos. As curvas ROC da Proposta - HOS 2 e

4 são apresentadas nas Figuras 38 e 39 considerando o detector de Bayes e a MLPNN,

respectivamente.
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Figura 36: Comparação Proposta I e Proposta - HOS 2 e 4 considerando o detector
de Bayes para diferentes valores da SNR.
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Figura 37: Comparação Proposta I e Proposta - HOS 2 e 4 considerando a MLPNN
para diferentes valores da SNR.
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Figura 38: Curvas ROC da Proposta - HOS 2 e 4 com detector de Bayes.
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Figura 39: Curvas ROC da Proposta - HOS 2 e 4 com a MLPNN.

Complementando a análise da Proposta - HOS 2 e 4, foram consideradas as

caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas para

cada valor de SNR sendo as seguintes:

1. SNR = -35 dB: c̃2,x(362), c̃2,x(350)

2. SNR = -30 dB: c̃2,x(61), c̃2,x(56)

3. SNR = -25 dB: c̃2,x(339), c̃2,x(157)

4. SNR = -20 dB: c̃2,x(225), c̃2,x(89)

5. SNR = -15 dB: c̃2,x(110), c̃2,x(210)
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6. SNR = -10 dB: c̃2,x(110), c̃4,x(436)

7. SNR = -5 dB: c̃2,x(108), c̃4,x(34)

8. SNR = 0 dB: c̃2,x(183), c̃4,x(34)

9. SNR = 5 dB: c̃2,x(183), c̃2,x(318)

Cabe mencionar que as caracteŕısticas selecionadas pelo critério FDR para a Pro-

posta - HOS 2 e 4, foram sempre os cumulantes de segunda ordem das formulações

alternativas. Além disso, é importante notar que para os valores altos de SNR as

caracteŕısticas selecionadas tenderam a ser as mesmas.

Finalmente, foi calculada la complexidade computacional da Proposta - HOS 2 e

4 a qual é apresentada nas Tabelas 6 e 7 quando considerado o detector de Bayes e a

MLPNN, respectivamente.

Tabela 6: Complexidade Computacional da Proposta - HOS 2 e 4 considerando
Detector de Bayes com SNR = 0 dB.

× + Num de exp()

Extração de caracteŕısticas 4002 3998 0

Detector de Bayes 28 16 2

Total 4030 4014 2

Tabela 7: Complexidade Computacional da Proposta - HOS 2 e 4 considerando
MLPNN com SNR = 0 dB.

× + Num de tanh()

Extração de caracteŕısticas 4002 3998 0

MLPNN 9 4 3

Total 4011 4002 3

Realizando uma comparação de custos computacionais da Proposta - HOS 2 e

4 e da Proposta I através das Tabelas 4, 5, 6 e 7 quando considerado o detector

de Bayes e a MLPNN, observo-se que a Proposta - HOS 2 e 4 é menos demandante

computacionalmente do que a Proposta I o que era esperado porque para esta proposta

o algoritmo de seleção só elegeu HOSs de ordem 2.
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4.3 ANÁLISE DE DESEMPENHO DA PROPOSTA II

Para analisar o desempenho da Proposta II, foram considerados os fatores de sub-

amostragem D = 2, 4 e 8. Note que o comprimento de cada um dos sinais dos

bancos de dados viu-se modificado, sendo ND2 = 1000, ND4 = 500, ND8 = 250,

respectivamente. Nas Figuras 40, 41 e 42 são mostradas as curvas da taxa de detecção

obtidas para cada fator de sub-amostragem, considerando o detector de Bayes e a

MLPNN, respectivamente. Note-se que não foram usadas barras de erro porque a

variância do erro é muito pequena.
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Figura 40: Desempenho da Proposta II considerando a MLPNN e do detector de Bayes
para diferentes valores da SNR quando D = 2.
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Figura 41: Desempenho da Proposta II considerando a MLPNN e do detector de Bayes
para diferentes valores da SNR quando D = 4.
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Figura 42: Desempenho da Proposta II considerando a MLPNN e do detector de Bayes
para diferentes valores da SNR quando D = 8.

Na Figura 40 é posśıvel observar que as curvas de desempenho dos dois detectores

apresentam certa aleatoriedade, sendo que na curva de desempenho do detector de

Bayes esta aleatoriedade é maior. Uma vez que a MLPNN é capaz de modelar de uma

melhor forma a distribuição dos dados, na curva de desempenho desta a Pd aumenta à

medida que a SNR aumenta.

Para o segundo caso (Figura 41) são exibidas as curvas de taxas de detecção obti-

das pelo detector de Bayes e pela MLPNN quando o sinal é sub-amostrado no domı́nio

do tempo pelo fator D = 4. Observa-se que o detector de Bayes possui um melhor

desempenho para os valores de SNR variando entre −35 dB e −16 dB, embora nesta

faixa nenhum dos detectores apresente um desempenho consideravelmente bom. O de-

sempenho da MLPNN torna-se melhor no intervalo entre SNR> −16 dB apresentando

valores de Pd altos até praticamente alcançar uma Pd = 1 quando a SNR= 5 dB, onde

também o detector de Bayes apesar de estar apresentando o desempenho pior do que

a MLPNN consegui o mesmo resultado.

Para o terceiro caso (Figura 42), quando os sinais no domı́nio do tempo são sub-

amostrados pelo fator D = 8, observa-se que o desempenho da MLPNN e do detector

de Bayes não são muito diferentes, sendo evidente uma aleatoriedade no desempenho do

detector de Bayes. Contudo, o desempenho da MLPNN é melhor do que o desempenho

do detector de Bayes.

De forma a proporcionar uma comparação dos resultados obtidos com as Propostas

I e II com D = 2, D = 4 e D = 8, nas Figuras 43 e 44 são mostradas as taxas

de detecção considerando o detector de Bayes e a MLPNN respectivamente. Nessas
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figuras, observa-se que os resultados de detecção obtidos com a Proposta I são melhores

do que os resultados de detecção obtidos com a Proposta II considerando o detector

de Bayes para todos os valores de SNR acima de -15 dB, e se é considerada a MLPNN

para todos os valores de SNR acima de -30 dB. Ademais, notou-se que as curvas de

desempenho da Proposta II para D = 4 apresentam um comportamento melhor do

que as curvas de desempenho da Proposta II para D = 2, pelo qual poderia se concluir

de forma errada, que o desempenho melhora com a sub-amostragem sendo a verdade

que os detectores estão se comportando de forma aleatória o que pode ser explicado

pelo fenômeno aliasing. Tal fato é também evidenciado pelas curvas ROC nas Figuras

45 - 50.
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Figura 43: Comparação de taxas de detecção obtidas com a Proposta II para D =
1, 2, 4 e 8 considerando o detector de Bayes para diferentes valores da SNR.
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Figura 44: Comparação de taxas de detecção obtidas com a Proposta II para D =
1, 2, 4 e 8 considerando a MLPNN para diferentes valores da SNR.
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Figura 45: Curvas ROC da Proposta II com o detector de Bayes para diferentes valores
da SNR e D = 2.
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Figura 46: Curvas ROC da Proposta II com a MLPNN para diferentes valores da SNR
e D = 2.
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Figura 47: Curvas ROC da Proposta II com o detector de Bayes para diferentes valores
da SNR e D = 4.
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Figura 48: Curvas ROC da Proposta II com a MLPNN para diferentes valores da SNR
e D = 4 .
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Figura 49: Curvas ROC da Proposta II com o detector de Bayes para diferentes valores
da SNR e D = 8.
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Figura 50: Curvas ROC da Proposta II com a MLPNN para diferentes valores da SNR
e D = 8.

Para se ter uma análise completa da Proposta II, foram consideradas as caracteŕıs-

ticas extráıdas de acordo com a técnica de seleção de caracteŕısticas para cada valor de

D. Com D = 2, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: ĉ2,x(44), ĉ2,x(36)

2. SNR = -30 dB: ĉ2,x(23), ĉ2,x(17)

3. SNR = -25 dB: ĉ2,x(12), ĉ2,x(11)

4. SNR = -20 dB: k4,x, ĉ2,x(39)

5. SNR = -15 dB: ĉ2,x(46), ĉ2,x(47)
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6. SNR = -10 dB: ĉ2,x(46), ĉ2,x(47)

7. SNR = -5 dB: ĉ2,x(46), ĉ2,x(45)

8. SNR = 0 dB: ĉ2,x(46), ĉ2,x(45)

9. SNR = 5 dB: ĉ2,x(46), ĉ2,x(45),

com D = 4, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃4,x(445), c̃4,x(163)

2. SNR = -30 dB: c̃3,x(247), c̃4,x(14)

3. SNR = -25 dB: ĉ2,x(214), c̃3,x(238)

4. SNR = -20 dB: c̃4,x(1), c̃4,x(499)

5. SNR = -15 dB: c̃2,x(1), c̃2,x(499)

6. SNR = -10 dB: Ex, ĉ2,x(1)

7. SNR = -5 dB: ĉ2,x(1), ĉ2,x(0)

8. SNR = 0 dB: ĉ2,x(1), ĉ2,x(0)

9. SNR = 5 dB: k̂4,x, ĉ2,x(0) e

com D = 8, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃2,x(55), c̃4,x(195)

2. SNR = -30 dB: ĉ3,x(119), c̃3,x(87)

3. SNR = -25 dB: c̃3,x(23), c̃4,x(35)

4. SNR = -20 dB: Ex, c̃2,x(0)

5. SNR = -15 dB: Ex, c̃2,x(0)

6. SNR = -10 dB: Ex, c̃2,x(0)

7. SNR = -5 dB: ĉ2,x(0), ĉ2,x(7)

8. SNR = 0 dB: ĉ2,x(0), ĉ2,x(7)
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9. SNR = 5 dB: ĉ2,x(0), k̂4,x

Analisando as caracteŕısticas selecionadas pelo critério FDR para a Proposta II

pode-se afirmar que: com D = 2, as caracteŕısticas mais selecionadas foram os cumu-

lantes ĉ2,x, com D = 4, foram os cumulantes ĉ2,x e c̃4,x, e, finalmente, com D = 8, os

cumulantes ĉ2,x sendo que neste último caso, todas as caracteŕısticas foram selecionas

pelo menos uma vez exceto os cumulantes ĉ4,x e a γ̂3,x. Contudo, é posśıvel concluir

que para a Proposta II com D = 2, 4 e 8 a caracteŕıstica γ̂3,x nunca foi selecionada,

pelo que parece não ser de interesse. Ademais, valores de SNR altos geram a tendência

à selecionar as mesmas caracteŕısticas.

Finalmente, a complexidade computacional da Proposta II considerando SNR =

0 dB, para D = 2, 4 e 8, com o detector de Bayes e a MLPNN é apresentada nas

Tabelas 8 - 13, respectivamente.

Tabela 8: Complexidade Computacional da Proposta II considerando o detector de
Bayes com SNR = 0 dB e D = 2.

× + Num de exp()

Extração de caracteŕısticas 1002 998 0

Detector de Bayes 28 16 2

Total 1030 1014 2

Tabela 9: Complexidade Computacional da Proposta II considerando a MLPNN com
SNR = 0 dB e D = 2.

× + Num de tanh()

Extração de caracteŕısticas 1002 998 0

MLPNN 9 4 3

Total 1011 1002 3

Tabela 10: Complexidade Computacional da Proposta II considerando o detector de
Bayes com SNR = 0 dB e D = 4.

× + Num de exp()

Extração de caracteŕısticas 502 498 0

Detector de Bayes 28 16 2

Total 530 514 2
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Tabela 11: Complexidade Computacional da Proposta II considerando a MLPNN com
SNR = 0 dB e D = 4.

× + Num de tanh()

Extração de caracteŕısticas 502 498 0

MLPNN 9 4 3

Total 511 502 3

Tabela 12: Complexidade Computacional da Proposta II considerando o detector de
Bayes com SNR = 0 dB e D = 8.

× + Num de exp()

Extração de caracteŕısticas 252 248 0

Detector de Bayes 28 16 2

Total 280 264 2

Tabela 13: Complexidade Computacional da Proposta II considerando a MLPNN com
SNR = 0 dB e D = 8.

× + Num de tanh()

Extração de caracteŕısticas 252 248 0

MLPNN 9 4 3

Total 261 252 3

Como visto nas Tabelas 8 - 13, embora caracteŕısticas diferentes são escolhidas

pelo critério FDR para cada fator de sub-amostragem, existe uma diminuição con-

siderável na complexidade computacional da Proposta II quando o valor do fator de

sub-amostragem D aumenta e também com respeito à Proposta I.

4.4 ANÁLISE DE DESEMPENHO DA PROPOSTA III

Como mencionado na Seção 3.5.3 do Caṕıtulo 3, para evitar o fenômeno do aliasing,

filtros anti-aliasing foram utilizados antes de realizar a sub-amostragem do sinal. Para

os fatores de sub-amostragem D = 2, 4 e 8, os filtros FIR passa-baixas projetados com

o software Matlab são os seguintes:

1. para D = 2: o filtro FIR passa-baixas equiripple, ωpb,2 =
π
2
rad;
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2. para D = 4: o filtro FIR passa-baixas equiripple, ωpb,4 =
π
4
rad;

3. para D = 8: o filtro FIR passa-baixas equiripple, ωpb,8 =
π
8
rad.

em que ωpb,i é a frequência máxima da banda-passante, π é a frequência máxima do

sinal, sendo que todos os filtros foram projetados com o mesmo comprimento Lh = 57.

Nas Figuras 51, 52 e 53, são exibidas as curvas de taxa de detecção obtidas com a

Proposta III, considerando o detector de Bayes e a MLPNN, para os fatores de sub-

amostragem D = 2, 4 e 8, respectivamente. Note-se que não foram usadas barras de

erro porque a variância do erro é muito pequena.
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Figura 51: Desempenho da Proposta III considerando a MLPNN e o detector de Bayes
para diferentes valores da SNR para D = 2.
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Figura 52: Desempenho da Proposta III considerando a MLPNN e o detector de Bayes
para diferentes valores da SNR para D = 4.
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Figura 53: Desempenho da Proposta III considerando a MLPNN e o detector de Bayes
para diferentes valores da SNR para D = 8.

A Figura 51 mostra o desempenho da Proposta III para D = 2, considerando o

detector de Bayes e a MLPNN. Nesta Figura é visto que entre os valores de SNR= −35

dB e SNR= −23 dB o detector de Bayes apresenta melhores taxas de detecção que a

MLPNN. Apesar disso, os valores de taxa de detecção para ambos detectores nesta

faixa não representam diferenças significativas. O desempenho da MLPNN é superior

em todos os casos para SNR entre −24 dB e 0 dB sendo que após 0 dB, os dois

detectores apresentam quase o mesmo desempenho.

Os resultados considerando o fator D = 4 são apresentados na Figura 52. Observa-

se que para quase todos os casos mostrados a MLPNN apresenta melhor desempenho

que o detector de Bayes. Apenas quando a SNR assume o valor de −30 dB o desem-

penho do detector de Bayes é melhor, porém, esta diferença não é muito significativa,

ademais o desempenho do detector de Bayes apresenta certa aleatoriedade.

Os resultados considerando D = 8 são expostos na Figura 53, da qual pode-se

inferir que o desempenho da MLPNN é superior ao detector de Bayes para a SNR

variando entre -35 dB a 0 dB, para o restante do intervalo de valores de SNR estudado

o desempenho dos dois detectores é quase o mesmo, sendo que o desempenho do detector

de Bayes apresenta certa aleatoriedade.

Além de comparar os resultados obtidos com a Proposta III com D = 2, 4 e 8,

considerando o detector de Bayes e a MLPNN, as taxas de detecção obtidas são expostas

conjuntamente nas Figuras 54 e 55, respectivamente. Nessas figuras, as curvas do

desempenho com D = 2 mostram o comportamento melhor, comparado com as curvas

do desempenho com D = 4 e D = 8, ao mesmo tempo observa-se que o desempenho
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com D = 4 é melhor do que para D = 8. Isto era esperado, e mostra que o fenômeno

aliaising foi eliminado ou reduzido consideravelmente, o que também pode ser conferido

através das curvas ROC das Figuras 56 - 61, nas quais é fácil notar que a detecção é

melhor com D = 2 do que com D = 4 e D = 8, sendo este último caso o pior dentre os

três estudados. Nesta comparação também foram considerados os resultados obtidos

com a Proposta I, notando-se que estes foram melhores que os resultados obtidos com

a Proposta III considerando o detector de Bayes para todos os valores de SNR acima

de -18 dB, e se é considerada a MLPNN para todos os valores de SNR acima de -20

dB.
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Figura 54: Comparação das taxas de detecção da Proposta III para D = 1, 2, 4 e 8
considerando o detector de Bayes para diferentes valores da SNR.
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Figura 55: Comparação das taxas de detecção da Proposta III para D = 1, 2, 4 e 8
considerando a MLPNN para diferentes valores da SNR.
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Figura 56: Curvas ROC da Proposta III com o detector de Bayes para diferentes
valores da SNR e D = 2 .
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Figura 57: Curvas ROC da Proposta III com a MLPNN para diferentes valores da
SNR e D = 2.
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Figura 58: Curvas ROC da Proposta III com o detector de Bayes para diferentes
valores da SNR e D = 4.
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Figura 59: Curvas ROC da Proposta III com a MLPNN para diferentes valores da
SNR e D = 4.
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Figura 60: Curvas ROC da Proposta III com o detector de Bayes para diferentes
valores da SNR e D = 8.
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Figura 61: Curvas ROC da Proposta III com a MLPNN para diferentes valores da
SNR e D = 8.

Para se ter uma análise completa da Proposta III, foram consideradas as carac-

teŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas para cada

valor de D. Com D = 2, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃2,x(691), c̃2,x(295)

2. SNR = -30 dB: c̃2,x(477), c̃2,x(509)

3. SNR = -25 dB: c̃2,x(561), c̃2,x(425)

4. SNR = -20 dB: c̃2,x(1), c̃2,x(985)

5. SNR = -15 dB: c̃2,x(1), c̃2,x(985)
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6. SNR = -10 dB: c̃2,x(2), c̃2,x(984)

7. SNR = -5 dB: ĉ2,x(1), ĉ2,x(2)

8. SNR = 0 dB: ĉ2,x(1), ĉ2,x(2)

9. SNR = 5 dB: ĉ2,x(1), ĉ2,x(0),

com D = 4, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃2,x(121), c̃3,x(98)

2. SNR = -30 dB: c̃3,x(215), c̃3,x(230)

3. SNR = -25 dB: ĉ2,x(120), ĉ3,x(155)

4. SNR = -20 dB: c̃2,x(492), c̃2,x(1)

5. SNR = -15 dB: c̃2,x(492), c̃2,x(1)

6. SNR = -10 dB: c̃2,x(492), c̃2,x(1)

7. SNR = -5 dB: ĉ2,x(1), c̃2,x(1)

8. SNR = 0 dB: ĉ2,x(1), ĉ2,x(0)

9. SNR = 5 dB: ĉ2,x(1), ĉ2,x(0) e

com D = 8, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: ĉ2,x(15), ĉ2,x(10)

2. SNR = -30 dB: ĉ4,x(24), c̃4,x(247)

3. SNR = -25 dB: ĉ2,x(41), c̃4,x(211)

4. SNR = -20 dB: c̃2,x(229), c̃2,x(18)

5. SNR = -15 dB: ĉ4,x(0), c̃4,x(0)

6. SNR = -10 dB: ĉ4,x(0), c̃4,x(0)

7. SNR = -5 dB: c̃2,x(7), c̃2,x(240)

8. SNR = 0 dB: ĉ2,x(0), ĉ2,x(7)
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9. SNR = 5 dB: ĉ2,x(0), ĉ2,x(7)

Analisando as caracteŕısticas selecionadas pelo critério FDR para a Proposta III

pode-se afirmar que: com D = 2 as únicas caracteŕısticas selecionadas foram os cumu-

lantes de ordem 2 (ĉ2,x e c̃2,x), com D = 4 as caracteŕısticas mais selecionadas foram

os cumulantes c̃2,x, e com D = 8 os cumulantes ĉ2,x, c̃2,x, ĉ4,x e c̃4,x. Concluindo,

as caracteŕıstica Ex, γ̂3,x e k̂4,x nunca foram selecionadas, pelo que parece não são de

interesse para esta proposta. Note-se que na medida que o valor de SNR aumenta, as

caracteŕısticas selecionadas tendem à ser as mesmas.

Finalmente, a complexidade computacional da Proposta III considerando SNR =

0 dB, para D = 2, 4 e 8, com o detector de Bayes e a MLPNN é apresentada nas

Tabelas 14 - 19, respectivamente.

Tabela 14: Complexidade Computacional da Proposta III considerando o detector de
Bayes com SNR = 0 dB e D = 2.

× + Num de exp()

Filtro 2054 1027 0

Extração de caracteŕısticas 974 970 0

Detector de Bayes 28 16 2

Total 3056 2013 2

Tabela 15: Complexidade Computacional da Proposta III considerando a MLPNN
com SNR = 0 dB e D = 2.

× + Num de tanh()

Filtro 2054 1027 0

Extração de caracteŕısticas 974 970 0

MLPNN 9 4 3

Total 3037 2001 3
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Tabela 16: Complexidade Computacional da Proposta III considerando o detector de
Bayes com SNR = 0 dB e D = 4.

× + Num de exp()

Filtro 1054 527 0

Extração de caracteŕısticas 474 470 0

Detector de Bayes 28 16 2

Total 1556 1013 2

Tabela 17: Complexidade Computacional da Proposta III considerando a MLPNN
com SNR = 0 dB e D = 4.

× + Num de tanh()

Filtro 1054 527 0

Extração de caracteŕısticas 474 470 0

MLPNN 9 4 3

Total 1537 1001 3

Tabela 18: Complexidade Computacional da Proposta III considerando o detector de
Bayes com SNR = 0 dB e D = 8.

× + Num de exp()

Filtro 554 277 0

Extração de caracteŕısticas 224 220 0

Detector de Bayes 28 16 2

Total 806 513 2

Tabela 19: Complexidade Computacional da Proposta III considerando a MLPNN
com SNR = 0 dB e D = 8.

× + Num de tanh()

Filtro 554 277 0

Extração de caracteŕısticas 224 220 0

MLPNN 9 4 3

Total 787 501 3
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Comparando as Tabelas 8 - 13 (Proposta II) com as Tabelas 14 - 19 (Proposta

III) é fácil observar que o custo computacional é maior para a Proposta III devido

ao uso dos filtros FIR. Note que se esta mesma comparação é feita com as Tabelas

4 e 5 (Proposta I), o custo computacional da Proposta I é maior do que o custo

computacional da Proposta III ainda para D = 2, 4 e 8.

Tendo como fundamento as análises individuais das Propostas I, II e III, é posśıvel

afirmar que a proposta com melhores resultados é a Proposta I. No entanto, a com-

plexidade computacional desta é a mais elevada dentre estas três propostas. Porém,

observa-se que os resultados da Proposta III para D = 2 e 4 são próximos aos resul-

tados da Proposta I, com a vantagem de ter uma complexidade computacional muito

menor. Assim, pode-se apontar que a Proposta III considerando a MLPNN e D = 4

é uma posśıvel escolha para a detecção de sinais impulsivos.

4.5 ANÁLISE DE DESEMPENHO DA PROPOSTA IV

Para analisar o desempenho da Proposta IV, as seguintes considerações foram

adotadas: três ńıveis de decomposição dyadic usando a função wavelet mãe db6 e as

caracteŕısticas foram extráıdas do vetor XGi
definido na Seção 3.5.4 no Caṕıtulo 3

(vetores de aproximação), dado que provas foram feitas com os demais vetores obtidos

com a decomposição wavelet e não foram obtidos bons resultados, foram usados três

ńıveis de decomposição 1, 2 e 3 com o fim de comparar os resultados, ademais porque

aplicando estes três ńıveis foram obtidos resultados satisfatórios. Note-se que ao ser

usada a função wavelet mãe mencionada no software Matlab o comprimento dos filtros

Lh = 12.

As curvas de desempenho da Proposta IV, quando são considerados o detector

de Bayes e a MLPNN, para os ńıveis de decomposição 1, 2 e 3, são apresentadas nas

Figuras 62, 63 e 64, respectivamente. Note-se que não foram usadas barras de erro

porque a variância do erro é muito pequena.
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Figura 62: Desempenho da Proposta IV considerando a MLPNN e do detector de
Bayes para diferentes valores da SNR e o ńıvel de decomposição 1.
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Figura 63: Desempenho da Proposta IV considerando a MLPNN e do detector de
Bayes para diferentes valores da SNR e o ńıvel de decomposição 2.
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Figura 64: Desempenho da Proposta IV considerando a MLPNN e do detector de
Bayes para diferentes valores da SNR e o ńıvel de decomposição 3.
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Para a Proposta IV com o ńıvel de decomposição 1 (Figura 62), observa-se que

para todos os valores de SNR mostrados a MLPNN apresenta um melhor desempenho

do que o detector de Bayes, porém, o desempenho dos dois detectores apresenta certa

aleatoriedade, sendo que esta caracteŕıstica é mais notória na curva de desempenho

do detector de Bayes do que na curva de desempenho da MLPNN. É importante

mencionar, que o detector de Bayes não conseguiu convergir à Pd = 1 neste intervalo

de valores de SNR estudado.

Na Figura 63, para a Proposta IV com ńıvel de decomposição 2, observa-se que

as curvas de desempenho dos dois detectores apresentam certo ńıvel de aleatoridade

sendo o pouco maior na curva de desempenho do detector de Bayes. Apenas para os

valores de SNR entre -35 dB até -20 dB o detector de Bayes obtém melhores taxas de

desempenho do que a MLPNN. Por outro lado a MLPNN, apresenta maiores taxas de

detecção para SNRs > -20 dB. Note-se que neste intervalo de valores de SNR estudado

o detector de Bayes não conseguiu convergir à Pd = 1.

Na Figura 64 se exibem as curvas de desempenho dos detectores para a Proposta

IV com ńıvel de decomposição 3, note-se que o detector de Bayes é mais eficiente para

valores de SNRs baixos, porém também apresenta um comportamento anômalo, com

o certo ńıvel de aleatoriedade para os valores de SNR altos acima dos -10 dB, já a

MLPNN é mais eficiente para valores de SNR > -11 dB. É evidente que o detector de

Bayes é mais eficiente do que a MLPNN. Este comportamento só foi apresentado com

a Proposta IV com ńıvel de decomposição 3, não obstante, e como já foi mencionado, o

desempenho deste detector apresenta um comportamento totalmente anormal, e certa

aleatoriedade.

As Figuras 65 e 66 exibem uma comparação das curvas de desempenho da Proposta

IV com ńıveis de decomposição 1, 2 e 3 com as curvas de desempenho da Proposta I
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Figura 65: Comparação de taxas de detecção obtidas com a Proposta IV para os ńıveis
de decomposição 1, 2 e 3 considerando o detector de Bayes para diferentes valores da
SNR.
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Figura 66: Comparação de taxas de detecção obtidas com a Proposta IV para os ńıveis
de decomposição 1, 2 e 3 considerando a MLPNN para diferentes valores da SNR.

Com base nas análises individuais dos resultados obtidos com a Proposta IV para

os ńıveis de decomposição 1, 2 e 3 e na comparação apresentada nas Figuras 65 e 66,

pode-se afirmar: quando foi considerado o detector de Bayes para os ńıveis de de-

composição 1 e 2, comportamentos muito parecidos foram observados sendo evidente

certo ńıvel de aleatoriedade no desempenho do detector, mas no caso do ńıvel de de-

composição 3 a aleatoriedade do desempenho foi maior, além disso, apresentou-se um

comportamento anômalo. Realizando-se uma comparação com os resultados da Pro-

posta I, os resultados da Proposta IV foram melhores para valores da SNR entre -30

dB a -12 dB para o ńıvel de decomposição 2 e para valores de SNR entre -33 dB a -9 dB

para o ńıvel de decomposição 3, porém, com a presença do comportamento anômalo
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antes mencionado. Estas afirmações podem ser conferidas, através das curvas ROC da

Proposta IV quando considerados o detector de Bayes e a MLPNN para os ńıveis de

decomposição 1, 2 e 3 nas Figuras 67 - 72, respectivamente.
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Figura 67: Curvas ROC da Proposta IV com o detector de Bayes para diferentes
valores da SNR e o ńıvel de decomposição 1.
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Figura 68: Curvas ROC da Proposta IV com a MLPNN para diferentes valores da
SNR e o ńıvel de decomposição 1.
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Figura 69: Curvas ROC da Proposta IV com o detector de Bayes para diferentes
valores da SNR e o ńıvel de decomposição 2.
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Figura 70: Curvas ROC da Proposta IV com a MLPNN para diferentes valores da
SNR e o ńıvel de decomposição 2.
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Figura 71: Curvas ROC da Proposta IV com o detector de Bayes para diferentes
valores da SNR e o ńıvel de decomposição 3.
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Figura 72: Curvas ROC da Proposta IV com a MLPNN para diferentes valores da
SNR e o ńıvel de decomposição 3.

Complementando a análise da Proposta IV, foram consideradas as caracteŕısticas

extráıdas de acordo com a técnica de seleção de caracteŕısticas para cada ńıvel de

decomposição. Com o ńıvel de decomposição 1, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃4,x(19), ĉ3,x(1)

2. SNR = -30 dB: c̃4,x(196), c̃2,x(809)

3. SNR = -25 dB: c̃2,x(1004), c̃2,x(1)

4. SNR = -20 dB: c̃2,x(1004), c̃2,x(1)

5. SNR = -15 dB: c̃2,x(2), ĉ2,x(1)

6. SNR = -10 dB: ĉ2,x(1), ĉ2,x(2)

7. SNR = -5 dB: ĉ2,x(1), ĉ2,x(0)

8. SNR = 0 dB: k̂4,x, ĉ2,x(0)

9. SNR = 5 dB: k̂4,x, ĉ2,x(27)

com o ńıvel de decomposição 2, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃4,x(9), c̃2,x(9)

2. SNR = -30 dB: c̃3,x(108), c̃2,x(14)

3. SNR = -25 dB: Ex, c̃2,x(0)
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4. SNR = -20 dB: c̃2,x(507), c̃2,x(1)

5. SNR = -15 dB: ĉ2,x(1), c̃2,x(507)

6. SNR = -10 dB: ĉ2,x(1), ĉ2,x(0)

7. SNR = -5 dB: ĉ2,x(0), ĉ2,x(14)

8. SNR = 0 dB: k̂4,x, ĉ2,x(14)

9. SNR = 5 dB: k̂4,x, ĉ2,x(14)

com o ńıvel de decomposição 3, para cada valor de SNR são as seguintes:

1. SNR = -35 dB: c̃4,x(9), c̃2,x(82)

2. SNR = -30 dB: ĉ2,x(0), Ex

3. SNR = -25 dB: Ex, c̃2,x(0)

4. SNR = -20 dB: Ex, c̃2,x(0)

5. SNR = -15 dB: Ex, c̃2,x(0)

6. SNR = -10 dB: ĉ2,x(7), ĉ2,x(0)

7. SNR = -5 dB: k̂4,x, c̃2,x(23)

8. SNR = 0 dB: k̂4,x, c̃2,x(23)

9. SNR = 5 dB: k̂4,x, c̃2,x(236)

Analisando as caracteŕısticas selecionadas pelo critério FDR para a Proposta IV

pode-se afirmar que: com os ńıveis de decomposição 1 e 3 as caracteŕısticas mais

selecionadas foram os cumulantes c̃2,x sendo que para o ńıvel de decomposição 3 os

cumulantes ĉ2,x também foram selecionados um número de vezes considerável. Com o

ńıvel de decomposição 2 as caracteŕısticas mais selecionadas foram os cumulantes ĉ2,x.

Concluindo, as caracteŕıstica ĉ4,x e γ̂3,x nunca foram selecionadas, pelo que parece não

são de interesse para esta proposta. Cabe mencionar, que as caracteŕısticas tendem a

ser as mesmas a medida que o valor de SNR aumenta.

Finalmente, a complexidade computacional da Proposta IV considerando SNR =

0 dB, para os ńıveis de decomposição 1, 2 e 3, com o detector de Bayes e a MLPNN

é apresentada nas Tabelas 20 - 25, respectivamente. Observa-se que a Proposta IV,
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considerando o detector de Bayes para o ńıvel de decomposição 3, apresenta o maior

custo computacional.

Tabela 20: Complexidade Computacional da Proposta IV considerando o detector de
Bayes com SNR = 0 dB e ńıvel de decomposição 1.

× + Num de exp()

DWT 11952 10956 0

Extração de caracteŕısticas 3524 1507 0

Detector de Bayes 28 16 2

Total 15504 12479 2

Tabela 21: Complexidade Computacional da Proposta IV considerando a MLPNN
com SNR = 0 dB e e ńıvel de decomposição 1.

× + Num de tanh()

DWT 11952 10956 0

Extração de caracteŕısticas 3524 1507 0

MLPNN 9 4 3

Total 15485 12467 3

Tabela 22: Complexidade Computacional da Proposta IV considerando o detector de
Bayes com SNR = 0 dB e ńıvel de decomposição 2.

× + Num de exp()

DWT 29724 28243 0

Extração de caracteŕısticas 1784 761 0

Detector de Bayes 28 16 2

Total 31536 29020 2

Tabela 23: Complexidade Computacional da Proposta IV considerando a MLPNN
com SNR = 0 dB e e ńıvel de decomposição 2.

× + Num de tanh()

DWT 29724 28243 0

Extração de caracteŕısticas 1784 761 0

MLPNN 9 4 3

Total 31517 29008 3
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Tabela 24: Complexidade Computacional da Proposta IV considerando o detector de
Bayes com SNR = 0 dB e ńıvel de decomposição 3.

× + Num de exp()

DWT 65292 62328 0

Extração de caracteŕısticas 1042 517 0

Detector de Bayes 28 16 2

Total 66362 62861 2

Tabela 25: Complexidade Computacional da Proposta IV considerando a MLPNN
com SNR = 0 dB e e ńıvel de decomposição 3.

× + Num de tanh()

DWT 65292 62328 0

Extração de caracteŕısticas 1042 517 0

MLPNN 9 4 3

Total 66343 62849 3

As Tabelas 20 - 25 mostram que a complexidade computacional vai aumentando

quando o ńıvel de decomposição é maior. Ademais, realizando uma comparação entre

as Propostas I e a IV, observou-se que a Proposta IV apresenta um complexidade

computacional maior do que a Proposta I sendo menor só para o ńıvel de decomposição

1, pelo qual pode-se apontar que a Proposta IV considerando a MLPNN e o ńıvel de

decomposição 1 é uma posśıvel escolha para a detecção de sinais impulsivos.

4.6 ANÁLISE DE DESEMPENHO DA PROPOSTA V

Para analisar o desempenho da Proposta V, as seguintes considerações foram ado-

tadas: as caracteŕısticas foram extráıdas do vetor XT o qual foi definido na Seção

3.5.5 no Caṕıtulo 3, cujo conteúdo espectral são as baixas frequências do sinal de en-

trada, isto objetivando realizar uma comparação fidedigna com a Proposta IV (ńıvel

de decomposição 1).

As curvas de desempenho da Proposta V, quando são considerados o detector de

Bayes e a MLPNN, são mostradas na Figura 73. Nesta Figura, viu-se que o desempenho

do detector de Bayes apresenta certa aleatoriedade e é menor que o desempenho da

MLPNN para todo o intervalo de valores de SNR estudado menos quando a SNR =
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-35 dB, note-se que não foram usadas barras de erro porque a variância do erro é muito

pequena. Para ter uma visão mas abrangente do comportamento dos detectores, são

apresentadas as curvas ROC quando considerado o detector de Bayes e a MLPNN nas

Figuras 74 e 75, respectivamente.
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Figura 73: Desempenho da Proposta V considerando a MLPNN e o detector de Bayes.
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Figura 74: Curvas ROC da Proposta V com o detector de Bayes para diferentes valores
de SNR
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Figura 75: Curvas ROC da Proposta V com a MLPNN para diferentes valores de SNR

Para se ter uma análise completa da Proposta V, foram consideradas as caracteŕıs-

ticas extráıdas de acordo com a técnica de seleção de caracteŕısticas para cada valor de

SNR sendo as seguintes:

1. SNR = -35 dB: c̃2,R{x}(983), c̃2,R{x}(22)

2. SNR = -30 dB: c̃3,I{x}(705), c̃3,R{x}(606)

3. SNR = -25 dB: c̃4,R{x}(109), c̃3,|x|(251)

4. SNR = -20 dB: ĉ2,R{x}(0), ĉ2,|x|(0),

5. SNR = -15 dB: ĉ2,I{x}(0), Ex

6. SNR = -10 dB: ĉ2,I{x}(0), Ex

7. SNR = -5 dB: ĉ3,|x|(106), ĉ3,|x|(107)

8. SNR = 0 dB: ĉ3,|x|(104), ĉ3,|x|(103)

9. SNR = 5 dB: c̃2,R{x}(0), Ex

Analisando as caracteŕısticas selecionadas pelo critério FDR para a Proposta V,

vemos que o cálculo das caracteŕısticas γ̂3,x, k̂4,x e nenhum dos cumulantes de ordem 4,

exceto c̃4,R{x}(109), são relevantes para esta proposta, porque nunca foram selecionados.

Finalmente, a complexidade computacional da Proposta V com SNR = 0 dB,

considerando o detector de Bayes e a MLPNN é apresentada nas Tabelas 26 - 27,

respectivamente. Observa-se que considerando a MLPNN, a Proposta V apresenta o

menor custo computacional.
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Tabela 26: Complexidade Computacional da Proposta V considerando o detector de
Bayes com SNR = 0 dB.

× + Num de exp()

DFT 20046 30069 0

Extração de caracteŕısticas 2012 1003 0

Detector de Bayes 28 16 2

Total 22086 31088 2

Tabela 27: Complexidade Computacional da Proposta V considerando a MLPNN com
SNR = 0 dB.

× + Num de tanh()

DFT 20046 30069 0

Extração de caracteŕısticas 2012 1003 0

MLPNN 9 4 3

Total 22067 31076 3

A Tabela 27 mostra que a complexidade computacional da Proposta V é a mais

alta das cinco propostas estudadas.

Buscando uma visão mais geral da complexidade computacional das cinco Pro-

postas, nas Figuras 76 e 77 mostra-se um comparativo entre o número de operações

que requer cada uma destas para detectar um sinal impulsivo quando foram consider-

ados o detector de Bayes e a MLPNN, respectivamente. Note-se que a Proposta IV

com o ńıvel de decomposição 3 e 2 seguidas pela Proposta V são as mais complexas, ao

contrário as Propostas II e III com D = 8 são as menos demandantes, cabe mencionar

que existe uma grande diferença entre os valores da complexidade da Proposta I e da

Proposta II, sendo que a complexidade da Proposta I é consideravelmente maior do

que a complexidade da Proposta II o que deve-se a que o critério de seleção das carac-

teŕısticas quando a SNR = 0 dB (caso estudado) elegeu HOSs de ordem 4 no caso da

Proposta I e HOSs de ordem 2 no caso da Proposta II. Ademais, observou-se que ao

ser considerada a MLPNN as Propostas são menos complexas computacionalmente.
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Figura 76: Comparação das taxas de detecção obtidas considerando o detector de
Bayes.
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Figura 77: Comparação das taxas de detecção obtidas considerando a MLPNN.

Tendo como base as análises das taxas de detecção, das curvas ROCs e da com-

plexidade computacional das cinco propostas observa-se que, a Proposta I, a Proposta

II e III para D = 4, a Proposta IV para o ńıvel de decomposição 1 e a Proposta

V são os melhores casos de cada uma das propostas apresentando a melhor relação

entre o desempenho e a complexidade computacional. As curvas de desempenho destas

técnicas considerando o detector de Bayes e a MLPNN são exibidas conjuntamente nas

Figuras 78 e 79, e uma comparação da complexidade computacional é apresentada nas

Tabelas 28, 29, respectivamente.
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Figura 78: Comparação das taxas de detecção obtidas considerando o detector de Bayes
dos melhores casos das cinco Propostas: Proposta I, Proposta II (D = 4), Proposta
III (D = 4), Proposta IV (ńıvel de decomposição 1) e Proposta V.
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Figura 79: Comparação das taxas de detecção obtidas considerando o detector de Bayes
dos melhores casos das cinco Propostas: Proposta I, Proposta II (D = 4), Proposta
III (D = 4), Proposta IV (ńıvel de decomposição 1) e Proposta V.

Tabela 28: Comparação Complexidade Computacional dos melhores casos das cinco
Propostas considerando o detector de Bayes com SNR = 0 dB.

× + Num de exp()

Proposta I 20034 12012 2

Proposta II (D = 4) 530 514 2

Proposta III (D = 4) 1556 1013 2

Proposta IV (ńıvel de decomposição 1) 15504 12479 2

Proposta V 22086 31088 2
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Tabela 29: Comparação Complexidade Computacional dos melhores casos das cinco
Propostas considerando a MLPNN com SNR = 0 dB.

× + Num de tanh()

Proposta I 20015 12000 3

Proposta II (D = 4) 511 502 3

Proposta III (D = 4) 1537 1001 3

Proposta IV (ńıvel de decomposição 1) 15485 12467 3

Proposta V 22067 31076 3

Complementado o estudo da complexidade computacional dos melhores casos das

cinco Propostas e objetivando ter mais claridade sobre quais destas são as menos de-

mandantes computacionalmente, nas Figuras 81 e 81 é apresentada uma comparação

entre o número de operações necessárias para detectar um sinal impulsivo com cada

uma das propostas quando são considerados o detector de Bayes e a MLPNN, respec-

tivamente. Observa-se que a Proposta V é a mais demandante computacionalmente

seguida pela Proposta I, por outro lado a Proposta II resulta ser a que requer menos

operações (sendo que o desempenho viu-se comprometido), ademais, é posśıvel conferir

que quando é considerada a MLPNN todas as propostas requerem menos operações

para detectar sinais impulsivos.
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Figura 80: Comparação das complexidades computacionais considerando o detector
de Bayes dos melhores casos das cinco Propostas: Proposta I, Proposta II (D = 4),
Proposta III (D = 4), Proposta IV (ńıvel de decomposição 1) e Proposta V.
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Figura 81: Comparação das complexidades computacionais considerando a MLPNN
dos melhores casos das cinco Propostas: Proposta I, Proposta II (D = 4), Proposta
III (D = 4), Proposta IV (ńıvel de decomposição 1) e Proposta V.

Os resultados baseados nas curvas de taxa de detecção e nas curvas ROC obtidos

com as cinco propostas, foram bons, ademais, a análise da demanda do custo computa-

cional destas propostas, mostram que o desempenho satisfatório pode ser obtido com

reduzida complexidade computacional. Assim sendo, a Proposta I mostrou ser robusta,

obtendo as maiores taxas de detecção com baixos valores de falso alarme comparada

com as outras propostas para quase todos os intervalos de valores de SNR estudados,

sendo sobre-passada só pela Proposta IV (ńıvel de decomposição 1) numa parte do

intervalo de valores de SNR (-25 dB < SNR < -15 dB) e pela Proposta V no intervalo

de valores de SNR (-25 dB < SNR < -20 dB). Assim contudo, a Proposta I é a segunda

mais demandante computacionalmente, só perdendo para a Proposta V. A Proposta

II apresentou uma diminuição da complexidade computacional comparada com a Pro-

posta I, mas o desempenho viu-se comprometido por causa do efeito aliaising, o que

resultou na Proposta III com a qual, conseguiram-se melhores resultados do que os

conseguidos com a Proposta II, porém, com maior complexidade computacional. Já

comparando os resultados obtidos com a Proposta III com os resultados da Proposta

I, os resultados da Proposta III não chegaram a ser tão bons quanto os resultados da

Proposta I, mas a complexidade computacional é menor, pelo qual poderia se apontar a

Proposta III como uma boa escolha para a detecção de sinais impulsivos. Considerado

D = 2 e 4 foram obtidos resultados muito próximos mas, com D = 4 a complexidade

computacional é menor pelo qual esta seria a melhor escolha. A Proposta IV com

o ńıvel de decomposição 1 é interessante, porque apresenta bons resultados, inclusive

melhores que os obtidos com a Proposta I para alguns valores de SNR (-25 dB < SNR

< -15 dB) com uma complexidade computacional menor. Comparando-se os resultados
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da Proposta IV com o ńıvel de decomposição 1 com os obtidos com as Propostas II

e III para D = 4, estes são melhores mas a complexidade computacional destas duas

Propostas é menor. Finalmente, os resultados obtidos com a Proposta V, mostram

que embora esta Proposta é a mais exigente computacionalmente, não é a Proposta

com melhores resultados, inclusive só sobre-passa as taxas de detecção obtidas pela

Proposta II com D = 4, pelo qual não é recomendada como uma posśıvel escolha para

a detecção de sinais impulsivos.

Baseados nas conclusões apresentadas acima e em geral nos resultados obtidos, a

Proposta III comD = 4 poderia ser considerada como a melhor escolha para a detecção

de sinais impulsivos, porque apresenta a menor complexidade computacional dentre os

cinco casos escolhidos como os melhores das cinco Propostas, taxas de detecção altas

e baixas taxas de falso alarme para valores de SNR > -10 dB.

4.7 RESULTADOS COM BANCO DE DADOS MEDIDOS

Uma vez que os detectores foram testados com bancos de dados sintéticos, os mel-

hores casos das cinco Propostas (Proposta I, Proposta II para D = 4, Proposta III

para D = 4, Proposta IV para o ńıvel de decomposição 1 e Proposta V) foram testadas

com dados medidos.

A taxa de detecção obtida pela Proposta I considerando o detector de Bayes e a

MLPNN, encontra-se na Tabela 30 e as curvas ROC são mostradas nas Figuras 82 e

83, respectivamente.

Tabela 30: Taxas de detecção obtidas com a Proposta I para o Baco de Dados Medido.

Detector de Bayes Rede Neural

1 1
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Figura 82: Curva ROC da Proposta I considerando o detector de Bayes para o banco
de dados medido.
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Figura 83: Curva ROC da Proposta I considerando a MLPNN para o banco de dados
medido.

Note-se que com a Proposta I obtém-se taxas de detecção unitária para ambos

os detectores. Entretanto, cabe mencionar que esta técnica apresenta um alto custo

computacional.

Para se ter uma análise completa da Proposta I com dados medidos, foram conside-

radas as caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas

sendo as seguintes: c̃2,x(0), Ex.

Os resultados de taxa de detecção obtidos com a Proposta II são mostrados na

Tabela 31 e as curvas ROC nas Figuras 84, 85.
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Tabela 31: Taxas de detecção obtidas com Proposta II e D = 4 para o Baco de Dados
Medido.

Detector de Bayes Rede Neural

0.9660 1
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Figura 84: Curva ROC da Proposta II com D = 4 considerando o detector de Bayes
para o banco de dados medido.
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Figura 85: Curva ROC da Proposta II com D = 4 considerando a MLPNN para o
banco de dados medido.

Os resultados mostraram que as taxas de detecção são ligeiramente menores do que

os obtidos com a Proposta I e que o detector de Bayes apresenta maior taxa de falso

alarme.
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Para se ter uma análise completa da Proposta II com dados medidos, foram consi-

deradas as caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas

sendo as seguintes: Ex, ĉ2,x(200).

Para a Proposta III com D = 4 as taxas de detecção obtidas são mostradas na

Tabela 32 e as curvas ROC são ilustradas nas Figuras 86 e 87

Tabela 32: Taxas de detecção obtidas com Proposta III e D = 4 para o Baco de Dados
Medido.

Detector de Bayes Rede Neural

1 1
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Figura 86: Curva ROC da Proposta III com D = 4 considerando o detector de Bayes
para o banco de dados medido.

0 0.1 0.2 0.3 0.4 0.5 0.6 0.7 0.8 0.9 1
0

0.1

0.2

0.3

0.4

0.5

0.6

0.7

0.8

0.9

1

P
f

P
d

Figura 87: Curva ROC da Proposta III com D = 4 considerando a MLPNN para o
banco de dados medido.
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Com a Proposta III com D = 4 observou-se que todos os sinais foram correta-

mente detectados pelos dois detectores, além disto, esta proposta apresenta a menor

complexidade computacional das cinco propostas selecionadas.

Para se ter uma análise completa da Proposta III com dados medidos, foram consi-

deradas as caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas

sendo as seguintes: k4,x, Ex.

Para a Proposta IV, as taxas de detecção são mostradas na Tabela 33 e as curvas

ROC são ilustradas nas Figuras 88 e 89, respectivamente.

Tabela 33: Taxas de detecção obtidas com o Proposta IV e ńıvel de decomposição 3
para o Baco de Dados Medido.

Detector de Bayes Rede Neural
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Figura 88: Curvas ROC da Proposta IV ńıvel de decomposição 3 considerando o
detector de Bayes para o banco de dados medido.
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Figura 89: Curvas ROC da Proposta IV ńıvel de decomposição 3 considerando a
MLPNN para o banco de dados medido.

Os resultados apresentados nesta Seção mostram a Proposta IV como uma boa

opção para detectar sinais impulsivos na rede de energia elétrica, pois observou-se que

todos os sinais foram corretamente detectados, sendo que sua complexidade computa-

cional é menor do que a complexidade das Propostas I e V.

Para se ter uma análise completa da Proposta IV com dados medidos, foram consi-

deradas as caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas

sendo as seguintes: c̃2,x(0), ĉ2,x(0).

Para a Proposta V, os resultados são apresentados na Tabela 34 e nas Figuras 90

e 91.

Tabela 34: Taxas de detecção obtidas com a Proposta V para o Baco de Dados Medido.

Detector de Bayes Rede Neural

1 1
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Figura 90: Curvas ROC da Proposta V considerando o detector de Bayes para o banco
de dados medido.
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Figura 91: Curvas ROC da Proposta V considerando a MLPNN para o banco de dados
medido.

Segundo os resultados obtidos com dados medidos a Proposta V apresenta bons

resultados em quanto à taxa de detecção mas é a proposta com maior demanda com-

putacional.

Para se ter uma análise completa da Proposta V com dados medidos, foram consi-

deradas as caracteŕısticas extráıdas de acordo com a técnica de seleção de caracteŕısticas

sendo as seguintes: ĉ2,R{x}(388), c̃2,R{x}(15).

Os resultados baseados nas taxas de detecção, nas curvas ROC e na complexidade

computacional das cinco propostas aplicadas aos dados medidos, foram bons. Note-se

que com a Proposta II quando foi considerado o detector de Bayes se apresentou uma

taxa de falso alarme maior às taxas de falso alarme das outras Propostas e ademais este
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detector não conseguiu detectar todos os sinais impulsivos (por causa do fenômeno de

aliasing), assim sendo, fora do anteriormente mencionado, a diferença principal entre

as cinco Propostas é de fato a complexidade computacional. Querendo-se uma pro-

posta que apresente uma ótima relação desempenho × complexidade computacional,

a Proposta III com D = 4 e considerando a MLPNN poderia ser considerada como a

melhor escolha para a detecção de sinais impulsivos. Finalmente, analisando as carac-

teŕısticas selecionadas pelo critério FDR para os dados medidos foram selecionadas: os

cumulantes de ordem 2 (ĉ2,x(i), c̃2,x(i)) a Ex e a k̂4,x.

4.8 SUMÁRIO

No Caṕıtulo 4 foram analisados os resultados obtidos utilizando cinco Propostas,

para a detecção de sinais impulsivos na rede elétrica, considerando dados sinteticamente

gerados e dados medidos.
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5 CONCLUSÕES FINAIS

A presente dissertação apresentou cinco propostas para a detecção de sinais im-

pulsivos nas redes de energia elétrica. As propostas apresentadas são baseadas em

técnicas de processamento de sinais, tais como: pré-processamento de sinais usando

DWT e DFT, extração de caracteŕısticas baseados em HOS, seleção de caracteŕısticas

com o critério da FDR e detecção de sinais adotando o detector de Bayes e a MLPNN.

O desempenho de cada uma das cinco propostas foi avaliado através de dados

gerados analiticamente em software e através de dados medidos em laboratório. Os

dados gerados analiticamente em software consideraram SNRs variando entre -35 a 5

dB. Para a avaliação em questão, foram obtidas, as curvas de taxas de detecção, as

curvas ROC e os cálculos da complexidade computacional para cada uma das propostas.

Em relação as técnicas de detecção, detector de Bayes e MLPNN, notou-se que o

desempenho da MLPNN foi superior ao desempenho do detector de Bayes em quase

todos os casos, sendo ainda que a complexidade computacional da MLPNN é menor.

Portanto, é exclúıda a possibilidade do detector de Bayes ser mais adequado para o

problema quando considerada que a distribuição de probabilidade das caracteŕıstica é

Gaussiana.

Dentre as cinco propostas, notou-se que os melhores resultados, em termos de

taxa de detecção, foram obtidos com a Proposta I, porém é a segunda que exige mais

esforço computacional após da Proposta V. Destaca-se também os resultados obtidos

com a Proposta III com D = 4 devido às elevadas taxas de detecção e baixo custo

computacional. De fato, a proposta com maior custo computacional é a Proposta V,

seguida pela Proposta I.

Comprovou-se que o uso das HOSs de terceira e quarta ordem melhoram o desem-

penho dos detectores, visto isto na comparação realizada com a Proposta encontrada

em (OLIVEIRA, 2010).

Constata-se que, de forma geral, as cinco propostas se mostraram eficientes para
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detectar corretamente sinais impulsivos, até mesmo para valores de SNR baixos, fato

proporcionado pelas propriedades das HOSs. Note-se também que, o uso dos filtros

FIR para eliminar o efeito aliasing ajudou significativamente no aumento das taxas de

detecção. Já o uso das transformadas wavelet e Fourier não proporcionaram melho-

ras significativas, ademais a caracteŕıstica de skweness nunca foi selecionada pelo qual

parece não ser interessante na detecção de sinais impulsivos. Ademais, assim difer-

entes detectores tenham sido projetados para cada um dos valores da SNR quando as

Propostas foram aplicadas aos dados sinteticamente gerados, o uso de um só detector

quando existem ao mesmo tempo múltiplos valores da SNR como no caso dos dados

medidos pude-se conferir que as propostas continuaram sendo eficientes.

Pelos resultados apresentados nas análises de complexidade computacional das

cinco propostas, se comprova que a complexidade depende de quais são as HOs!

(HOs!)s selecionadas, assim sendo, na medida que a ordem das HOs!s aumenta, assim

mesmo, cresce a complexidade computacional.

Se o número de neurônios da camada escondida da MLPNN fosse escolhido maior

do que o número atual de três, resultados melhores podem ser obtidos, porém, um dos

objetivos estabelecidos nesta contribuição foi tentar achar a solução computacional-

mente simples, pelo qual os parâmetros foram fixados no mı́nimo de requerimentos das

Propostas para detectar os sinais impulsivos.

5.1 TRABALHOS FUTUROS

Como posśıveis temas para trabalhos futuros baseados nessa pesquisa, sugere-se:

i. Implementar outros algoritmos para a seleção de caracteŕısticas, como algoritmos

genéticos (AG) que a diferença do critério da FDR trabalham em parceria com

os detectores;

ii. analisar outras técnicas de detecção de sinais como técnicas baseadas em controle

nebuloso;

iii. estender a técnica para detectar rúıdo impulsivo na presença de sinais PLC, por

exemplo, com a presença de śımbolos Multiplexador Ortogonal de Divisão de

frequência (do inglês, Orthogonal Frequency Division Multiplexing) (OFDM);

iv. investigar técnicas de segmentação de sinais impulsivos;



123

v. implementar a técnica em dispositivo arranjo de portas programável em campo

(do inglês, field programmable gate array) (FPGA);

vi. investigar o uso das propostas noutros cenários (redes de energia elétrica outdoor

de baixa e média tensões e em sistemas embarcados).
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REFERÊNCIAS

ACCIANI, G. et al. A supervised method for the automatic detection of impulsive
noise in naval powerline communications. In: IEEE International Symposium on
Power Line Communications and Its Applications (ISPLC), 2011. [S.l.: s.n.], 2011.
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