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RESUMO

O presente trabalho fundamenta-se no método das segmentações geométricas sucessivas
(MSGS) para a construção de uma rede neural artificial capaz de gerar tanto a topologia
da rede quanto o peso dos neurônios sem a especificação de parâmetros iniciais. O MSGS
permite identificar um conjunto de hiperplanos no espaço Rn que, quando combinados
adequadamente, podem separar duas ou mais classes de dados. Especificamente neste
trabalho é empregado um aprimoramento ao MSGS com base em estimativas de densidade
por kernel. Utilizando-se KDE, é possível encontrar novos hiperplanos de separação de
forma mais consistente e, a partir daí, conduzir à classificação de dados com taxas de acerto
superiores à técnica originalmente empregada. Neste trabalho, o MSGS aprimorado é
empregado satisfatoriamente pela primeira vez para a identificação de padrões em sistemas
de energia elétrica. O método foi ajustado para a classificação de faltas incipientes em
transformadores de potência e os resultados apresentam índices de acerto superiores a
trabalhos correlatos. O MSGS aprimorado também foi adaptado para classificar e localizar
faltas inter-circuitos em linhas áreas de transmissão em circuito duplo, obtendo resultados
positivos em comparação com a literatura científica.

Palavras-chave: Classificação de dados. Estimativa de densidade por kernel. Linhas
de transmissão em circuito duplo. Método das segmentações geométricas sucessivas.
Reconhecimento de padrões. Redes neurais artificiais. Transformadores de potência.



ABSTRACT

This work is based on the method of successive geometric segmentations (SGSM) for
the construction of an artificial neural network capable of generating both the network
topology as the weight of neurons without specifying initial parameters. The MSGS
allows to identify a set of hyperplanes in the Rn space that when properly combined, can
separate two or more data classes. Specifically in this work is used an improvement to
SGSM based on kernel density estimates (KDE). Using KDE, it is possible to find new
hyperplanes of separation more consistently and, from there, lead to data classification
with accuracy rates higher than originally technique. In this paper, the improved SGSM
is first used satisfactorily to identify patterns in electrical power systems. The method has
been adjusted to the classification of incipient faults in power transformers and the results
have achieved rates above related work. The improved SGSM has also been adapted to
classify and locate inter-circuit faults on double circuit overhead transmission lines with
positive results compared with the scientific literature.

Keywords: Artificial neural networks. Data classification. Double circuit transmission
lines. Kernel density estimation. Method of successive geometric segmentations. Pattern
recognition. Power transformers.
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1 INTRODUÇÃO

1.1 CONSIDERAÇÕES INICIAIS

O presente trabalho de pesquisa está relacionado ao reconhecimento de padrões e a
classificação de dados em espaços n-dimensionais. O objetivo deste capítulo introdutório
consiste em apresentar alguns conceitos referentes ao campo da ciência que estuda o
reconhecimento de padrões. Além disso, são também apresentadas diversas técnicas de
Inteligência Artificial encontradas na literatura para o tratamento de problemas relaciona-
dos ao reconhecimento de padrões, entre as quais as redes neurais artificiais e as máquinas
de vetores de suporte.

O texto também mostra a importância das considerações sobre os problemas
multiclasse, onde diversas categorias de dados são consideradas na abordagem utilizada,
bem como da quantidade de atributos por classe, que definem as características das
categorias de dados a serem modeladas. O tratamento de problemas de reconhecimento
de padrões envolvendo multiclasses contendo multiatributos por classe constitui parte
importante desta pesquisa.

Este capítulo introdutório visa ainda descrever os objetivos do presente trabalho,
associados ao emprego de técnicas de Inteligência Artificial em problemas de reconhecimento
de padrões, e apresentar a produção científica gerada pela pesquisa realizada.

1.2 RECONHECIMENTO DE PADRÕES

O reconhecimento de padrões pode ser definido formalmente como um processo
onde um sinal de entrada é atribuído a uma classe específica dentre um conjunto de classes
pertinentes a um determinado problema [1]. O reconhecimento de padrões pode também
ser entendido como o campo da ciência que tem por objetivo a classificação de objetos em
um determinado número de categorias ou classes a partir da observação de características
particulares destes objetos [2].

Até a década de 1960, o reconhecimento de padrões era formado principalmente por
estudos na área de estatística teórica. A computação aumentou a demanda por softwares
capazes de reconhecer padrões que, por sua vez, incrementaram a demanda por novos
desenvolvimentos teóricos. O reconhecimento de padrões é considerado hoje uma parte
fundamental em sistemas de tomada de decisão [2].

Pode-se considerar que um sistema completo para reconhecimento de padrões
compõe-se de três partes: (a) um sensor capaz de coletar os dados a serem classificadas
ou categorizados; (b) um mecanismo para a extração de características que seja capaz de
processar as informações numéricas ou simbólicas contidas nos dados; e (c) um esquema
de classificação, que depende das características extraídas [3].
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A escolha de sensores, técnicas de pré-processamento, esquemas de representação e
métodos para a tomada de decisão, dependem do domínio do problema. Um problema bem
definido e suficientemente detalhado, onde se tem pequenas variações intraclasses e grandes
variações interclasses, produz representações compactas de padrões e, consequentemente,
a estratégia para o reconhecimento de padrões é simplificada. Aprender, a partir de um
conjunto de exemplos, é um atributo importante e desejável na maioria dos sistemas [4].

O esquema de classificação é geralmente baseado na disponibilidade de padrões
que foram anteriormente classificados, denominado conjunto de treinamento. O resultado
deste processo é caracterizado como um aprendizado supervisionado. O aprendizado pode
também ser não-supervisionado, de forma que o sistema não receba informações a priori
dos padrões mas é capaz de determinar as classes dos dados através de análises estatísticas
[5].

Problemas complexos no contexto de Sistemas de Energia Elétrica na área de
reconhecimento de padrões podem ser identificados em diversos trabalhos na literatura
científica. Por exemplo, em [6] são discutidos métodos de classificação para perfis de carga
de consumidores; em [7] é apresentada uma metodologia para classificação de distúrbios
de frequência em sistemas elétricos de potência; em [8] é abordado o diagnóstico de falhas
em máquinas elétricas de indução.

Em geral, tem-se que a qualidade de um algoritmo classificador pode ser determi-
nada a partir de dois fatores em geral conflitantes – a precisão do método utilizado e a
velocidade de resposta. Desta forma, as abordagens para problemas de reconhecimento
de padrões encontradas na literatura científica tentam apresentar um compromisso entre
estes requisitos [9].

Um dos aspectos norteadores do presente trabalho foi a implementação de um
algoritmo classificador capaz de obter respostas que atendam de forma adequada tanto
aos requisitos de precisão nos resultados quanto de desempenho computacional compatível
com trabalhos correlatos. Outra característica observada refere-se a capacidade da solução
proposta em tratar conjuntos de dados multidimensionais sem recorrer ao uso de técnicas
estatísticas para reduzir o espaço de instâncias utilizado na solução do problema.

A abordagem utilizada para a construção automática de uma RNA, denominada
Método das Segmentações Geométricas Sucessivas (MSGS), insere-se no contexto dos
algoritmos classificadores a partir de abordagens geométricas [10]. De forma similar
a outras abordagens geométricas para a construção de RNAs disponíveis na literatura
científica [11], [12], [13], a ideia básica do MSGS consiste em identificar um conjunto de
hiperplanos que, quando combinados adequadamente, permite separar uma ou mais classes
de dados. A partir da representação de cada hiperplano através de um neurônio, é possível
construir uma RNA completa com base na associação em camadas de todos os hiperplanos
identificados.
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Os diferenciais do MSGS em relação a outros métodos classificadores geométricos
referem-se a abordagem empregada para a determinação dos hiperplanos de separação e a
forma como os hiperplanos são combinados para a geração da RNA [14].

Entre as abordagens mais relevantes utilizadas para o tratamento de problemas
que envolvem o reconhecimento de padrões estão incluídas as técnicas de classificação
geométrica, como as Máquinas de Vetores de Suporte (SVM, do inglês Support Vector
Machines), as Máquinas de Vetores de Suporte por Mínimos Quadrados (LS-SVM, do inglês
Least Squares Support Vector Machines) e as Redes Neurais Artificiais [15]. Outras técnicas
encontradas na literatura incluem Árvores de Decisão, K-Vizinhos Mais Próximos (KNN),
do inglês K-Nearest Neighbor [12] e classificadores bayesianos simples [16]. Algumas destas
técnicas são descritas nas seções seguintes.

1.3 ÁRVORE DE DECISÃO

Árvores de decisão (AD) são ferramentas que podem ser utilizadas para dar ao
agente a capacidade de aprender e tomar decisões. A ideia de aprendizado é que os
perceptores, ou seja, os elementos do agente que percebem o mundo, não sejam usado
apenas para agir, mas também para aumentar a capacidade do agente de agir no futuro.
Em árvores de decisão, ocorre um tipo de aprendizado indutivo: cria-se uma hipótese
baseada em instâncias particulares e, partir daí, gera-se conclusões gerais. Árvores de
decisão são muito usadas na implementação de sistemas especialistas e em problemas de
classificação. As árvores de decisão tomam como entrada uma situação descrita por um
conjunto de atributos e retorna uma decisão, que é o valor determinado para a entrada
especificada [17].

Os atributos de entrada para uma AD podem ser discretos ou contínuos. O
aprendizado de valores discretos configura um processo de classificação. A árvore de
decisão chega a uma conclusão pela execução de uma sequência de testes. Os métodos
clássicos para o diagnóstico de faltas em transformadores, conforme apresentados em um
dos estudos investigativos conduzidos no presente trabalho, podem ser implementados
computacionalmente através de algoritmos baseados em AD.

1.4 ALGORITMO DO VIZINHO MAIS PRÓXIMO

O algoritmo do Vizinho Mais Próximo (NN), do inglês Nearest Neighbor foi proposto
por Cover e Hart em 1966 [16]. A classificação de dados usando NN é dividida em duas
etapas distintas: (a) de treinamento, e (b) teste.

Na etapa de treinamento, é fornecida uma base de treinamento TRn = (x1, x2, . . . , xn)
onde n é o numero de padrões armazenados em TR. Um padrão X qualquer, que pertença
à base de treinamento ou à base de teste, deve possuir duas informações, um vetor de
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valores e uma classe. O vetor de valores deve armazenar as características do padrão e a
classe é uma variável que armazena o valor da classe ao qual o padrão pertence [18].

Durante a fase de teste é avaliado o desempenho do algoritmo para a classificação
de novos padrões. Para isso, dada uma base de teste TEn = (x1, x2, . . . , xn) onde a classe
de cada padrão Xi ∈ TE é conhecida e n é o número de padrões em TE, deve-se calcular
a taxa de acertos do classificador para o dado conjunto de teste através da Equação 1.1.

Acertos(%) = 100× Padrões classificados corretamente
Padrões do conjunto de teste (1.1)

Para que se calcule a taxa de acertos do conjunto de teste, o algoritmo deve
encontrar para cada padrão Xi ∈ TE, um padrão X ′ ∈ TR, de forma que X ′, dentre
todos os padrões de treinamento em TR, seja o que possui a menor distância Euclidiana
em relação a Xi. Então, Xi é classificado pelo algoritmo como sendo da mesma classe do
padrão X ′. Uma vez que a classe de Xi era previamente conhecida, durante a etapa de
teste deve-se avaliar se o algoritmo acertou na classificação do padrão ou não e, ao final de
todos os padrões de teste, calcular a taxa de acertos através da Equação 1.1.

O Algoritmo dos Vizinhos Mais Próximos (KNN), do inglês K-Nearest Neighbors é
uma variação do algoritmo NN padrão. O algoritmo KNN faz uso dos k-vizinhos mais
próximos, ao invés de usar apenas o vizinho mais próximo. Para estimar a classe de um
novo padrão X, KNN calcula os k-vizinhos mais próximos a X e classifica-o como sendo
da classe que aparece com maior frequência dentre todos os k-vizinhos [18].

1.5 MÁQUINA DE VETORES DE SUPORTE

Fundamentada na Teoria do Aprendizado Estatístico, a técnica denominada Má-
quina de Vetores de Suporte foi proposta com o objetivo de resolver problemas na área de
reconhecimento de padrões e de regressão estatística [19]. A ideia básica de SVM consiste
em identificar um hiperplano que possa ser empregado como superfície de decisão, de tal
forma que a margem de separação entre as classes de dados seja máxima [20]. Pode-se
considerar que uma separação adequada é conseguida através do hiperplano mais distante
em relação a todas as instâncias do conjunto de testes [21].

A Figura 1.1 apresenta, à esquerda, um hiperplano de separação com uma margem
pequena e, à direita, um hiperplano de separação com margem máxima para as classes de
dados consideradas.

A implementação de um algoritmo de aprendizagem por vetor de suporte baseia-se
no produto interno entre um vetor de suporte xi e um vetor x extraído do espaço de entrada.
Os vetores de suporte representam um pequeno subconjunto de dados de treinamento
selecionado pelo algoritmo SVM. Dependendo de como esse produto interno é gerado, é
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Figura 1.1 – Hiperplanos de separação em SVM

possível definir diferentes máquinas de aprendizagem, caracterizadas por superfícies de
decisões não lineares e próprias [20].

Algumas das principais características das SVMs que tornam seu uso atrativo são
[5]:

• Atualmente, SVM possui uma base teórica já bem estabelecida nos campos da
Matemática e Estatística.

• Os classificadores gerados por SVM tendem a alcançar bons resultados em termos
de generalização. A capacidade de generalização de um classificador é medida por
sua eficiência na classificação de dados que não pertençam ao conjunto utilizado
em seu treinamento. Na geração de preditores por SVMs, assim como em outras
abordagens para o reconhecimento de padrões, é evitado o overfitting, situação na
qual o preditor se torna muito especializado no conjunto de treinamento, obtendo
baixo desempenho quando confrontado com novos padrões.

• Abordagens por SVM apresentam em geral elevada robustez quando utilizadas em
problemas de grandes dimensões, como, por exemplo, no tratamento de imagens.

• A aplicação de SVM implica na otimização de uma função quadrática, que possui
apenas um mínimo global. Pode-se alegar que esta é uma vantagem sobre, por
exemplo, as Redes Neurais Artificiais, em que existe a possibilidade de ocorrer um
ou mais mínimos locais na função objetivo a ser minimizada.

Entretanto, um dos principais aspectos limitadores associadas as abordagens por
SVM relaciona-se ao rápido incremento nos requisitos computacionais à medida que
cresce o conjunto de dados usados para treinamento [1]. Além disso, a técnica apresenta
dificuldade de adaptação a problemas multiclasse [22] como é o caso dos tópicos complexos
de classificação em sistemas elétricos de potência avaliados nos trabalhos de investigação
de aplicabilidade do MSGS aprimorado.
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1.5.1 Máquina de Vetores de Suporte por Mínimos Quadrados

Uma Máquina de Vetores de Suporte por Mínimos Quadrados ou, em inglês, Least
Squares Support Vector Machine (LS-SVM) consiste em uma adaptação na técnica SVM
original, desenvolvida por Suykens [23]. A LS-SVM possui características semelhantes
a SVM, mas substitui a programação quadrática por um conjunto de equações lineares
durante a etapa de treinamento [24].

Ao comparar-se o desempenho computacional de LS-SVM com o SVM tradicional
em problemas onde o volume de dados a ser processado é muito elevado, pode-se considerar
vantajoso o emprego da abordagem baseada em mínimos quadrados [25].

1.6 REDE NEURAL ARTIFICIAL

Redes Neurais Artificiais podem ser caracterizadas como modelos computacionais
com capacidade de adaptação e aprendizado. Uma RNA permite generalizar e organizar
ou classificar dados. As redes neurais consistem em sistemas projetados com o objetivo de
solucionar problemas a partir de uma abordagem semelhante àquela realizada pelo cérebro
humano [26].

A capacidade de generalização configura-se como uma das principais características
de uma RNA. Uma rede neural artificial permite a extração de características de um
conjunto de dados e, a partir desse conhecimento adquirido, inferir decisões ou resultados
sobre dados previamente desconhecidos ou não fornecidos ao modelo [1].

As RNAs podem ser empregadas em praticamente todos os tipos de problemas
classificatórios mas a técnica exige a especificação de diversos parâmetros de configuração,
incluindo àqueles relacionados à topologia da rede (número de camadas intermediárias e
quantidade de neurônios em cada camada) [27].

Uma RNA prescinde da formulação de um modelo físico equivalente para o problema
em estudo. Desta forma, a abordagem através de redes neurais pode ser reduzida a um
processo em que se associa entradas e saídas correspondentes [28].

As primeiras pesquisas referentes às RNAs foram publicadas por McCulloch e
Pitts no ano de 1943. Neste trabalho, propôs-se um modelo simplificado de um neurônio
artificial e de uma rede neural capaz de simular aspectos comportamentais do cérebro
biológico [29]. Não obstante o tema tenha despertado o interesse da comunidade científica,
somente na década de 1980 foram divulgadas as primeiras aplicações práticas com base
em RNAs. Neste período, as pesquisas foram alavancadas tanto em razão do aumento da
capacidade de processamento dos computadores digitais quanto do desenvolvimento do
modelo de aprendizagem por retropropagação (do inglês backpropagation) [30].

A unidade básica de uma RNA é o neurônio artificial, cuja função consiste em
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modelar o funcionamento de um neurônio biológico. Esta modelagem implica em produzir
um sinal na saída (axônio) se, e somente se, houver um sinal na intensidade requerida nas
entradas correspondentes (detritos).

Os neurônios artificiais são interligados através de conexões, modeladas computaci-
onalmente por pesos. Além das conexões entre neurônios, pode existir também um tipo
particular de conexão denominado offset ou bias. Esta conexão atua especificamente como
um polarizador do neurônio [26].

A Figura 1.2 apresenta um modelo de neurônio artificial onde x1 e x2 representam
as entradas, w1 e w2 são os respectivos pesos, woff refere-se ao peso da conexão offset e Y
é a saída.

Figura 1.2 – Modelo de Neurônio Artificial

Matematicamente, o modelo de neurônio artificial apresentado na Figura 1.2 pode
ser descrito na forma:

Y = ϕ

[(
n∑

i=1
xi · wi

)
+ 1 · woff

]
(1.2)

onde ϕ representa a função de ativação do modelo.

No contexto de um neurônio, uma função de ativação tem o objetivo de definir
qual o valor de entrada necessário para excitar a saída. A excitação pode ser discreta (do
tipo verdadeiro ou falso) ou possuir um comportamento contínuo. As funções matemáticas
mais utilizadas são a limiar, a pseudolinear e a sigmóide. A escolha do tipo de função de
ativação mais adequada depende da aplicação para a qual a RNA é empregada [26].

Denomina-se treinamento o processo de determinação dos pesos das conexões de
uma RNA. O treinamento exige, na maioria dos algoritmos encontrados na literatura, a
definição da topologia, processo esse que inclui a quantidade de camadas da rede, o número
de neurônios por camada, a existência de realimentação e as funções de ativação [9].

A arquitetura de uma RNA refere-se a um conjunto de características capazes de
especificar a estrutura e o funcionamento da rede neural. Dentre as principais características
qualitativas observáveis sobre a arquitetura de uma RNA pode-se destacar: dimensão do
sinal de entrada, topologia de conexões entre neurônios (direta, cruzada, inversa), número
de camadas, quantidade de neurônios por camada [31].
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Em uma determinada camada de uma RNA, todos os neurônios apresentam um
comportamento similar, considerando o tipo da função de ativação adotada e o padrão de
conexão com outros neurônios. Em geral, a primeira camada de uma RNA é representada
por unidades que encaminham para as camadas ocultas ou para a camada de saída os
sinais de entrada.

Uma vez que a camada de entrada de uma RNA não processa nenhuma computação,
ela não é considerada para determinar o número de camadas da estrutura. Por conseguinte,
a RNA de camada única possui as camadas de entrada e de saída.

Redes neurais onde o fluxo de dados da entrada para saída pode seguir por apenas
um único sentido são denominadas redes feedforward, isto é, apresentam apenas conexões
diretas entre os neurônios [1]. A Figura 1.3 exibe uma RNA do tipo feedforward em
camada única com dois neurônios na camada de saída.

Figura 1.3 – Exemplo de RNA em camada única

Uma RNA multicamada se diferencia de uma rede em camada única pela ocorrência
de pelo menos uma camada oculta, ou seja, uma camada que não recebe diretamente
sinais da entrada nem fornece saídas externas. A função dos neurônios em uma camada
oculta é intervir entre a camadas de entrada e saída de uma maneira útil. A inserção
de camadas ocultas em uma RNA possibilita a extração de estatísticas de maior ordem
sobre um determinado processo, permitindo que a rede multicamada possa ser empregada
para resolver problemas mais complexos. Em contrapartida, o treinamento de uma rede
neural é fortemente influenciado pelo número de camadas e também pela quantidade de
neurônios por camada.

Uma RNA multicamada na qual todos os neurônios de uma camada encontram-se
conectados a todos os neurônios da camada seguinte é denominada rede neural completa-
mente conectada, em oposição a uma rede neural parcialmente conectada [1]. A Figura 1.4
apresenta uma RNA do tipo multicamada, feedforward, completamente conectada, com 3
neurônios na camada oculta e 2 neurônios na camada de saída.
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Figura 1.4 – Exemplo de RNA multicamada completamente conectada

Uma característica relevante de uma RNA consiste no critério de treinamento. As
habilidades de aprendizado através de informações oriundas do meio e da melhoria do
próprio funcionamento são de grande importância para uma rede neural artificial.

Aprendizagem é o processo pelo qual os parâmetros livres de uma RNA são
adaptados através de estímulos do meio no qual a rede se encontra [1]. O processo de
aprendizado pode ser resumido nas seguintes etapas:

• A RNA recebe um estímulo proveniente do ambiente

• A RNA sofre mudanças em parâmetros livres como resultado do estímulo recebido

• A RNA é capaz de responder de maneira diferente ao meio com base nas mudanças
ocorridas na estrutura interna

Em geral, as redes neurais artificiais podem ser classificadas quanto ao tipo de
aprendizado em redes supervisionadas e redes não supervisionadas. O aprendizado super-
visionado considera um elemento (tutor) que possui um determinado conhecimento sobre
o ambiente, representado na forma de conjunto com exemplos de entrada e saída. Quando
o conjunto de exemplos é fornecido para a RNA, o tutor deve ser capaz de retornar a
resposta esperada para cada entrada. A partir daí, é possível calcular um sinal de erro
entre a resposta esperada e a resposta fornecida pela RNA para os exemplos do conjunto.
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O sinal de erro permite ajustar os parâmetros livres de forma iterativa, de forma que a
saída da rede neural possa se aproximar do comportamento do tutor de acordo com algum
critério estatístico estabelecido. A Figura 1.5 apresenta um diagrama de blocos referente
ao processo de aprendizado supervisionado para RNAs.

Figura 1.5 – Diagrama do processo de aprendizado supervisionado

No aprendizado não supervisionado a figura do tutor inexiste. Portanto, não há
exemplos rotulados para o treinamento da RNA. Nesta situação, a fim de promover o
aprendizado, é fornecida uma sequência de vetores de entrada sem a especificação dos
valores desejados. Os pesos são modificados associando-se entradas similares a uma mesma
saída. Em geral, para o funcionamento do aprendizado não supervisionado é necessário o
uso de algoritmos que consideram algum tipo de competição [31].

1.7 PROBLEMAS MULTICLASSE

O reconhecimento de padrões no contexto de problemas multiclasse implica na
obtenção de um sistema capaz de mapear com precisão um espaço de entrada para um
espaço de saída constituído por duas ou mais classes de padrões [32].

A abordagem mais utilizada para classificação de padrões multiclasse consiste em
decompor o problema em vários subproblemas compostos por duas classes apenas. Na
literatura científica podem ser encontrados propostas de abordagens para a decomposição
de padrões multiclasse tanto para algoritmos baseados em SVM [33] quanto em RNA [34].

Outra característica relevante presente nos problemas multiclasse relaciona-se ao
número de atributos por classe, que pode variar deste os casos mas simples, compostos por
um ou dois atributos por classe até problemas de elevada complexidade, onde o número
de atributos que descrevem uma determinada classe de dados em estudo pode atingir
quantidades superiores a dez.
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Por exemplo, em uma investigação referente a transformadores de potência, a
classificação de padrões baseada na análise de gases dissolvidos pode correlacionar diversos
componentes como hidrogênio, metano, etano, etileno, acetileno, monóxido e dióxido de
carbono [35]. Configura-se, portanto, como um problema multiclasse com multiatributos,
que pode tratar classes de dados com até sete atributos, dependendo das concentrações de
gases considerados.

Em um outro exemplo de problema multiclasse e multiatributos, referente à classi-
ficação de faltas em linhas áreas de transmissão em circuito duplo, as instâncias dos dados
utilizados na modelagem do sistema podem ser compostas pelas magnitudes de tensão
em uma barra do sistema e das magnitudes de corrente em ambos os circuitos. Para um
sistema desbalanceado, tem-se um problema multiatributos onde cada instância de falta é
representada por nove atributos.

1.8 OBJETIVO DO TRABALHO

O contexto do presente trabalho está relacionado ao reconhecimento de padrões
associados a categorias de dados em espaços n-dimensionais.

O estudo apresentado tem como objetivo aprimorar um algoritmo classificador no
espaço Rn construído a partir de uma Rede Neural Artificial (RNA) do tipo perceptron
multicamadas a fim de permitir a aplicação em dois problemas relacionados sistemas
elétricos de potência: (1) identificação de faltas incipientes em transformadores de potência
e (2) classificação e localização de faltas em linhas de transmissão em circuito duplo.

A especificação da RNA é realizada através do Método das Segmentações Geo-
métricas Sucessivas (MSGS) [14], cuja principal característica consiste na capacidade de
gerar tanto a topologia de uma rede neural — que pode ser entendida como o número de
camadas e também a quantidade de neurônios por camada – quanto o peso de cada um
dos neurônios, sem a especificação formal dos parâmetros iniciais da estrutura.

O aspecto mais importante do MSGS consiste em identificar um conjunto de
hiperplanos no espaço Rn que, quando combinados adequadamente, permite separar as
amostras pertencentes a uma ou mais categorias ou classes de dados.

O diferencial da abordagem do MSGS em relação a outros métodos classificadores
geométricos publicados na literatura científica refere-se tanto à formulação da técnica
empregada para a determinação dos hiperplanos de separação quanto na estratégia de
combinação dos hiperplanos para a geração da RNA [14].

Na abordagem do MSGS previamente apresentada em Honório et al. [14], quando
dois volumes geométricos estão em colisão, a divisão de um volume geométrico segue uma
abordagem baseada nas projeções das amostras de dados contidas em um espaço Rn sobre
o eixo do maior autovalor πp.
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Uma das contribuições mais relevante do presente estudo consiste em propor uma
abordagem para a divisão dos volumes geométricos com base em Estimativa de Densidade
por Kernel (KDE), do inglês Kernel Density Estimation. A estratégia para a divisão por
KDE permite agrupar as instâncias de dados em volumes geométricos menores e mais
especializados, de acordo com a relação de proximidade entre as amostras disponíveis de
uma determinada categoria de dados.

Ao utilizar KDE para a quebra dos volumes geométricos, este estudo sugere que é
possível encontrar os hiperplanos de separação entre as classes de forma a aprimorar os
índices de acerto quando aplicado a problemas de classificação de dados com características
de multiclasse e de multiatributos.

Outra contribuição relevante deste trabalho consiste em investigar a aplicabilidade
do MSGS aprimorado no contexto de dois problemas complexos na área de Sistemas
Elétricos de Potência. Um dos estudos investigativos discorre sobre a aplicação do MSGS
aprimorado ao problema da identificação de faltas incipientes em transformadores de
potência.

Historicamente, o monitoramento e a análise de faltas em transformadores de alta
tensão fundamentam-se em procedimentos empíricos que apresentam elevado grau de
incerteza. Os resultados encontrados através da aplicação do MSGS aprimorado, conforme
publicado na literatura científica [36], [37], indicam elevados índices de acerto para a
classificação de faltas, além de apresentar desempenho computacional compatível com
trabalhos correlatos.

O segundo estudo investigativo de aplicabilidade do MSGS aprimorado está relaci-
onado ao problema da classificação e localização de faltas intercircuitos em linhas áreas
de transmissão de circuito duplo. O processo de modelagem do problema considera os
principais fatores que podem ocasionar erros em estimativas de localização de faltas em
circuitos duplos, com ênfase no efeito do acoplamento mútuo entre linhas paralelas. O
estudo investigativo aponta resultados positivos em relação a outros métodos publicados
na literatura científica.

O estudo desenvolvido está inserido no conjunto de pesquisas em reconhecimento
de padrões desenvolvido no âmbito do Programa de Pós-graduação em Engenharia Elétrica
(PPEE) da Universidade Federal de Juiz de Fora (UFJF), cujos esforços tem propiciado ao
grupo a publicação de artigos científicos como [36] e [14], além de trabalhos de conclusão
de curso a exemplo de [38] e dissertações de mestrado como [31].

1.9 PRODUÇÃO CIENTÍFICA

Ao longo do desenvolvimento do presente estudo, os resultados alcançados foram
aceitos tanto para apresentação na forma de artigo em eventos relacionados ao tema quanto
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para publicação em revista científica.

O artigo completo entitulado “Diagnóstico de Faltas em Transformadores de
Potência através do Método das Segmentações Geométricas Sucessivas” [36] foi aceito para
publicação no ano de 2013 no Simpósio Brasileiro de Automação Inteligente. Este artigo
apresenta os resultados parciais obtidos naquela época e relacionados a investigação da
aplicabilidade do MSGS aprimorado à classificação de faltas em transformadores.

Posteriormente, foi publicado em 2015 no periódico entitulado ‘Journal of Control,
Automation and Electrical Systems’ (JCAE) da editora alemã Springer, o artigo científico
“Power Transformers Fault Diagnosis using the Successive Geometric Segmentation Method”
[37]. Este texto descreve o aprimoramento proposto no MSGS segundo a técnica de KDE
bem como os resultados finais obtidos no processo investigativo de aplicabilidade do
método ao reconhecimento de padrões no contexto do diagnóstico de faltas internas em
transformadores de alta tensão.

1.10 ESTRUTURA DO TRABALHO

Para apresentar os objetivos deste trabalho, esta tese está dividida em 5 capítulos
além deste capitulo introdutório, que apresenta uma introdução ao tema da pesquisa e
os objetivos do trabalho desenvolvido e que descreve o reconhecimento de padrões e as
principais estratégias para a abordagem do problema.

O Capítulo 2 descreve as diversas etapas que compõem o método das segmentações
geométricas sucessivas e detalha o algoritmo de construção de uma rede neural artificial
através do método.

O Capítulo 3 apresenta a estimação de densidade de probabilidade por kernel e
mostra a aplicação desta abordagem ao problema do tratamento de colisões de hipercaixas
no contexto do MSGS.

O Capítulo 4 apresenta e discute a aplicação do MSGS aprimorado ao problema
do diagnóstico de faltas em transformadores de potência, incluindo um comparativo de
resultados em relação a outros métodos disponíveis na literatura científica.

O Capítulo 5 trata da aplicabilidade do MSGS aprimorado ao problema da iden-
tificação e localização de faltas intercircuitos em linhas de transmissão aéreas de duplo
circuito.

Por fim, o Capítulo 6 apresenta as considerações finais sobre o trabalho desen-
volvido e aponta ainda um conjunto de trabalhos correlatos que poderão ser conduzidos
futuramente.
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2 MÉTODO DAS SEGMENTAÇÕES GEOMÉTRICAS SUCESSIVAS

2.1 INTRODUÇÃO

A evolução da computação tem conduzido a novas possibilidades para um melhor
equacionamento de problemas relacionadas ao reconhecimento de padrões. Processadores
mais potentes, ferramentas computacionais mais sofisticadas e progressos em técnicas
de Inteligência Artificial (IA) têm alavancado as pesquisas em questões que envolvem a
classificação de dados. Avanços importantes na área de Sistemas de Energia — como no
diagnóstico de faltas em transformadores de potência e no diagnóstico de faltas em linhas
aéreas de transmissão em circuito duplo — podem se beneficiar deste cenário tecnológico
favorável [39].

Entre as diversas técnicas de IA disponíveis, as Redes Neurais Artificiais (RNA)
têm sido empregadas com frequência em aplicações de aproximação de funções, previsão
de séries temporais, reconhecimento de padrões e classificações de dados por apresentarem
características importantes como adaptatividade, capacidade de generalização e adequação
a problemas de natureza não-linear [28].

Neste contexto, o presente estudo tem como foco o reconhecimento de padrões
visando a aplicação em Sistemas de Energia. A abordagem utilizada é baseada em técnicas
de IA. De forma mais específica, este trabalho emprega uma abordagem geométrica para
a construção de uma RNA cuja aplicação consiste em problemas de natureza discreta
relacionados à classificação de dados em SEP.

2.2 ESPECIFICAÇÃO DO MSGS

O desenvolvimento computacional do Método das Segmentações Geométricas
Sucessivas compreende uma sequência de procedimentos algorítmicos, cujo fluxograma é
apresentado na Figura 2.1.

A etapa inicial consiste na leitura dos dados a serem processados pelo MSGS.
Dois estudos de validação no contexto de sistemas de energia elétrica são apresentados e
discutidos ao longo to texto.

Em seguida, as amostras de cada uma das categorias de dados tratadas no problema
devem ser delimitadas no espaço n-dimensional por volumes geométricos ou hipercaixas
denominadas Oriented Bounding Hyper-Boxes (OBHB).

Para uma correta classificação dos dados, não pode haver colisões entre OBHBs
que representem classes distintas. Caso ocorram sobreposições, o MSGS executa um
procedimento baseado na técnica denominada árvores de colisão [40] para dividir as
hipercaixas em volumes menores de acordo com um critério heurístico estabelecido. Cada
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Figura 2.1 – Fluxograma do MSGS

nova OBHB gerada por divisão a partir dessa técnica aumenta a precisão do volume em
relação aos dados nele contidos. Entretanto, a fim de evitar o excesso de OBHB na solução,
o algoritmo incorpora um módulo de reagrupamento de hipercaixas. Os procedimentos
de quebra e reagrupamento de OBHBs ocorrem recursivamente até que não sejam mais
detectadas colisões ou que se alcance um critério de parada.

A etapa seguinte do algoritmo consiste em gerar os hiperplanos de separação entre
as OBHBs com base no Teorema do Hiperplano de Separação (THS) [14]. Cada hiperplano
de separação corresponde a um neurônio gerado pelo MSGS na primeira camada oculta
da rede neural. Com o objetivo de aumentar a eficiência e reduzir a especialização da rede
neural, segue-se uma etapa de otimização dos hiperplanos gerados. Por fim, é gerada a
estrutura da RNA, com base nos hiperplanos de separação.

As etapas que compõem o algoritmo do MSGS, conforme apresentadas no fluxo-
grama da Figura 2.1, são discutidas nas subseções seguintes.

2.2.1 Hiperplanos de Separação

A topologia de uma RNA sem realimentação (feedforward) multicamadas pode
ser definida a partir de uma abordagem baseada na geometria computacional e na teoria
dos grafos. Um único neurônio pode representar a equação de um hiperplano em um
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espaço n-dimensional. Uma camada composta por n neurônios pode ser utilizada para
implementar as equações de n hiperplanos distintos. Por conseguinte, qualquer região
do espaço considerado pode ser expresso como a intersecção entre um número finito de
hiperplanos [11].

Matematicamente, é possível expressar esta característica a partir da definição de
um hiperplano X como um conjunto de pontos ~x ∈ Rn que satisfaz a expressão:

n∑
i=1

xi wi + b = 0 (2.1)

onde ~w ∈ Rn é um vetor de pesos e b é um escalar. Pode-se afirmar que X divide o
espaço Rn em um subespaço positivo X+ : ∑n

i=1 = xi wi + b ≥ 0 e um subespaço negativo
X− : ∑n

i=1 = xi wi + b < 0 [13].

Com base na equação (2.1) e tomando-se como referência duas classes de dados no
espaço Rn representadas pelos conjuntos de pontos ~x1 e ~x2, então, se x1 6= x2, têm-se que:

sgn
(

n∑
i=1

x1
iwi + b

)
6= sgn

(
n∑

i=1
x2

iwi + b
)

(2.2)

onde para z ∈ R:

sgn(z) =


+1, sez > 0,
−1, sez < 0

0, sez = 0
(2.3)

A equação (2.2) afirma que existe pelo menos um vetor de pesos ~w e um escalar b que se
aplicados a ~x1 e ~x2 irão produzir sinais diferentes na saída. Conclui-se, portanto, que se
devidamente ajustados, ~w e b definem um hiperplano de separação X entre as classes de
dados representadas por ~x1 e ~x2.

A Figura 2.2 ilustra a separação entre duas categorias de dados no espaço R2 pelo
hiperplano X dado por x1 + x2 = 6 (adaptado de [11]).

Figura 2.2 – Hiperplano de separação no espaço R2

A Figura 2.3 identifica o neurônio que descreve o hiperplano de separação X
apresentado na Figura 2.2.
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Figura 2.3 – Neurônio correspondente ao hiperplano X

Observa-se que ~w e b são os pesos atribuídos a uma entrada de um neurônio com
função de ativação binária dada por (2.3). Partindo-se da definição do hiperplano de
separação, conforme equação (2.1), pode-se inferir que um conjunto de neurônios com os
respectivos pesos devidamente ajustados pode gerar uma saída capaz de identificar um
conjunto de pontos em um subespaço de Rn.

Um hiperplano de separação em um espaço Rn é capaz de separar dois conjuntos de
dados linearmente separáveis. Em problemas de classificação não linearmente separáveis,
conforme o exemplo apresentado na Figura 2.4, a abordagem geométrica requer o emprego
de redes neurais multicamadas [14].

Figura 2.4 – Classes de dados não linearmente separáveis em R2

Uma RNA cuja estrutura contém uma camada oculta com 2 neurônios, conforme
apresentada na Figura 2.5 permite a separação de um conjunto de dados não linearmente
separáveis.

Considerando-se que um neurônio permite a separação do espaço amostral em
dois subespaços linearmente separáveis, cada um dos neurônios da camada intermediária
exibida na Figura 2.5 representa um hiperplano de separação diferente. Nesse caso, o
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Figura 2.5 – RNA multicamada com 2 neurônios na camada intermediária

neurônio da camada de saída age como uma função lógica AND ao combinar as duas
saídas y1 e y2 da camada oculta.

Ao estender-se esta abordagem para redes multicamadas, é possível demonstrar
que uma RNA com 3 camadas pode separar regiões fechadas em um espaço de soluções
definido em Rn [31].

2.2.2 Representação por Hipercaixas

A primeira etapa do MSGS consiste na representação dos dados de entrada através
de volumes geométricos convexos, também denominados envelopes ou hipercaixas. Podem
ser encontradas na literatura diversas topologias baseadas em volumes geométricos convexos
[41]. Entre as alternativas eficientes para a topologia de volumes geométricos destaca-se a
Oriented Bounding Box (OBB), adotada como base no MSGS.

Uma OBB consiste em uma hipercaixa H em R3 na forma de um paralelepípedo
retangular alinhado ao eixo de maior distribuição dos pontos. Este eixo é obtido a partir
do cálculo dos autovalores ~Λ e autovetores ~Π da matriz de covariância Cov( ~X) das m
instâncias que compõem uma determinada classe de dados (Equação 2.4).

Cov = 1
m

×



∑m

k=1 (xk
1 − x1)2 . . .

∑m

i=1 (xk
1 − x1)(xk

r − xr) . . .
∑m

k=1 (xk
1 − x1)(xk

n − xn)
...

. . .
...

. . .
...∑m

k=1 (xk
r − xr)(xk

1 − x1) . . .
∑m

k=1 (xk
r − xr)2 . . .

∑m

k=1 (xk
r − xr)(xk

n − xn)
...

. . .
...

. . .
...∑m

k=1 (xk
n − xn)(xk

1 − x1) . . .
∑m

k=1 (xk
n − xn)(xk

n − xr) . . .
∑m

k=1 (xk
n − xn)2


(2.4)

Deve ser observado que a técnica de OBB foi desenvolvido originalmente para o
espaço R3. Uma vez que o presente trabalho busca classificar categorias de dados em
espaços n-dimensionais, a metodologia adotada é adaptada para espaços de instâncias de
múltiplas dimensões, estendendo-se a técnica para a delimitação de volumes geométricos
em um espaço Rn, denominada Oriented Bounding Hyper-Box (OBHB) [14].
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Para efeito de ilustração, a Figura 2.6 apresenta os autovetores π1 e π2 calculados
para um conjunto de pontos X no espaço R2 a partir da matriz de covariância Cov( ~X).
Os autovetores alinham-se com a máxima dispersão de X e os correspondentes autovalores
representam a magnitude da dispersão. X0 identifica o ponto médio de X.

Figura 2.6 – Autovetores π1 e π2 calculados a partir da matriz Cov( ~X) em R2

O ponto X0 e os eixos ortogonais alinhados com os autovetores permitem definir
um novo sistema de coordenadas C( ~X) sobre o qual são calculadas as projeções de X.
Para efeito de ilustração, a Figura 2.7 apresenta as projeções de X sobre os eixos dos
autovetores π1 e π2 em um espaço R2.

Figura 2.7 – Projeções Pr(X,π) em R2

A partir dos valores máximos e mínimos das projeções Pr(X,π) é possível definir
uma hipercaixa H capaz de envolver o conjunto de pontos X. Novamente, um exemplo
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didático é apresentado na Figura 2.8, onde é possível identificar a hipercaixa H envolvente
dos pontos X em um espaço R2.

Figura 2.8 – OBHB envolvente de X em R2

É possível observar ainda na Figura 2.8 que o centro geométrico da hipercaixa H,
representado por H0, não coincide com X0, ponto médio de X.

Também encontram-se identificados na Figura 2.8 as projeções parciais de H sobre
cada um dos eixos π, representados por δ(H,π). Como apresentado na Seção 2.2.3, as
projeções parciais δ(H,π) e também as projeções totais ∆(H,π) = 2δ(H,π) são utilizadas
na etapa de teste de colisão entre duas OBHBs.

2.2.3 Teste de Colisão de Hipercaixas

A segunda etapa do MSGS consiste em identificar se duas hipercaixas Hi e Hj no
espaço Rn estão em colisão. A detecção e o tratamento de colisões entre hipercaixas são
etapas muito importantes no algoritmo do MSGS.

Para exemplificar o problema, a Figura 2.9 apresenta dois volumes geométricos H1

e H2 situados em um espaço R2 e que se encontram em colisão.

O teste de colisão adotado no MSGS fundamenta-se no Teorema do Eixo de
Separação (TES), proposto na literatura por [42] para aplicação em categorias de dados
que contenham instâncias no espaço R3.

Com base no TES, pode-se afirmar que duas hipercaixas Hi e Hj não estão em
colisão se existir pelo menos um eixo de separação sobre o qual a projeção dos OBHBs
não é contínua. A Figura 2.10 ilustra este conceito, onde (π1,π2) e (π3,π4) representam,
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Figura 2.9 – Volumes geométricos em colisão no espaço R2

respectivamente, as bases de dois sistemas de coordenadas que contêm duas hipercaixas,
H1 e H2.

Ainda na Figura 2.10, ∆H1
0,H2

0,3 representa um vetor alinhado com o eixo π3 = x2

que estende-se a partir dos centros H1
0 e H2

0 das respectivas hipercaixas. As projeções de
H1 sobre os eixos π1 e π2 e as projeções de H2 sobre os eixos π3 e π4 são representadas,
respectivamente, por δ1,1, δ1,2, δ2,3 e δ2,4.

Figura 2.10 – Exemplo de aplicação do TES no espaço R2

Por fim, considerando-se mais uma vez a Figura 2.10, ao aplicar-se o TES sobre
o eixo π3 = x2, é possível observar graficamente que |δH1,3| + |δH2,3| < |∆H1

0,H2
0,3|. Em

consequência, pode-se concluir que o eixo π3 constitui um eixo de separação entre H1 e
H2. Graficamente, observa-se ainda que π1 constitui um segundo eixo de separação entre
H1 e H2, ao contrário dos eixos π2 e π4.
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A aplicação do MSGS requer a identificação de todos os eixos de separação entre
as hipercaixas consideradas no problema de classificação considerado [14]. Este requisito
justifica-se em razão da abordagem geométrica adotada para a construção do algoritmo.
Como apresentado na Seção 2.2.3, a estrutura da RNA deve representar os hiperplanos
normais a todos os eixos de separação encontrados para as classes de dados do problema.
Os hiperplanos são responsáveis pela especificação das funções de ativação capazes de
inferir a classificação das instâncias de dados.

Nesse contexto, uma das contribuições do MSGS consiste em estender o TES para
categorias de dados em um espaço de trabalho em Rn ao propor o Teorema do Hiperplano
de Separação (THS) [14], cuja definição é apresentada a seguir.

Sejam duas hipercaixas Hi e Hj pertencentes a Rn. Se as hipercaixas não estiverem
em colisão, então existe um eixo de separação πp que contém as projeções δHi,p e δHj ,p. É
possível então definir-se um segmento de reta S sobre πp tal que

|S| = |∆Hi
0,Hj

0,p| − |δHi,p| − |δHj ,p|.

Considerando-se o segmento de reta S, pode-se definir um hiperplano X ∈ Rn

normal ao eixo πp e que contenha um ponto xr ⊂ S. Daí, X (Hi,Hj) representa um
hiperplano de separação entre Hi e Hj.

Para efeito de ilustração do THS, a Figura 2.11 apresenta um hiperplano de
separação X (H1,H2) ortogonal ao eixo π3 no ponto xr ∈ S.

Figura 2.11 – Hiperplano de separação X

É possível ainda observar através da Figura 2.11 a existência de infinitos hiperplanos
de separação entre H1 e H2 uma vez que qualquer ponto x ⊂ S é candidato para a
construção de X (H1,H2). Nesse trabalho considera-se xr como o ponto médio de S.
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2.2.4 Tratamento de Colisão de Hipercaixas

Uma colisão entre duas hipercaixas significa que não é possível identificar um
hiperplano de separação entre as duas classes envolvidas. Nesta situação, torna-se necessário
aumentar a representatividade das hipercaixas consideradas.

Uma técnica utilizada na literatura para o tratamento de colisão consiste na
segmentação geométrica dos dados através de uma busca por árvore de colisão [43].
Esta abordagem propõe a divisão dos dados de uma classe através de uma hierarquia
de hipercaixas. O propósito deste processo consiste em obter, a cada subnível, novas
hipercaixas que representem as classes de dados com maior precisão.

Encontram-se na literatura diversas metodologias que podem ser aplicadas para a
definição do critério de divisão dos dados, bem como a ordem e o limite de divisões [44]
[45]. A estratégia utilizada originalmente pelo algoritmo do MSGS para a divisão de uma
hipercaixa Hn em duas novas hipercaixas menores, Hn1 e Hn2, baseia-se na separação
das projeções de valores positivos e negativos em relação ao eixo πp relacionado ao maior
autovalor. Esta heurística tem por objetivo dividir o conjunto de amostras presentes na
OBHB no sentido do maior eixo de dispersão.

A Figura 2.12 ilustra esta abordagem para uma hipercaixa H1 em R2. O eixo π1

possui o maior autovalor associado. Então, de acordo com a heurística, H1 divide-se em
X0 e gera os envelopes do subnível seguinte, H1,1 e H1,2.

Figura 2.12 – Divisão de H1 em duas hipercaixas menores, H1,1 e H1,2



38

2.2.5 Refinamento dos Resultados

O processo descrito na subseção 2.2.4 deve apresentar como resultado a geração de
OBHBs sem colisões. Neste ponto, já é possível definir um conjunto de neurônios que seja
capaz de classificar os dados das classes em estudo.

A Figura 2.13 ilustra uma saída para o processo de classificação através do MSGS
conforme apresentado neste capítulo, considerando-se a função tabuleiro 2× 3 em R2, onde
instâncias de duas classes se alternam no espaço de solução.

Figura 2.13 – OBHBs geradas pelo MSGS para uma função tabuleiro

Pode-se observar pela Figura 2.13 que as separações obtidas para os agrupamentos
de dados das classes envolvidas podem ser eventualmente representadas por hipercaixas
muito especializados, embora os dados estejam corretamente separados.

Com o objetivo de refinar a geração das hipercaixas que melhor representem os
agrupamentos de dados, o MSGS incorpora uma heurística de ajuste específica para este
fim. Uma lista das hipercaixas é indexada da menor para a maior área. Seguindo este
índice, cada OBHB é reagrupada com a hipercaixa mais próxima pertencente a mesma
classe.

Se esta nova hipercaixa não estiver em colisão, a união é mantida, a lista indexada
é atualizada e o processo recomeça da OBHB de menor área. Entretanto, caso a hipercaixa
esteja em colisão, as OBHBs originais são mantidas e o processo continua a partir do
próximo elemento da lista. Esta rotina é executada até que não existam mais OBHBs que
possam ser reagrupadas. Obtém-se assim um novo conjunto de hipercaixas conforme pode
ser observado na Figura 2.14 [14].
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Figura 2.14 – OBHBs geradas pelo processo de reagrupamento de dados

2.2.6 Geração dos Hiperplanos de Separação

Ao término da etapa de refinamento dos OBHBs gerados pelo MSGC, é possível
determinar o conjunto de planos de separação capaz de classificar as instâncias de dados. A
Figura 2.15 ilustra os hiperplanos de separação gerados para duas classes de dados obtidas
por uma função tabuleiro 2× 3 no espaço R2. Pode-se considerar que o algoritmo gera
inicialmente um número excessivo de hiperplanos. Como consequência, a RNA construída
pode ter um elevado grau de complexidade e especialização [14].

Figura 2.15 – Conjunto de hiperplanos de separação

Com o objetivo de simplificar a RNA a ser construída, torna-se necessário determinar
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o menor conjunto de hiperplanos capaz de classificar os diferentes agrupamentos de dados.
Este problema de otimização discreta pode ser abordado por diversos métodos disponíveis
na literatura, tanto determinísticos (branch and bound, branch and cut) quanto heurísticos
(busca tabu, recozimento simulado, dentre outros). O MSGS adota uma abordagem
simplificada para o problema, baseada em um critério de busca em profundidade.

De acordo com esta abordagem, a escolha de um determinado hiperplano depende
de um índice que representa a quantidade de regiões separadas. Todos os hiperplanos
encontrados são indexados em uma lista de acordo com este índice e, a cada iteração, um
novo hiperplano é adicionado à lista. Para evitar redundâncias, as regiões já separadas são
marcadas de forma a impedir que novos hiperplanos que façam a mesma classificação sejam
adicionados à lista. Este processo continua até que todas as OBHBs estejam separadas.

A Figura 2.16 apresenta, para os mesmos dados da função tabuleiro 2× 3 utilizado
na Figura 2.15, o conjunto otimizado de hiperplanos de separação gerados pelo MSGS.

Figura 2.16 – Conjunto otimizado de hiperplanos de separação

Deve-se acrescentar que, para cada OBHB gerada, o MSGS permite especificar o
conjunto de hiperplanos otimizados que delimita o subespaço n-dimensional que contém
um determinado envelope. A título de ilustração, a Figura 2.17 apresenta em destaque
uma das OBHBs gerada pelo MSGS para um conjunto de dados de entrada e os respectivos
hiperplanos de separação que delimitam o envelope. Estes hiperplanos dão origem aos
neurônios da rede neural associada à OBHB.

2.3 REDE NEURAL ARTIFICIAL CONSTRUÍDA PELO MSGS

Conforme apresentado na Seção 2.2, um neurônio pode ser interpretado como um
hiperplano X que divide o espaço Rn em dois subespaços X+ e X−.
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Figura 2.17 – Conjunto de hiperplanos delimitadores de uma OBHB

O algoritmo do MSGS gera uma rede neural artificial do tipo perceptron multi-
camadas estruturada em uma camada de entrada, três camadas intermediárias e uma
camada de saída. Os parâmetros da RNA — número de neurônios em cada camada oculta
e pesos sinápticos dos neurônios — são completamente determinados pelo MSGS.

A camada de entrada é responsável unicamente por distribuir as entradas para os
neurônios da primeira camada oculta. Possui número de neurônios igual aos número de
entradas da RNA.

A primeira camada intermediária representa os hiperplanos gerados pelo método
das segmentações geométricas sucessivas e o objetivo desta camada é retornar o lado do
hiperplano em que se encontra cada uma das entradas fornecidas à RNA.

Por exemplo, um hiperplano com centro em xc e autovetor π representa um neurônio
associado à primeira camada oculta, conforme apresentado na Figura 2.18. O peso deste
neurônio é o valor de π, cuja reta ortogonal em xc determina o lado do hiperplano no
espaço R2 onde a amostra de entrada se encontra.

A segunda camada intermediária da RNA tem por objetivo processar o conjunto
de hiperplanos que definem a pertinência de cada hipercaixa a uma determinada região do
espaço n-dimensional considerado no problema.

Cada região do espaço em Rn é completamente definida por um conjunto de
hiperplanos, conforme previamente modelados na primeira camada oculta da rede neural.
Por exemplo, os três hiperplanos de separação exibidos na Figura 2.19 definem a região do
espaço em R2 destacada em cinza.
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Figura 2.18 – Primeira camada intermediária da RNA

Figura 2.19 – Segunda camada intermediária da RNA

A terceira camada intermediária tem por objetivo identificar como positivo o
conjunto de regiões em Rn capaz de classificar as amostras fornecidas como entrada para
a RNA como pertencentes a uma determinada categoria de dados.

Por exemplo, na Figura 2.20, o grupo de regiões no espaço em R2 destacado em
cinza deve classificar corretamente os dados de entrada representados por asteriscos.

Figura 2.20 – Terceira camada intermediária da RNA

Por último, a camada de saída tem por finalidade identificar a classe de dados
associada com o conjunto de regiões no qual a amostra processada pela terceira camada
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oculta foi classificada como positiva.

Com o propósito de exemplificar o processo de implementação e emprego de uma
RNA gerada pelo MSGS, tome-se como dados de entrada um conjunto de instâncias
referentes a duas classes no espaço R2, representadas por círculos e losangos. A Figura 2.21
exibe, além das instâncias, as hipercaixas e os hiperplanos de separação gerados segundo a
metodologia apresenta neste trabalho.

Figura 2.21 – OBHBs e hiperplanos de separação gerados pelo MSGS

A Tabela 2.1 apresenta os valores obtidos tanto para os pesos w1
i quanto para

os pesos w1
off , obtidos a partir dos pontos médios x0, para os hiperplanos de separação,

conforme observados na Figura 2.21.

Tabela 2.1 – Hiperplanos de separação gerados pelo MSGS

Hiperplano 1 Hiperplano 2
w1

i 0,7048 -0,7094 -0,6160 -0,7757
x0 0,2897 0,0997 0,6541 0,1720
w1

off 0,1334 -0,6160

2.4 CONCLUSÕES

Este capítulo teve por objetivo detalhar a especificação do Método das Segmentações
Geométricas Sucessivas. Inicialmente, foi apresentado o conceito de um hiperplano de
separação em espaços n-dimensionais seguido da representação de instâncias de classes ou
categorias de dados por hipercaixas em espaço Rn.

Em seguida, foi explicada a estratégia adotada para o teste de colisão de hipercaixas
bem como a política de tratamento de colisão originalmente empregada pelo MSGS.
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Na sequência, o texto apresentou o processo de geração dos hiperplanos de separação
bem como a técnica adotada para o refinamento dos resultados obtidos, particularmente
no que se refere à otimização do conjunto de hiperplanos gerados.

Por último, foi apresentado o processo de construção da rede neural artificial
com base no emprego dos hiperplanos de separação otimizados. O texto mostrou as
características e funcionalidades de cada uma das camadas da RNA construída.
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3 MÉTODO DAS SEGMENTAÇÕES GEOMÉTRICAS SUCESSIVAS
APRIMORADO

3.1 INTRODUÇÃO

Um dos aspectos mais relevantes do presente trabalho consiste em apresentar uma
estratégia eficiente para refinar a quebra dos envelopes em estruturas mais especializadas,
ao executar a divisão de uma hipercaixa Hn em duas novas hipercaixas menores Hn1 e
Hn2.

A abordagem adotada nesta pesquisa, que representa uma das mais importantes
contribuições do estudo, é baseada na técnica denominada Estimação de Densidade de
Probabilidade por Kernel (KDE), do inglês Kernel Density Estimation para a estimação
da densidade de probabilidade dos pontos contidos em uma hipercaixa [2].

3.2 ESTIMAÇÃO DE DENSIDADE POR KERNEL

Problemas que possuem dados escassos e esparsos representam um desafio de
modelagem para estimadores paramétricos, ou seja, baseados em parâmetros como média
e desvio padrão. Por isso, a estimação não-paramétrica de densidades constitui uma
alternativa interessante para a modelagem de problemas onde não há informação a priori
sobre as distribuições [46].

Os métodos de estimação paramétrica de densidades supõem que os dados possuem
uma estrutura fixa. Uma vez definida a estrutura, o problema passa a ser estimar os
parâmetros (média e desvio padrão, supondo uma distribuição gaussiana) que melhor
se ajustem aos dados. Porém, nos casos onde os dados são escassos e esparsos essa
suposição pode levar a estimadores mais ajustados a uma determinada região do espaço
de entrada, por exemplo à classe majoritária ou a uma região que possua mais informação,
não refletindo a função de densidade geradora dos dados. Uma alternativa é utilizar a
relação local de afinidade ou similaridade entre os dados [47].

Em uma estimação não-paramétrica de densidades, não é assumida uma função p(x)
conhecida. Ao contrário, estima-se a forma da distribuição considerando as observações de
uma variável aleatória x [2].

Um exemplo de estimação não-paramétrica é o histograma, usualmente representado
em forma de barras, que apresenta agrupamentos de um conjunto de dados em células
ou bins. A faixa dinâmica dos dados é dividida em um determinado número de bins de
mesmo comprimento. A altura de cada bin é dada pela contagem do número de dados
contidos na faixa. Uma desvantagem desta abordagem consiste no aumento do número de
parâmetros a medida que cresce o tamanho do conjunto de dados.

Seja um conjunto Du = xi, onde i = 1, 2, . . . , N e seja aij os elementos da matriz
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de afinidades A = [aij] que contém uma medida de afinidade ou similaridade entre as
amostras (xi,xj).

Existem na literatura diversas formas de se representar as afinidades entre padrões,
entre as quais a representação por métricas de distância, comuns em métodos de agrupa-
mento de dados ou através de kernels, conforme formulado na Equação 3.1 para um kernel
do tipo gaussiano [18].

k

(
xi,

1√
2π

xj

)
= exp

(
−xi − xj

h

)2
(3.1)

onde h é o desvio padrão da função gaussiana e k(xi,xj) = aij.

A matriz de kernel N ×N resultante da Equação 3.1 contém, para um determinado
valor de h, as relações reflexivas para todos os pares (xi,xj) e pode ser representada na
forma diagonal em blocos, conforme mostrado na Equação 3.2.

K =


K11 K12 · · · K1c

K21 K22 · · · K2c

... ... . . . ...
Kc1 Kc2 · · · Kcc

 (3.2)

onde c é o número de partições ou clusters do conjunto de amostras Du.

Cada uma das submatrizes Kij da Equação 3.2 contém as afinidades entre os
elementos dos grupos i e j do conjunto de amostras. A representação em nível de agru-
pamentos permite também extrair da matriz de kernel algumas informações importantes
sobre as distribuições dos dados e sobre as relações entre amostras e grupos de amostras.

Na Figura 3.1 são apresentados 150 vetores bidimensionais amostrados de cinco
distribuições distintas, numerados de 1 a 5 e representados por cores e símbolos diferentes.

A Figura 3.2 exibe uma representação por matriz de proximidade referente à matriz
de kernel gaussiano das amostras da Figura 3.1, a qual é ordenada de acordo com as
distribuições geradoras do exemplo. É possível observar na Figura 3.2 que as relações de
afinidade entre os elementos de um mesmo grupo e entre elementos de grupos diferentes
são visualmente perceptíveis nesta forma de representação, ilustrando assim o alcance da
informação.

A representação das afinidades através da matriz de kernel permite não somente
induzir modelos de classificação e regressão a partir dos dados, como também contém
informação para a indução de um estimador para fy(x), a função de densidade geradora
do conjunto Du [47].

Um estimador de densidade por kernel é obtido através da superposição de funções
de kernel, conforme descrito anteriormente na Equação 3.1, centralizadas em cada um
dos elementos xi(i = 1 . . . N) do conjunto de amostras. Assim, a estimativa de densidade
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Figura 3.1 – Dados bidimensionais amostrados de cinco distribuições

f̂(xt) no ponto xt depende apenas da relação espacial entre xt e os elementos da amostra
xi(i = 1 . . . N), quantificada pela métrica embutida na função de kernel. De uma maneira
geral, a Equação 3.3 descreve um estimador de densidade por kernel.

f̂(xt) = 1
Nh

∑
K(xt, xi) (3.3)

onde N é o número de amostras, h é o parâmetro de suavização do kernel e K(xt, xi) é o
operador de kernel. O argumento da função K é o ponto onde se deseja fazer a estimação,
uma vez que as amostras xi(i = 1 . . . N) são fixas e fornecidas previamente.

Um exemplo de estimativa com KDE é mostrado na Figura 3.3, na qual são
apresentadas a representação por histograma e a estimação contínua resultante da Equação
3.3, para dados amostrados de duas distribuições normais com médias em −4 e 5.

É possível observar que a estimativa por KDE representa a distribuição conjunta
dos dois modos da função geradora. Caso fosse feita a modelagem paramétrica desta
distribuição bimodal, seria necessário encontrar as duas partições geradoras, modelar cada
uma individualmente e reuni-las para então obter a distribuição conjunta. Seria necessário,
também, estimar pelo menos os parâmetros do algoritmo de agrupamento, tipicamente o
número de partições, e os parâmetros de cada distribuição individualmente. A estimação
com KDE requer somente a determinação do parâmetro h, associado à abertura das funções
gaussianas.
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Figura 3.2 – Matriz de proximidade para os cinco agrupamentos

Figura 3.3 – Estimação de densidade utilizando um histograma e KDE
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3.3 APLICAÇÃO DE KDE AO TRATAMENTO DE COLISÃO

A aplicação de KDE ao tratamento de colisão inicia-se pela obtenção dos estimadores
da densidade de probabilidade dos pontos sobre os eixos da hipercaixa. Ao analisar-se a
convergência das funções densidade de probabilidade, é possível observar uma tendência
de formação de vales entre picos centrados nas regiões de maior concentração de dados
no gráficos das funções (vide Figura 3.3). Esta característica denota que, quanto mais
afastados os pontos se encontram, menor a interferência construtiva na formação da
densidade da hipercaixa.

Para a obtenção da projeção da densidade de probabilidade sobre o eixo πj de um
determinado conjunto de pontos ~X i delimitado pela hipercaixa ~Hi, cada ponto ~xk ∈ ~Hi é
tratado por uma distribuição normal com média µ = xk

j e desvio padrão σ fixo para todos
os pontos conforme a equação 3.4 e representado na Figura 3.4.

f(x, µ, σ) = 1√
2πσ2

exp
[
−(x− µ)2

2σ2

]
(3.4)

Figura 3.4 – Função gaussiana com µ = 0 e σ = 1

A densidade de probabilidade é dada pelo somatório das funções de distribuição de
probabilidade considerando-se todos os m pontos de ~X i (Equação 3.5). Assim, pode-se
afirmar que existe uma contribuição de todos os pontos para gerar a distribuição de
probabilidade da hipercaixa. Além disso, quanto mais afastado um ponto se encontra de
outro, mais pronunciado torna-se o vale entre eles.

dp( ~Hi, πj) = 1
m

m∑
k=1

f(x, xk
j , σ) (3.5)
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A partir da Equação 3.4, tem-se que:

lim
x→−∝

f(x, µ, σ) = lim
x→∝

f(x, µ, σ)

que, conforme pode ser observado a partir da Figura 3.4, o valor decai rapidamente.

A probabilidade de um ponto x qualquer estar contido no intervalo [−3σ, 3σ] em
uma distribuição normal é dado por

P (−3σ ≤ x− µ ≤ 3σ) ≈ 0.997 (3.6)

De acordo com a Figura 3.4, a contribuição para a curva na distribuição de
probabilidade é muito pequena para valores acima de |3σ| e, à medida que aumenta a
distância em relação à média, reduz a contribuição para a curva.

As considerações apresentadas sustentam a utilização da Equação 3.5 para o
cálculo da distribuição de probabilidade. Nesse contexto, a escolha do valor de σ permite
determinar a distância até onde um ponto afeta a distribuição. Quanto maior a distância
entre dois pontos no espaço considerado, menor a contribuição conjunta para o valor final,
uma vez que reduz-se a probabilidade de estarem em um mesmo conjunto.

Segue-se um exemplo ilustrativo. A Figura 3.5 exibe o resultado da estimação da
densidade de probabilidade para uma hipercaixa. As seis curvas em linha tracejada à
direita representam as gaussianas referentes aos pontos que definem a OBHB à esquerda.
A curva em traço contínuo representa o somatório destas gaussianas.

Figura 3.5 – OBHB gerada a partir de 6 pontos e a correspondente distribuição de probabilidade

Como resultado da aplicação da técnica de quebra de uma hipercaixa através da
estimação da densidade de probabilidade, a Figura 3.6 apresenta as duas novas OBHBs
geradas pela divisão da hipercaixa representada na Figura 3.5.

Conforme pode ser observado a partir da Equação 3.6, o valor de desvio padrão σ
escolhido para gerar a gaussiana devido a cada instância está relacionado com a interferência
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Figura 3.6 – OBHB geradas pela técnica KDE

entre os dados de um conjunto na construção da distribuição. Desta forma, quanto menor
o valor do desvio padrão, mais próximos devem estar os pontos para que ocorra uma
contribuição entre as gaussianas de forma a gerar uma distribuição sem vales [31].

A Figura 3.7 apresenta um comparativo entre curvas geradas usando valores
diferentes de σ, segundo a qual é possível perceber a correlação entre o desvio padrão e a
distribuição dos pontos.

Figura 3.7 – Comparativo de curvas para diferentes valores de desvio padrão

3.4 TESTE DA ABORDAGEM POR KDE

Dois conjuntos de teste foram empregados ao longo da implementação do algoritmo
do MSGS aprimorado. O primeiro teste utilizou uma função tabuleiro, que se caracteriza
por apresentar classes não-contínuas no espaço de solução e cujo pseudocódigo é apresentado
no Apêndice A. O segundo teste usou dados públicos disponíveis no UCI Machine Learning
Repository [48].
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3.4.1 Função Tabuleiro

Em uma função tabuleiro (FT), as amostras de duas categorias de dados se
alternam no espaço de solução de acordo com uma configuração que lembra um tabuleiro
de xadrez. A Figura 3.8 exibe a saída de uma FT com amostras de duas categorias de
dados, representadas por círculos e losangos.

Figura 3.8 – Função tabuleiro com duas categorias de dados

Com o objetivo de testar o desenvolvimento do algoritmo do MSGS, utilizou-se
uma FT cuja especificação possui dois parâmetros denominados ‘offset’ e ‘distr’ que devem
ser definidos pelo usuário. Para todos os testes realizados no contexto deste trabalho,
adotou-se os valores ‘offset=2’ e ‘distr=0,3’. A Figura 3.9 exibe a configuração do espaço
de solução para a FT considerando os parâmetros adotados.

Os testes comparativos do MSGS foram conduzidos tanto em relação à versão
original do próprio algoritmo, que utiliza a abordagem de quebra das OBHBs a partir do
ponto médio do eixo do maior autovetor, quanto em relação à toolbox de Redes Neurais
Artificiais do Matlab©, onde são geradas redes feedforward do tipo perceptron de múltiplas
camadas.

Especificamente em relação à toolbox, foram configuradas três RNAs de diferentes
topologias, todas contendo duas camadas intermediárias. A configuração de cada uma das
RNAs utilizadas no Matlab© são apresentadas na Tabela 3.1.

Os testes comparativos envolveram diferentes arranjos de tabuleiro, variando-se o
número de linhas e colunas. A Tabela3.2 exibe os tempo para o treinamento das redes
analisadas, medido em segundos. É possível observar que os tempos gastos pelo MSGS
aprimorado, destacados em negrito, são menores em todos os casos em comparação com os
tempos do MSGS com quebra de hipercaixa por autovetor (coluna MSGS*) e das RNAs



53

Figura 3.9 – Espaço de trabalho para a FT com ‘offset=2’ e ‘distr=0,3’

Tabela 3.1 – Configuração das Redes Neurais para Teste

RNA CAMADA 1 CAMADA 2
RNA1 4 4
RNA2 8 9
RNA3 18 30

geradas pela toolbox do Matlab©. Os menores tempos estão destacados em negrito.

Tabela 3.2 – Tempo de Treinamento do MSGS em comparação com toolbox do Matlab©

Col Lin MSGS MSGS* RNA1 RNA2 RNA3
4 5 0,009 0,117 0,409 0,376 0,529
4 10 0,010 0,145 0,387 0,377 0,579
4 20 0,011 0,186 0,421 0,383 0,648
9 5 0,040 0,215 0,443 0,421 0,738
9 10 0,040 0,227 0,489 0,464 0,748
9 20 0,045 0,248 0,579 0,508 0,887
30 5 0,317 0,463 0,510 0,531 1,485
30 10 0,314 0,512 0,632 0,684 1,592
30 20 0,351 0,731 1,114 1,099 2,702

A Tabela 3.3 apresenta as taxas de acerto alcançadas tanto pelo MSGS aprimorado
quanto para as três configurações de RNAs geradas através do acertos do Matlab©. Para
cada casa do tabuleiro, foram geradas aleatoriamente 50 amostras de dados para teste das
redes neurais artificiais. Os melhores resultados em cada teste são destacados em negrito.

Pelos resultados exibidos na Tabela 3.3, é possível observar que o MSGS aprimorado
é capaz de treinar satisfatoriamente a rede neural de forma a alcançar taxas de acerto
superiores aos algoritmos do tipo percepton multicamadas (MLP) da toolbox do Matlab©
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Tabela 3.3 – Resultados comparativos para a função tabuleiro (em porcentagem)

Col Lin MSGS RNA1 RNA2 RNA3
4 5 93,9 84,1 86,4 86,5
4 10 99,4 98,6 87,6 96,1
4 20 99,9 93,7 83,2 99,9
9 5 93,9 80,6 91,5 85,8
9 10 98,3 82,6 95,2 98,7
9 20 99,9 92,2 98,4 95,1
30 5 92,4 61,4 70,9 94,7
30 10 98,4 61,0 85,2 97,8
30 20 99,6 78,6 94,2 99,1

na maioria dos testes realizados. Pode-se considerar por este resultado que, para cada
configuração diferente do conjunto de treinamento, o MSGS ajusta a quantidade necessária
de neurônios por camada de forma a gerar estruturas mais simples em comparação com as
demais RNAs testadas [31].

3.4.2 Dados de Repositório Público

O segundo teste utilizado durante a implementação do algoritmo do MSGS apri-
morado foi retirado do repositório de dados públicos do UCI Machine Learning Repository
[48]. Especificamente, foram usadas as seis bases de dados cujas especificações são exibidas
na Tabela 3.4.

Tabela 3.4 – Dados utilizados do repositório público

Nº Classes Instâncias Atributos
Iris 3 150 4
Glass 6 214 9
Wine 3 178 13
Vowel 10 528 11

Image Segmentation 7 2310 19
Vehicle Silhouettes 4 846 18

Como é possível observar, todas as bases de dados listadas na Tabela 3.4 se
constituem em problemas de reconhecimento de padrões multiclasse com diversos atributos
por classe.

Com objetivo de comparar os resultados alcançados pelo MSGS aprimorado, a
Tabela 3.5 apresenta as taxas de acerto do método em relação à versão anterior do MSGS
(coluna MSGS*) e em relação aos trabalhos publicados na literatura por Hsu e Lin [33]
e por Fung e Mangasarian [49] e que utilizam as mesmas bases de dados extraídas do
repositório UCI. Os resultados na Tabela 3.5 são apresentados em porcentagens. As taxas
de acerto mais elevadas encontram-se destacadas em negrito.
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Tabela 3.5 – Resultados com dados do repositório público

MSGS MSGS* Chi Fung
Iris 99,3 98,9 97,3 98,7
Glass 74,9 74,9 73,8 70,0
Wine 98,5 98,5 99,4 100,0
Vowel 99,2 97,5 99,1 98,5

Image Segmentation 98,1 98,1 97,6 97,0
Vehicle Silhouettes 90,8 79,6 87,5 82,2

Os testes com as bases de dados do UCI, cujos resultados são exibidos na Tabela 3.5,
foram conduzidos de acordo com a técnica de validação cruzada do tipo ten-fold, segundo
o qual as amostras são divididas em 10 conjuntos distintos, cada conjunto contendo 10%
do total de amostras disponíveis. As RNAs são executadas 10 vezes seguidas sendo que,
a cada rodada, um dos nove conjuntos de amostras é usado na etapa de treinamento da
rede e o conjunto restante de amostras é empregado na etapa de teste.

Como é possível observar na Tabela 3.5, o MSGS aprimorado obteve as taxas de
acerto mais elevadas para cinco das seis bases de dados utilizadas. Em razão da diversidade
das bases de dados escolhidas para este conjunto de testes, que considera o número de
classes variando entre 3 e 10 e a quantidade de atributos por classe variando entre 4 e 19,
é possível considerar o MSGS aprimorado como uma alternativa promissora para aplicação
em problemas complexos relacionados ao reconhecimento de padrões.

3.5 CONCLUSÕES

Este capítulo descreveu a contribuição do presente trabalho referente ao método
das segmentações geométricas aprimorado. O texto apresentou a técnica de estimação de
densidade de probabilidade por kernel e a aplicação de KDE ao tratamento de colisão de
hipercaixas em um espaço n-dimensional de dados.

Também foi apresentado neste capítulo um teste de validação da abordagem
por KDE para a quebra dos volumes utilizando-se de conjuntos de dados multiclasse e
multiatributos disponíveis na literatura científica, com destaque para classes de dados
encontrados em repositórios públicos.

Por fim, são exibidos os resultados dos testes de validação do MSGS aprimorado a
partir dos dados dos repositórios. Os valores encontrados apontaram índices de acerto supe-
riores em comparação com outras técnicas disponíveis na literatura para o reconhecimento
de padrões aplicado a problemas multiclasse e multiatributos.
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4 DIAGNÓSTICO DE FALTAS INCIPIENTES EM TRANSFORMADO-
RES DE POTÊNCIA

4.1 INTRODUÇÃO

Este Capítulo 4 discute a validação do Método das Segmentações Geométricas
Sucessivas aprimorado ao problema do diagnóstico de faltas internas em transformadores
de alta tensão. No âmbito das concessionárias de energia elétrica, o monitoramento e
a detecção de faltas em transformadores de potência são baseados historicamente em
procedimentos empíricos que apresentam elevado grau de incerteza.

Transformadores de potência são itens de grande importância em Sistemas Elétricos
de Potência (SEP). Para que sejam construídos em tamanho reduzido em comparação com
equipamentos mais antigos, os modernos transformadores de alta tensão são projetados
com margens de tolerância do isolamento consideravelmente estreitas.

Além disso, transformadores de potência são equipamentos caros, com preços que
variam dependendo da marca, das condições de mercado e da localização do fabricante.
Em 2010, nos Estados Unidos, o custo aproximado de um transformador da classe de
potência entre 75MVA e 500MVA era estimado na faixa de US$ 2 milhões a US$ 7,5
milhões. Entretanto, estas estimativas levavam em conta preço Free On Board (FOB),
ou seja, excluindo-se os custos com transporte, instalação e outras despesas de aquisição.
No mercado norte-americano, tais custos podem onerar de 25% a 30% no valor final do
equipamento [50].

A ocorrência de faltas em transformadores de potência pode resultar em interrupções
no fornecimento de energia elétrica aos consumidores e a imputação de penalidades às
concessionárias, além de afetar a estabilidade do sistema. Por conseguinte, é muito
importante monitorar com bastante rigor o funcionamento de tais equipamentos a fim de
minimizar os riscos de faltas severas e a consequente retirada de operação [51].

No Brasil, o interesse pelo tema tem se acelerado devido às mudanças estruturais
no setor de energia elétrica ocorridas desde a década de 1990. A promoção da competição
em diversos níveis e o estabelecimento de índices rigorosos de qualidade técnica e de serviço
ensejam um esforço voltado tanto para a melhoria do desempenho operacional quanto
para a confiabilidade do sistema. Nesse contexto, pode-se observar que os transformadores
de alta tensão operam sob condições mais severas em comparação ao período em que se
processou a instalação, seja por razões técnicas associadas ao envelhecimento decorrente
do uso, seja pelos desgastes gerados por esforços elétricos e mecânicos [20].

São consideradas incipientes as faltas que se encontram em um estágio inicial
mas que promovem a decomposição do material isolante e, portanto, estão associadas às
concentrações de gases formados no interior do transformador [52]. Os procedimentos para
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o diagnóstico de faltas incipientes em transformadores de alta tensão podem contribuir
significativamente para mitigar a ocorrência de superaquecimentos, arcos ou descargas
parciais, dentre outros tipos de faltas, e este controle representa um quesito importante
não apenas para a segurança do próprio dispositivo mas também para a confiabilidade do
SEP como um todo [35].

Historicamente, o monitoramento e a análise de faltas em transformadores de
potência fundamentam-se em procedimentos empíricos formulados com base no conheci-
mento adquirido em empresas concessionárias de energia elétrica e não há uma formulação
matemática que generalize o modelo físico [53]. Os resultados destes procedimentos porém,
possuem elevado grau de incerteza em razão da dependência do processo em relação a
variáveis como o histórico de carregamento do equipamento, tipo de construção, volume
de óleo, condições pré-falta e outros. Os fenômenos relacionados à formação de gases em
transformadores e a respectiva correlação com faltas incipientes são caracterizadas por
imprecisões, incertezas nas medidas e não-linearidades não modeladas [51].

A busca por um método confiável para detecção de falhas incipientes em trans-
formadores de potência se constitui em um tema de interesse de pesquisas científicas
[28]. A evolução da computação tem conduzido a novas possibilidades para um melhor
equacionamento do problema. Processadores mais potentes, ferramentas computacionais
mais sofisticadas e avanços em técnicas de inteligência artificial têm permitido novas
pesquisas para o diagnóstico de faltas incipientes em transformadores de potência [39].

No presente trabalho, a identificação de faltas em transformadores de potência
é utilizado para validar a qualidade e a robustez do MSGS aprimorado, em razão da
complexidade do problema (não-linearidades do modelo, incertezas nos parâmetros e
imprecisões nas medidas utilizadas).

O transformador de potência consiste em um equipamento construído a partir
de material ferromagnético laminado envolto por bobinas de condutores metálicos com
isolamento de celulose. Esta estrutura encontra-se imersa em óleo mineral, cuja função é
resfriar e isolar o sistema. O óleo mineral mais empregado em transformadores de alta
tensão é constituído à base de hidrocarbonetos parafínicos ou naftênicos derivados do
petróleo [54].

A quantidade de óleo nos transformadores varia de acordo com a sua capacidade
de carga e tamanho físico. Uma unidade típica de um sistema de distribuição de 25 kVA
contém cerca de 76 litros de óleo. Por outro lado, um transformador de 400 MVA pode
conter mais de 37800 litros de óleo. O óleo em um transformador torna-se altamente
contaminado com o passar dos anos. Os contaminantes são derivados da degradação
térmica, oxidante e elétrica do óleo ou da isolação sólida [55].

O funcionamento desta classe de equipamento sofre elevada influência dos materiais
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isolantes empregados na construção, que devem ter as características dielétricas projetadas
para operação em um período de 25 a 30 anos. Por conseguinte, o envelhecimento do
material isolante representa um risco a segurança operacional dos transformadores de
alta tensão uma vez que a deterioração gradual da pureza do óleo implica na redução da
capacidade de isolação. A despeito da melhoria na qualidade dos óleos minerais produzidos
ao longo tempo, não é possível eliminar-se completamente todos os componentes instáveis
presentes nos hidrocarbonetos e que se configuram como os elementos causadores da
deterioração das propriedades isolantes do material [20].

O óleo isolante e os materiais de isolamento elétrico se decompõem sob condições
normais de operação devido à solicitação térmica e elétrica a que se encontra submetido
o equipamento. Três fases distintas indicam o estado da decomposição e deterioração
do óleo. A fase inicial caracteriza-se pela formação de peróxidos quimicamente instáveis
responsáveis pela liberação de oxigênio e pela formação de compostos oxicelulósicos em
reação com o papel isolante. A fase intermediária é caracterizada pela formação de gases
dissolvidos no óleo. Na fase final ocorre a formação de uma borra que se deposita no
fundo do tanque do transformador, resultante da polimerização a partir de ácidos e outros
compostos. O diagnóstico de faltas incipientes em transformadores leva em consideração o
estado intermediário, fase em que ainda é possível tomar providências sem envolver custos
elevados e sem o risco da retirada do equipamento de operação [54].

A concentração de gases dissolvidos é um indicativo da saúde do transformador. A
frequência da detecção dos gases gerados e as alterações na concentração ao longo do tempo
constituem em indicativos para a necessidade de manutenção das partes constituintes
e para o tratamento ou mesmo para a completa troca do óleo isolante. Em geral, os
sistemas de monitoramento empregam metodologias baseadas em ensaios elétricos e em
acompanhamento do estado do óleo isolante através de análises físico-químicas e de
cromatografia [56].

4.2 DIAGNÓSTICO DE GASES EM ÓLEO ISOLANTE

A deterioração de materiais dielétricos, como o óleo e o papel isolante, leva à
produção de gases, que variam em concentração e composição, revelando dessa forma a
solicitação elétrica e mecânica as quais os materiais elétricos encontram-se submetidos no
interior do transformador. Historicamente, a detecção de gases no óleo isolante tornou-se
possível devido ao desenvolvimento de técnicas de cromatografia pelo botânico russo M.
S. Tsvet, que analisou a mistura de pigmentos de plantas. Tsvet separou as misturas em
faixas coloridas de uma coluna cromatográfica. Com o aperfeiçoamento deste método
de separação, originalmente concebido na década de 1950 para mistura de líquidos, foi
possível posteriormente separar uma mistura de gases [57].

Os métodos de diagnóstico de falhas em equipamentos com isolamento a óleo,
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como os transformadores, baseados na análise de gases dissolvidos no óleo isolante (DGA
– do inglês Dissolved Gas Analysis) são amplamente utilizados em todo o mundo. Esses
métodos consideram a análise de tipo, concentração e taxa de produção de gases gerados e
dissolvidos no óleo do transformador e procuram associar o tipo de falha às concentrações
dos gases [58].

Os gases encontrados com maior frequência no óleo isolante são o oxigênio (O2),
hidrogênio (H2), monóxido de carbono (CO), metano (CH4), etano (C2H6), etileno (C2H4)
e acetileno (C2H2), chamados de gases-chave. Diversos trabalhos relatam a correlação
entre estes gases e faltas em transformadores de potência [59]. Alto teor de hidrogênio está
relacionado ao efeito corona. Hidrogênio, metano, etano e etileno são gases resultantes da
decomposição térmica do óleo. O monóxido e o dióxido de carbono são produzidos a partir
do envelhecimento térmico do papel. O acetileno pode ser associado a arcos elétricos no
óleo isolante [56].

Diversos trabalhos encontrados na literatura relatam a relação entre os gases-chave
encontrados dissolvidos em óleo isolante e os tipos de faltas detectados nos equipamentos
em operação. A Tabela 4.1 apresenta uma relação entre gases-chave e tipos de faltas em
transformadores, conforme proposto na literatura [60].

Tabela 4.1 – Relação entre gases-chave e tipos de faltas

Gás Descrição do tipo de falta Código
H2 Descargas parciais externas PD
CH4, C2H6 Faltas térmicas abaixo de 300°C T1

Faltas térmicas entre 300°C e 700°C T2
C2H4 Faltas térmicas acima de 700°C T3
C2H2 Descarga de baixa energia – centelhamento D1

Descarga de alta energia – arco elétrico D2

4.2.1 Métodos para o Diagnóstico de Faltas com base nos Gases-Chave

Com base na análise dos gases dissolvidos, os métodos mais conhecidos e utilizados
são o método das razões de Rogers, o método de Doernenburg, o método do triângulo
de Duval e o método do gases-chave [20]. Estes métodos apresentam bons resultados
para o diagnóstico após a ocorrência de faltas severas em transformadores de alta tensão
mas podem apresentar baixa sensibilidade quando empregados para a detecção de faltas
incipientes. Entretanto, dada a simplicidade algorítmica dos métodos, são usados como
guias para sistemas inteligentes baseados em inteligência artificial [61].

O método das razões de Rogers [62], proposto na década de 1970, utiliza quatro
relações que envolvem cinco gases produzidos pelo processo de deterioração do material
isolante: CH4/H2, C2H6/CH4, C2H4/C2H6 e C2H2/C2H4. O método original prevê
12 possíveis diagnósticos, incluindo-se deterioração normal, correntes de circulação no
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enrolamento e centelhamento contínuo. O método das razões de Rogers recebeu diversas
adaptações ao longo do tempo, à medida que novas investigações referentes à relação
entre os gases-chave e as faltas incipientes em transformadores foram sendo publicas na
literatura [63].

O método de Doernenburg, também desenvolvido na década de 1970, se baseia nas
relações entre os gases mas, ao contrário do método de Rogers, associa diretamente os
valores relativos dos gases a condições de faltas incipientes em transformadores. O método
especifica dois gases-chave principais e dois gases-chave auxiliares para a composição
do critério de classificação. O método de Doernenburg não prevê as condições para o
diagnóstico normal do equipamento e ainda estabelece determinadas restrições para a
validade do método [51]. A Tabela 4.2 apresenta o critério de classificação de faltas
conforme proposto por Doernenburg. A Tabela 4.3 exibe as restrições impostas para a
validade do método de Doernenburg. Para cada gás-chave, é necessária a ocorrência de
uma concentração mínima em partes por milhão (ppp).

Tabela 4.2 – Critério para diagnóstico de faltas conforme Doernenburg

Razão Principais Auxiliares
Falta CH4

H2
C2H2
C2H4

C2H6
C2H2

C2H2
CH4

T1, T2 e T3 > 1 < 0.7 > 0.4 < 0.3
D1 < 0.1 – > 0.4 < 0.3
D2 < 1 & > 0.1 > 0.7 < 0.4 > 0.3

Tabela 4.3 – Restrições de validação para o método de Doernenburg

Gás H2 CH4 C2H6 C2H4 C2H2
ppm 200 50 15 60 15

Posteriormente, o relatório técnico IEEE C57.104, ao recomendar o emprego do
método de Doernenburg para a identificação de faltas em transformadores de alta tensão,
propôs alterações nas concentrações mínimas dos gases-chave incluídas nas restrições de
validação, conforme apresentado na Tabela 4.4.

Tabela 4.4 – Restrições de validação para o método de Doernenburg segundo O relatório C57.104

Gás H2 CH4 C2H6 C2H4 C2H2
ppm 100 120 65 50 35

O método conhecido como triângulo de Duval [59] considera quantidades percentuais
relativas dos gases acetileno (C2H2), metano (CH4) e etileno (C2H4). As relações entre os
percentuais dos gases envolvidos e as respectivas faltas associadas podem ser extraídas a
partir de um triângulo (Figura 4.1).
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Figura 4.1 – Triângulo de Duval

O triângulo de Duval compreende 7 regiões, representadas pelos códigos PD, D1,
D2, T1, T2, T3 e DT, cada uma das quais representa um tipo de falta. A Tabela 4.5 exibe
os diagnósticos de falta previstos pelo triângulo de Duval [54].

Tabela 4.5 – Diagnósticos previstos pelo triângulo de Duval

Região Diagnóstico de Falta
PD Descargas parciais externas/superficiais
T1 Faltas térmicas abaixo de 300°C
T2 Faltas térmicas entre 300°C e 700°C
T3 Faltas térmicas acima de 700°C
D1 Descarga de baixa energia (centelhamento)
D2 Descarga de alta energia (arco elétrico)
DT Ocorrência simultânea de falta térmica e arco elétrico

A aplicação do método é possível unicamente quando os três gases explosivos
considerados no triângulo de Duval aparecem juntos, caracterizando um iminente perigo
ao equipamento mesmo em concentrações moderadas. O emprego do triângulo de Duval é
mas frequente no Canadá e na Europa [54].

Segundo alguns autores [64], o método proposto por Duval fornece interpretações
mais precisas e consistentes em comparação com os outros métodos citados. No entanto,
como o triângulo não considera uma região de estado normal, não é recomendado para
detectar falhas incipientes em transformadores devido a possíveis baixas concentrações
nos gases-chave [65].
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O método do gases-chave identifica, para cada tipo de falta, o gás mais relevante e,
a partir daí, usa o percentual deste gás para diagnosticar a falta incipiente. O método
considera quatro tipos de faltas em transformadores [61].

A Figura 4.2 apresenta os gráficos dos tipos de faltas identificados pelo método dos
gases-chave. De cima para baixo e da esquerda para a direita, os gráficos correspondem
a sobreaquecimento do óleo (C2H4 a 63%), sobreaquecimento da celulose (CO a 92%),
descarga parcial em óleo isolante (H2 a 85%) e arco em óleo isolante (C2H2 a 30%).

Figura 4.2 – Tipos de faltas e respectivos gases-chave

Os métodos convencionais – Rogers, Doernenburg, triângulo de Duval e gases-
chave – apresentam como característica comum o diagnóstico associado a intervalos para
concentração de gases ou a razão entre gases. Estes métodos compõem a base para
o processo de padronização conduzido por entidades como o Instituto de Engenheiros
Eletricistas e Eletrônicos (IEEE), a International Electrotechnical Comission (IEC) e a
Associação Brasileira de Normas Técnicas (ABNT).

Especificamente no Brasil, a ABNT publicou em 1982 a norma NBR 7274, guia
de interpretação da análise dos gases livres e dissolvidos. A norma, atualizada em 2012,
descreve como a concentração de gases livres ou dissolvidos pode ser interpretada para
diagnosticar as condições de equipamentos elétricos em serviço e sugerir ações futuras [66].

O guia para a interpretação dos gases gerados em transformadores imersos em
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óleo, IEEE C57.104, foi publicado originalmente em 1991 e revisado em 2008 [67]. Este
guia tem por escopo a normatização dos critérios de classificação de faltas incipientes dos
métodos convencionais.

O relatório IEEE C57.104 sugere uma aplicação adaptada do método de Rogers,
onde apenas três gases são utilizados, conforme apresentado na Tabela 4.6.

Tabela 4.6 – Método de Rogers adaptado – IEEE C57-104

C2H2/C2H4 CH4/H2 C2H4/C2H6 Falta
< 0.1 0.1-1.0 < 1.0 normal
< 0.1 < 0.1 < 1.0 D1
0.1-3.0 0.1-1.0 > 3.0 D2
< 0.1 0.1-1.0 1.0-3.0 T1
< 0.1 > 1.0 1.0-3.0 T2
< 0.1 > 1.0 > 3.0 T3

Em 1999, o IEC publicou o relatório 60599 que contém uma descrição abrangente
dos principais tipos de faltas observados em equipamentos elétricos em serviço. Este
relatório foi posteriormente revisado em 2007. O relatório 60599 inclui uma base de dados
sobre medições de gases dissolvidos em transformadores de alta tensão, cujos valores foram
levantados a partir da literatura técnica no período compreendido entre 1972 e 1992 [59].

A Tabela 4.7 apresenta as razões proporcionais entre os gases dissolvidos em óleo
isolante e os respectivos diagnósticos para os tipos de faltas, segundo o relatório 60599 [68].
Pela tabela, pode-se observar que o modelo do relatório IEC 60599 considera as razões
proporcionais entre os gases acetileno e etileno, metano e hidrogênio, etileno e etano.

Tabela 4.7 – Diagnósticos previstos pelo relatório IEC 60599

C2H2/C2H4 CH4/H2 C2H4/C2H6 Tipo de falta
< 0.1 < 0.1 < 0.2 Descarga parcial
> 0.1 0.1 a 0.5 > 0.1 Descarga de baixa energia

0.6 a 2.5 0.1 a 1 > 2 Descarga de alta energia
< 0.1 > 1 < 1 Sobreaquecimento até 300°
< 0.1 > 1 1 a 4 Sobreaquecimento 300° a 700°
< 0.1 > 1 > 4 Sobreaquecimento acima de 700°

4.2.2 Trabalhos Correlatos Baseados em Gases Dissolvidos

Encontram-se na literatura diversos trabalhos de pesquisa que utilizam a metodo-
logia de classificação de faltas e a base de dados disponibilizadas pelo relatório do IEC,
conforme pode ser observado em [52], [69], [70], [39], [71] e [68].

Saha [52] apresenta uma revisão de técnicas utilizadas para o diagnóstico das
condições de isolamento em transformadores de potência. O estudo referente à técnica por
DGA considera os dados do relatório 60599 e do triângulo de Duval [59], dentre outros.
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O trabalho de [69] propõe uma abordagem para o diagnóstico de faltas incipientes
em transformadores com base em métodos considerados tradicionais (60599 e triângulo
de Duval) sobre dados de DGA e sistemas neuro-fuzzy combinados a partir da teoria de
Dempster-Shafer. Segundo os autores, esta abordagem permite ao utilizador do sistema
uma visão mais concreta das condições de isolamento bem como da natureza e gravidade
dos defeitos. Ainda de acordo com os autores, a metodologia apresenta uma acurácia de
82,5% em uma amostra de 40 dados de transformadores.

Robalino e Mahajan [70] apresentam um trabalho experimental de correlação entre
a metodologia tradicional — baseada no relatório IEC 60599 e no IEEE C57.104-1991 — e
tecnologias de monitoramento online em transformadores de potência. Os autores reportam
uma deficiência nos resultados comparativos, conclusão esta que corrobora a validade
do emprego de abordagens alternativas, tais como estratégias baseadas em inteligência
artificial, visando um melhor equacionamento do diagnóstico de faltas incipientes.

Em [39] é proposto um método para o diagnóstico de faltas em transformadores
a partir de um sistema de inferência neuro-fuzzy adaptativo que utiliza parâmetros da
norma IEC 60599 e dados DGA para o treinamento inicial do modelo. Segundo os autores,
o método obteve 100% de acerto para um conjunto de teste composto por 19 medições de
gases dissolvidos.

O trabalho de [71] declara que padrões como o IEEE C57.104-1991 não são capazes
de diagnosticar corretamente as faltas em transformadores sob determinadas condições.
Os autores propõem uma metodologia para melhorar a precisão do diagnóstico a partir
de uma RNA do tipo perceptron em três níveis. O modelo de rede neural apresentado é
treinado com dados DGA do relatório IEC 60599. As taxas de acerto apresentadas variam
entre 79% e 82% dependendo da quantidade de gases usados como entrada para a RNA.

4.3 BASES DE DADOS DE ANÁLISE DE GASES DISSOLVIDOS

Este Capítulo 4 tem por objetivo empregar o MSGS aprimorado para diagnosticar
quatro categorias de estados internos em transformadores de potência, conforme identifica-
das na Seção 4.2: (a) estado normal, (b) sobreaquecimento, (c) falta elétrica – descarga de
baixa intensidade e (d) falta elétrica – descarga de alta intensidade. O objetivo da escolha
destas categorias é permitir a comparação de resultados com os métodos clássicos (Rogers,
Doernenburg e outros), que também utilizam estas categorias.

Os procedimentos de validação do algoritmo classificador empregam três bases de
dados distintas contendo o resultado das análises dos gases dissolvidos em óleo isolante. Tais
conjuntos de dados informam os valores encontrados referentes aos gases-chave hidrogênio,
metano, etano, etileno e acetileno, medidos em partes por milhão.

A primeira série de dados refere-se ao trabalho de Zhang e colaboradores [60]. A
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importância deste teste de validação reside no fato do artigo ser um dos primeiros a serem
publicados abordando o uso de RNA do tipo perceptron multicamadas (com 1, 2 e 3
camadas) para o diagnóstico de faltas em transformadores de potência usando como dados
de entrada amostras de concentrações de gases dissolvidos no óleo isolante.

Dez amostras, coletadas de diferentes transformadores, compõem a base de dados
[60]. A Tabela 4.8 apresenta as concentrações (em ppm) dos gases-chave para cada uma
das amostras de faltas. É possível observar a alta heterogeneidade dos dados que compõem
esta base de dados, em razão da diversidade de equipamentos utilizados para a coleta das
amostras. Este aspecto é importante para verificar a robustez do método de diagnóstico
de faltas.

Tabela 4.8 – Amostras de concentrações de gases dissolvidos em óleo isolante

Nº H2 CH4 C2H4 C2H4 C2H6
1 280 1500 140 1200 150
2 130 98 65 56 7
3 17000 110000 16000 89000 84000
4 300 240 140 160 14
5 48 610 0 10 29
6 1565 93 0 47 34
7 320 1370 9 1980 417
8 1400 3000 4 3500 560
9 1000 720 360 450 31
10 0 1 0.1 0.1 0

A segunda série de dados de gases dissolvidos em óleo isolante tem origem em
um transformador de potência de 500 kV localizado em uma subestação da South China
Electric Power Company [35]. No presente trabalho, todas as 75 amostras contidas na
base de dados são utilizadas para a validação do MSGS.

Este segundo teste de validação é importante porque o algoritmo classificador
utilizado, baseado em SVM, obteve um índice de acerto equivalente a 100% [35]. Porém,
para atingir esta taxa de acerto, Ganyun e colaboradores incluíram uma etapa de pré-
processamento adicional sobre os dados de entrada fornecidos ao algoritmo classificador.
A partir das concentrações dos 5 gases-chave para cada amostra, 6 novas características
foram extraídas.

Primeiro, os valores relativos yk, k = 1, 2, . . . , 5 dos gases-chave, obtidos segundo
a expressão:

yk = ck

max5
i=1(ci)

onde ci, i = 1, 2, . . . , 5 corresponde às concentrações de cada um dos gases-chave.

Segundo, um valor absoluto referente a cada amostra, calculado de acordo com a



66

expressão:
y6 = log10( 5max

i=1
(ci))

onde ci, i = 1, 2, . . . , 5 corresponde às concentrações de cada um dos gases-chave.

A Tabela 4.9 exibe um subconjunto de 20 amostras de gases dissolvidos disponíveis
em Ganyun [35]. O tipo T na coluna ‘Tipo’ representa falhas por sobreaquecimento. É
possível observar a similaridade dos valores entre categorias distintas, fato que concorre
para a elevada complexidade do problema de identificação de padrões.

Tabela 4.9 – Amostras de concentrações de gases dissolvidos em óleo isolante

Nº H2 CH4 C2H4 C2H4 C2H6 Tipo
1 10 4 3 33 6 Normal
2 8,5 7,2 4,3 3,9 3,5 Normal
3 32 31 7,5 50 1,1 Normal
4 14,7 3,8 10,5 2,7 0,2 Normal
5 9,87 2,49 0,79 4,0 64,8 Normal
6 280 1500 150 1200 140 T
7 1400 3000 560 3500 4 T
8 249 726 278 938 0 T
9 228 380 82 1012 19 T
10 47 106 28,7 242,2 6,35 T
11 650 53 34 20 0 D1
12 1565 93 34 47 0 D1
13 160 90 27 17 5,8 D1
14 35 25 0 23 22 0 D1
15 0 5,2 5,12 9,58 14,6 D1
16 40,8 3 3,6 3,5 7,4 D2
17 285 36,3 75 8,4 133 D2
18 42 62 5 63 73 D2
19 260 130 29 84 92 D2
20 23 12 12 10 61 D2

A terceira série de dados de DGA utilizada no presente capítulo foi extraída do
relatório IEC 60599 – tabela TC10, conforme disponibilizado em [72]. A Tabela TC10
disponibiliza um abrangente conjunto de amostras de concentrações de gases dissolvidos
em óleo mineral isolante e as respectivas faltas identificadas por inspeção do equipamento

O trabalho de compilação de dados conduzido pelo IEC é relevante no sentido de
oferecer à comunidade científica dados provenientes de diversos equipamentos, incluindo
transformadores de potência com e sem comutadores de derivação em carga (CDC) — do
inglês On Load Tap Changer (OLTC) —, transformadores de instrumentos e reatores.

Em razão da abrangência e heterogeneidades dos dados disponíveis, vários trabalhos
de pesquisa encontrados na literatura utilizam a Tabela TC10. Como exemplos, amostras
da tabela são usados em [73] para validação de um método de classificação de faltas em
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transformadores com base em sistemas especialistas e em [74] para validar uma abordagem
baseada em modelos de regressão logística multinomial para a identificação de faltas.

Para a condução dos testes de validação do MSGS, foram selecionados da tabela
TC10 um total de 139 amostras de faltas em transformadores de alta tensão, onde 26
amostras são identificadas por inspeção como faltas por descarga de baixa energia, 48
amostras identificadas como faltas por descarga de alta energia, 34 amostras de faltas por
sobreaquecimento e 31 amostras de estado normal. A Tabela 4.10 lista um subconjunto de
20 amostras de gases dissolvidos disponíveis na Tabela TB10 e utilizados para validação
do MSGS [72].

Tabela 4.10 – Amostras de concentrações de gases dissolvidos em óleo isolante – TC10

Nº H2 CH4 C2H4 C2H4 C2H6 Tipo
1 134 134 0 45 157 Normal
2 100 200 20 200 200 Normal
3 0 225 3 110 225 Normal
4 105 125 10 166 71 Normal
5 100 50 15 50 65 Normal
6 1270 3450 8 1390 520 T
7 3420 7870 33 6990 1500 T
8 360 610 9 260 259 T
9 1 27 1 4 49 T
10 3675 6392 5 7691 2500 T
11 60 10 4 4 4 D1
12 95 10 39 11 0 D1
13 6870 1028 5500 900 79 D1
14 10092 5399 37565 6500 530 D1
15 650 81 270 51 170 D1
16 7150 1440 1760 1210 97 D2
17 620 325 244 181 38 D2
18 120 31 94 66 0 D2
19 755 229 460 404 32 D2
20 5100 1430 1010 1140 0 D2

Também a partir da Tabela 4.10 é possível observar tanto as similaridades entre
concentrações de gases em amostras de categorias distintas quanto a heterogeneidade entre
concentrações de gases em amostras de uma mesma categoria de faltas. Estas características
do problema tornam complexa a correta identificação das faltas em transformadores de
alta tensão.

4.4 RESULTADOS ALCANÇADOS

Conforme informado na Seção 4.3, a validação do MSGS para o problema do
diagnóstico de faltas internas em transformadores de alta tensão é realizada através de
três conjuntos de experimentos computacionais que utilizam bases de dados distintas de
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concentrações de gases dissolvidos em óleo isolante obtidas na literatura científica. Todos
os algoritmos foram executados utilizando o software Matlab© versão R2012b rodando sob
sistema operacional Windows© 8.1 em um computador equipado com processador Intel©

Core i7 e 8GB de memória RAM.

Em todos os experimentos realizados para a validação do MSGS é utilizada a técnica
denominada ‘one-againt-all’ com o objetivo de classificar corretamente as amostras de uma
determinada categoria de dados em relação as demais classes consideradas no problema. No
presente Capítulo, são identificadas quatro categorias de estados do transformador (estado
normal, sobreaquecimento, descarga de baixa energia e descarga de alta energia). Portanto,
o MSGS deve gerar quatro redes neurais distintas para implementar o algoritmo classificador
de faltas em transformadores de potência. Observa-se, porém, que a construção de cada
RNA é realizada pelo próprio MSGS, cujo algoritmo é capaz de calcular automaticamente os
parâmetros da rede (peso dos neurônios e número de neurônios por camada intermediária).

4.4.1 Validação por Zhang

O primeiro teste de validação do MSGS para o diagnóstico de faltas em transfor-
madores de potência emprega a base de dados disponível em Zhang e colaboradores [60].
A Tabela 4.11 apresenta tanto os resultados obtidos no trabalho original quanto através
do MSGS.

Conforme pode ser observado na Tabela 4.11, a classificação das faltas pelo MSGS
obteve uma acurácia de 100%, tomando-se como base o diagnóstico formulado por inspeção
do equipamento. Faltas identificadas como ‘T’ incluem ocorrências por sobreaquecimento
dos tipos T1, T2 e T3. Faltas identificadas como ‘D’ incluem ocorrências de arcos elétricos
dos tipos D1 e D2. Nas linhas 2 e 4, as faltas identificadas como ‘D&T’ significa que as
amostras foram classificadas, no artigo original, como uma ocorrência de sobreaquecimento
e arco elétrico concomitante. Na linha 6, a falta identificada como ‘PD’ significa que a
amostra foi classificada como uma ocorrência de descarga parcial no óleo ou superficial. A
amostra de número 10 na Tabela 4.11 é diagnosticada como condição normal de operação
devido as concentrações muito baixas de gases dissolvidos no óleo isolante. Em situações
como esta, ocorre uma elevada margem de erro no processo de identificação de faltas e
sugere-se o descarte da amostra [63].

Conclui-se, portanto, que o algoritmo classificador do MSGS obteve o resultado
esperado para o primeiro teste de validação para faltas em transformadores de alta tensão.

4.4.2 Validação por Ganyun

O segundo teste de validação do MSGS referente ao diagnóstico de faltas em
transformadores de potência utiliza a base de dados disponível em Ganyun e colaboradores
[35]. A Tabela 4.12 apresenta os resultados obtidos pelo algoritmo classificador do MSGS.
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Tabela 4.11 – Resultados da base de dados de Zhang

N° Inspeção Zhang MSGS
1 T T T
2 D D&T D
3 T T T
4 D D&T D
5 T T T
6 PD PD PD
7 T T T
8 T T T
9 D D D
10 Normal Normal Normal

O objetivo do teste é reproduzir os resultados obtidos por Ganyun [35] ao utilizar
um conjunto de 75 dados históricos de concentrações de gases dissolvidos em óleo isolante
extraídos de um transformador de 500kV utilizado por uma concessionária de energia
elétrica chinesa.

Os cinco gases-chave utilizados neste teste de validação são o hidrogênio, metano,
etano, etileno e acetileno. Quatro categorias de estados do transformador devem ser
identificadas pelo algoritmo classificador (estado normal, sobreaquecimento térmico, des-
carga de baixa energia e descarga de alta energia). No trabalho original [35], a base
de dados utilizada passa por uma etapa de pré-processamento cujo objetivo é reduzir a
dimensionalidade do problema.

A Tabela 4.12 exibe os resultados comparativos entre os dois métodos. A coluna
‘Inspeção’ mostra o estado do transformador, conforme identificado por inspeção do
equipamento em serviço. Faltas por aquecimento, identificadas por ‘Térmico’, incluem
os tipos T1, T2 e T3, conforme especificados anteriormente na Tabela 4.1. A coluna
‘Treinamento’ apresenta o número de amostras usadas na etapa de treinamento e a coluna
‘Teste’ lista o número de amostras usadas na etapa de teste. Como pode ser observado,
para todos os tipos de falta, foram conduzidos testes utilizando 25% e 30% do total de
amostras disponíveis na base de dados. Finalmente, a coluna ‘Diagnóstico’ exibe o número
de diagnósticos corretos obtidos pelo MSGS.

Para este segundo teste de validação referente à identificação de faltas em trans-
formadores de alta tensão, o algoritmo classificador do MSGS obteve resultado idêntico
àquele alcançado pelo método anteriormente proposto [35], de 100% de acerto na etapa
de teste para todas as categorias de faltas consideradas. Entretanto, deve ser enfatizado
que o MSGS não requer uma etapa prévia de preparação dos dados de concentrações de
gases dissolvidos em óleo isolante, ao contrário da técnica baseada em SVM de Ganyun e
colaboradores.

Alguns aspectos importantes devem ser observados em relação à condução dos
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Tabela 4.12 – Resultado da base de dados de Ganyun

Inspeção Treinamento Teste Diagnóstico
Normal 55 (75%) 20 (25%) 20 (100%)
Normal 51 (70%) 24 (30%) 24 (100%)
Térmico 55 (75%) 20 (25%) 20 (100%)
Térmico 51 (70%) 24 (30%) 24 (100%)

D1 55 (75%) 20 (25%) 20 (100%)
D1 51 (70%) 24 (30%) 24 (100%)
D2 55 (75%) 20 (25%) 20 (100%)
D2 51 (70%) 24 (30%) 24 (100%)

testes com a base de dados de Ganyun:

• A separação das amostras para as etapas de treinamento e teste da RNA é precedida
pela execução de um procedimento de embaralhamento dos dados. Assim, a cada
nova utilização do conjunto de amostras existentes, uma combinação diferente é
associada a cada uma das duas etapas do algoritmo classificador.

• A divisão percentual das amostras disponíveis para utilização nas etapas de trei-
namento e teste considerou duas situações distintas. Foram conduzidas validações
empregando 25% dos dados para teste (e, consequentemente, 75% para treinamento)
e validações com 30% dos dados usados para teste (e 70% para treinamento).

4.4.3 Validação pelo IEC 60599

O terceiro teste de validação do MSGS referente ao diagnóstico de faltas em
transformadores de potência utiliza a base de dados TC10 originalmente compilada pelo
IEC e publicada no relatório técnico 60599, disponível em Duval [72]. Algumas amostras de
concentrações dos gases-chaves encontrados na base de dados TC10 podem ser examinadas
na Tabela 4.10 (em ppm).

Este teste de validação utiliza 139 amostras de concentrações de gases dissolvidos
em óleo isolante, cujas faltas são identificadas por inspeção, conforme apresentado na
Tabela TC10. Trata-se do procedimento de validação mais complexo do presente trabalho
no que se refere ao diagnóstico de faltas em transformadores e que envolve uma base de
dados com elevado número de dados, conforme disponível na literatura científica sobre o
assunto.

O objetivo desta validação consiste em comparar a acurácia do algoritmo classi-
ficador do MSGS em relação a três outros métodos importantes de reconhecimento de
padrões relatados na literatura e baseados em técnicas oriundas de IA:

• Redes neurais artificiais do tipo perceptron multicamadas, conforme utilizadas nos
trabalhos de Morais e Rolim [63] e Yang e Hu [74]
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• Máquinas de vetores de suporte, empregadas nos artigos publicados por Ganyun et
al. [35] e Souahlia et al. [75]

• Mínimos quadrados em máquinas de vetores de suporte (LS-SVM), do inglês Least
Square SVM, conforme usados nos trabalhos de Wenhu et al. [76] e Zheng e Craven
[7].

A implementação computacional dos algoritmos de RNA, SVM e LS-SVM utili-
zaram, respectivamente, as toolboxes do Matlab© denominadas ‘Neural Network’, ‘Bioin-
formatics’ e ‘LS-SVMlab’. Especificamente em relação ao toolbox de RNA, foi utilizada a
função ‘patternet’ para reconhecimento de padrões, com a especificação de uma camada
oculta de 30 neurônios. Utilizando-se o software Matlab©, foram realizados testes adicio-
nais variando-se a quantidade de neurônios na camada intermediária da rede, obtendo-se
resultados semelhantes àqueles observados quando se utilizou 30 neurônios.

Com relação ao toolbox de Bioinformática, o procedimento executado neste trabalho
utilizou o conjunto de funções de aprendizado estatístico com o objetivo de promover a
classificação das amostras de gases de acordo com o modelo SVM. Especificamente, foram
utilizadas as funções ‘svmtrain’ e ‘svmclassify’.

Mínimos quadrados em máquinas de vetores de suporte consiste em uma adaptação
proposta por Suykens e Vandevalle [23] para aplicação de SVM em problemas de reconhe-
cimento de padrões e de regressão linear. Segundo os autores do método, LS-SVM utiliza
sistemas lineares e funções de custo baseadas em mínimos quadrados, ao contrário de
SVM, que emprega programação quadrática. Ainda segundo os autores, LS-SVM possui
uma fndamentação matemática mais simples e desempenho computacional superior em
comparação a SVM padrão.

A implementação computacional do método LS-SVM utilizou a toolbox denominada
LS-SVMlab, versão 1.8 [23]. Especificamente, foram empregadas as funções ‘trainlssvm’
para a etapa de treinamento e ‘simlssvm’ para a etapa de teste. Os parâmetros para
execução foram ‘gam=10’ e ‘kernel=RBF_Kernel’.

Para este terceiro conjunto de testes de validação, foram adotados os seguintes
critérios para condução do experimento computacional:

• A separação das amostras para as etapas de treinamento e teste foi antecedida por um
procedimento de embaralhamento dos dados. Por conseguinte, a cada nova execução
do experimento, os conjuntos de dados de treinamento e teste eram diferentes.

• Os experimentos foram conduzidos utilizando tanto 25% dos dados para teste (e,
consequentemente, 75% para treinamento) quanto 30% dos dados para teste (e,
portanto, 70% para treinamento).
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• Para cada um dos três métodos a serem comparados, foi conduzido igual número de
experimentos computacionais e coletado o melhor resultado alcançado.

A Tabela 4.13 exibe os resultados comparativos do número de acertos absolutos
referente a cada um dos métodos avaliados. Para cada categoria de dados (condição normal,
sobreaquecimento, descarga de baixa energia e descarga de alta energia) a Tabela 4.13
exibe os resultados obtidos utilizando-se 25% e 30% das amostras para teste do algoritmo
classificador.

Na Tabela 4.13, a coluna ‘Nº’ exibe o número de amostras utilizadas para a etapa
de teste. A coluna ‘Teste’ apresenta a porcentagem de dados usada na etapa de teste. A
coluna ‘MSGS1’ mostra a quantidade de diagnósticos corretos obtidos pelo MSGS. A coluna
‘MSGS2’ mostra a quantidade de diagnósticos corretos obtidos pelo MSGS considerando-se
a adição de um ruído nas amostras da base de dados TC10 em um percentual de até 20%
assumindo uma distribuição uniforme. As colunas identificadas como ‘RNA’, ‘SVM’ and
‘LS-SVM’ listam, respectivamente, o total absoluto de diagnósticos corretos considerando-se
os algoritmos de RNA do tipo perceptron multicamadas, máquina de vetor de suporte e
mínimos quadrados em máquinas de vetores de suporte. Os valores destacados em negrito
representam os melhores resultados alcançados para cada caso considerado.

Tabela 4.13 – IEC TC10 – Comparação de resultados

Nº Teste MSGS1 MSGS2 RNA SVM LS-SVM
Condição Normal
35 25% 35 34 27 24 30
43 30% 42 40 33 30 38
Sobreaquecimento – T1, T2 e T3
36 25% 35 35 29 33 34
43 30% 42 40 36 39 38
Descarga de baixa energia – D1
36 25% 32 33 29 28 30
42 30% 38 38 36 34 35
Descarga de alta energia – D2
35 25% 29 25 24 28 29
43 30% 37 34 33 34 34

A Tabela 4.14 apresenta os resultados percentuais referentes aos valores absolutos
listados na Tabela 4.13.

A partir dos resultados apresentados na Tabela 4.13 e Tabela 4.14, é possível
observar que o MSGS obtém o mais alto índice de acertos na identificação dos estados do
transformador, considerando-se tanto os casos de teste com 25% das amostras quanto com
30% das amostras disponíveis na base de dados. Apenas para o experimento referente
à classificação de descargas de alta energia utilizando-se 25% das amostras para teste
da RNA é possível observar que o método LS-SVM iguala o resultado de 83% de acerto



73

Tabela 4.14 – IEC TC10 – Comparação de resultados percentuais

%Teste MSGS1 MSGS2 RNA SVM LS-SVM
Condição Normal
25% 100% 97% 78% 69% 86%
30% 98% 93% 77% 70% 88%
Sobreaquecimento – T1, T2 e T3
25% 97% 97% 81% 92% 94%
30% 98% 93% 84% 91% 88%
Descarga de baixa energia – D1
25% 86% 92% 81% 78% 83%
30% 91% 91% 89% 81% 83%
Descarga de alta energia – D2
25% 83% 78% 69% 80% 83%
30% 85% 79% 77% 79% 79%

alcançado pelo MSGS. Pelos resultados apresentados, também observa-se que o MSGS
mantém uma elevada taxa de acerto mesmo considerando a inserção de ruídos aleatórios
na base de dados utilizada para o experimento computacional.

A elevada heterogeneidade das amostras de concentrações de gases que compõem
a TC10 torna o problema do reconhecimento de padrões bastante complexo. Conforme
pode ser observado na Tabela 4.14, o MSGS alcança a taxa de acerto máxima para o caso
de estado normal considerando 25% dos dados na etapa de teste. A categoria de faltas
por descarga de alta energia apresenta a menor taxa de acertos entre as quatro classes
de dados consideradas. Mesmo assim, o MSGS obtém índices de classificação corretos
superiores a 80%.

4.4.4 Comparação com Métodos Tradicionais

Para efeito de comparação com os resultados obtidos pelo MSGS, a base de dados
do relatório IEC 60599 – TC10 é processada através de três técnicas tradicionais para
identificação de faltas em transformadores de potência que usam as concentrações de
gases-chave como parâmetros de análise: método de Doernenburg; método de Rogers
(adaptado segundo o relatório IEEE C57.104); e relatório IEC 60599.

Os resultados da identificação de faltas através dos métodos clássicos são apresen-
tados na Tabela 4.15. Todos os algoritmos computacionais foram implementados através
de uma abordagem baseada em árvores de decisão. Uma vez que nem todos os métodos
consideram a condição normal do equipamento como um dos estados possíveis a serem
classificados, o experimento identifica apenas faltas por sobreaquecimento térmico (tipos
T1, T2 e T3), descargas de baixa energia (D1) e descargas de alta energia (D2).

Na Tabela 4.15, a coluna ‘Nº’ lista a quantidade de amostras avaliadas para cada
um dos tipos de falta e as colunas ‘Doern.’, ‘Rogers’ e ‘IEC’ exibem o resultado percentual
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de diagnósticos corretos alcançados por cada um dos três métodos clássicos considerados.
As colunas ‘MSGS’ e ‘MSGS*’ referem-se, respectivamente, ao MSGS aprimorado e à
versão anterior do MSGS.

É possível observar na Tabela 4.15 que os melhores resultados obtidos pelos métodos
tradicionais referem-se às faltas por descarga de alta energia, cujo índice de acerto chega
a igualar ao MSGS (85%). Entretanto, as taxas de acerto dos métodos de Doernenburg
e Rogers apresentam elevada variação, mantendo-se particularmente baixas para o caso
de faltas do tipo D1. Somente o método proposto pelo IEC se mantêm consistentes para
todas as categorias de dados, embora com índices de acerto não superiores ao MSGS.

Tabela 4.15 – Métodos clássicos de diagnóstico de faltas por gases-chave

Falta Nº MSGS MSGS* Doern. Rogers IEC
Térmica 34 33 (98%) 32 (97%) 27 (79%) 22 (65%) 26 (76%)

D1 26 24 (92%) 24 (92%) 5 (19%) 6 (12%) 20 (77%)
D2 48 41 (85%) 38 (79%) 41 (85%) 33 (69%) 41 (85%)

Ao comparar-se os resultados obtidos pelo MSGS, tanto em relação a outros
métodos baseados em IA (RNA, SVM e LS-SVM) quanto aos métodos tradicionais
(Rogers, Doernenburg e IEC), é possível observar a robustez e a acurácia do método
proposto neste trabalho. Em razão dos índices de acerto alcançados nos experimentos de
validação conduzidos, pode-se apontar o MSGS aprimorado como uma alternativa atrativa
para o diagnóstico de faltas em transformadores de alta tensão.

Mais importante, o MSGS aprimorado se apresenta como um método robusto e
eficiente para aplicação em problemas relacionados ao reconhecimento de padrões em
sistemas de energia elétrica.

4.4.5 Aspectos Computacionais do MSGS Aprimorado

Uma característica importante da estrutura das redes neurais geradas pelo MSGS
é a elevada capacidade de generalização. A Figura 4.3 exibe o gráfico das taxas de acerto
das RNAs em função da porcentagem de amostras utilizadas na etapa de treinamento
(representado por uma linha sólida). As amostras utilizadas na Figura 4.3 referem-se
à condição normal do transformador, conforme identificação por inspeção. A Figura
4.3 também apresenta os tempos de execução computacional do MSGS em função do
tamanho do conjunto de amostras utilizado na etapa de treinamento (representado por
uma tracejada).

Conforme pode ser observado na Figura 4.3, a taxa de acertos alcança 100% quando
75% das 139 amostras do TC10 são utilizadas na etapa de treinamento e, consequentemente,
25% das amostras são usadas na etapa de teste da RNA. Nesta configuração, utilizando
a plataforma de hardware e software indicada no início desta Seção 4.4, a execução
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Figura 4.3 – Desempenho do MSGS aplicado ao diagnóstico de faltas em transformadores

computacional do MSGS gasta cerca de 8 segundos para processar completamente o
algoritmo, desde a construção das redes neurais necessárias à classificação das quatro
categorias de estados do transformador até o diagnóstico de todas as amostras utilizadas
na etapa de teste. Utilizando-se acima de 75% das amostras na etapa de treinamento, a
rede neural torna-se superespecializada enquanto o tempo de execução mantém tendência
de crescimento.

Em razão desta análise, os experimentos computacionais cujos resultados são
apresentados neste Capítulo 4, utilizando o MSGS para o diagnóstico de faltas em trans-
formadores de alta tensão, adotam as porcentagens de 25% e 30% do total de amostras
utilizadas para validar o algoritmo proposto.

O desempenho computacional do MSGS aprimorado pode ser considerado similar
ao de outros métodos baseados em IA utilizados no presente trabalho. Acrescenta-se ainda
que o diagnóstico de faltas em transformadores de potência é um procedimento executado
intrinsecamente offline, a partir das concentrações dos gases-chave diluídos no óleo isolante
dos equipamentos, cujos valores são obtidos através da técnica de cromatografia gasosa
[28].

A Figura 4.3 destaca também a elevada capacidade de generalização do MSGS
aplicado ao diagnóstico de faltas em transformadores. O algoritmo alcança um índice de
acerto próximo a 90% utilizando apenas 10% das amostras do TC10 na etapa de treina-
mento, o que equivale a 14 amostras em um total de 139. Esta importante característica
do MSGS sugere a aplicação do método em problemas de reconhecimento de padrões onde
a disponibilidade de dados de entrada é reduzida ou de difícil obtenção.
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4.5 CONCLUSÕES

Este capítulo teve por objetivo detalhar a investigação da aplicabilidade do MSGS
aprimorado ao problema do diagnóstico de faltas incipientes em transformadores de
potência, uma das maiores contribuições científicas do trabalho.

O texto apresentou a técnica de diagnóstico de faltas incipientes em transformadores
de alta tensão a partir da análise de gases dissolvidos em óleo isolante e mostrou os métodos
clássicos de classificação baseados nesta abordagem. Em seguida, foram apresentadas
as bases de dados de faltas em transformadores encontradas na literatura científica e
utilizadas no processo investigativo.

O estudo investigativo apresentou resultados relevantes comparados com outras
técnicas e métodos de classificação de faltas incipientes disponíveis na literatura, fato
que contribuiu para conclusão favorável quanto à aplicabilidade do MSGS aprimorado a
problemas de reconhecimento de padrões em sistema de energia elétrica.
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5 DIAGNÓSTICO DE FALTAS EM LINHAS AÉREAS DE TRANSMIS-
SÃO EM CIRCUITO DUPLO

5.1 INTRODUÇÃO

Este Capítulo tem por objetivo apresentar a investigação da aplicabilidade do
Método das Segmentações Geométricas Sucessivas aprimorado ao problema da identificação
e localização de faltas em linhas aéreas de transmissão em circuito duplo.

A complexidade inerente ao problema deve-se à existência de diversos fatores a
serem considerados na prototipagem como, por exemplo, os parâmetros das torres, linhas
e fontes de tensão. Além desses aspectos, o diagnóstico de faltas em linhas de transmissão
em circuito duplo é fortemente influenciado pelo efeito da indutância mútua entre os
condutores em paralelo.

5.2 LINHAS ÁREAS DE TRANSMISSÃO EM CIRCUITO DUPLO

Um sistema de energia elétrica deve ser projetado para atender à demanda de carga
dentro de padrões estabelecidos de qualidade, confiabilidade e continuidade. Todavia,
um SEP encontra-se sujeito a condições adversas e imprevisíveis que podem acarretar
interrupções em pontos aleatórios do sistema. Os mecanismos de proteção do sistema
de energia elétrica tem como principal objetivo a rápida eliminação de falhas elétricas
isolando o menor trecho possível da rede. A configuração de um sistema de proteção
deve manter índices elevados de continuidade do serviço, minimizar eventuais prejuízos
materiais e garantir a segurança de vidas humanas [77] [78]. Neste contexto, o objetivo de
um sistema de proteção por relés consiste em detectar a presença de sinais anormais na
linha de transmissão e que possam estar relacionados com a ocorrência de faltas elétricas
[79].

Linhas aéreas paralelas em circuito duplo podem contribuir para um aumento
significativo na capacidade de transmissão de energia em SEP. Além disso, as linhas
de transmissão em circuito duplo colaboram para elevar a confiabilidade e a segurança
do sistema elétrico [80]. Entretanto, o problema do diagnóstico de faltas em linhas de
transmissão de circuito duplo é mais complexo do que em linhas de circuito simples. Este
fato deve-se principalmente ao acoplamento mútuo entre fases de ambos os circuitos e que
acarreta distorções na forma dos sinais medidos pelo sistema de proteção [81]. Outro fator
complicador é a possibilidade de faltas envolvendo fases de circuitos distintos em razão da
proximidade entre os condutores [82].
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5.3 CARACTERIZAÇÃO DE FALTAS EM CIRCUITOS DUPLOS

Os primeiros artigos científicos que tratam do problema da identificação de faltas
em linhas áreas de transmissão de energia elétrica datam desde a década de 1950 [83].
Alguns autores abordavam as dificuldades e os problemas identificados para a localização
de faltas em linhas aéreas de transmissão quando utilizado o método convencional de
identificação visual do ponto de falta através de patrulha ou helicóptero [77].

Os trabalhos publicados apontam para a necessidade da rápida detecção de uma
falta no sistema e para o isolamento da parte afetada do restante da rede. Observa-se que
o mecanismo de proteção para as linhas de transmissão envolve três etapas distintas: (a)
detecção da falta no sistema; (b) identificação do tipo de falta; (c) localização da falta.
A rapidez e a acurácia na identificação de faltas são necessárias porque contribuem para
agilizar e aprimorar os trabalhos técnicos de reparo da linha e restauração do sistema,
melhorando a confiabilidade e a disponibilidade no fornecimento de energia elétrica [79].
Artigos mais recentes relatam que em SEP modernos, o diagnóstico de faltas constitui um
aspecto que consome elevado montante de recursos [84].

Concomitante com o rápido desenvolvimento dos sistemas de energia elétrica, as
linhas aéreas paralelas de circuito duplo tornaram-se largamente utilizadas em razão
de diversas vantagens proporcionadas, entre elas, o menor investimento em custos de
construção e manutenção das linhas e a redução do espaço físico demandado para o sistema
de transmissão. Todavia, em comparação com as linhas aéreas de circuito simples, o
diagnóstico de faltas apresenta desafios consideráveis em circuitos duplos.

Os aspectos mais relevantes observados neste caso são (a) a relativa proximidade
entre os condutores em linhas paralelas, que podem causar diversos tipos de faltas diferentes,
seja envolvendo uma ou mais fases de um único circuito ou mesmo entre fases de circuitos
distintos; (b) a ocorrência da indutância mútua não apenas entre fases do mesmo circuito
mas também entre fases dos dois circuitos. Assim sendo, quando uma falta ocorre em
uma linha de circuito duplo, a tensão residual na barras é determinada pelas correntes em
ambos os circuitos [82].

A maioria dos algoritmos convencionais construídos para o diagnóstico de faltas em
linhas aéreas de transmissão baseiam-se na medição das magnitudes de tensão e corrente
nos terminais do trecho em análise. Incrementos na magnitude da corrente ou decrementos
na magnitude de tensão são considerados como parâmetros relacionados a ocorrência de
faltas no sistema [85].

Dependendo do local onde os sinais elétricos de tensão e corrente são medidos, duas
abordagens distintas podem ser consideradas para o diagnóstico da falta. Uma primeira
abordagem envolve a coleta de dados em um único terminal enquanto uma abordagem
alternativa considera a medição dos valores nos dois terminais do segmento da linha de
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transmissão [82].

Comparativamente, algoritmos que empregam medições em dois terminais tendem a
produzir resultados mais precisos. Entretanto, trata-se de uma abordagem mais sofisticada,
que exige a adoção de mecanismos de sincronização de tempo para a correta medição dos
dados em terminais remotos. Por esta razão, o custo envolvido no processo de aquisição de
dados para a execução dos algoritmos baseados em dois terminais da linha de transmissão
tende a ser mais elevado [84].

A consideração que se faz neste trabalho é que a técnica adotada para o diagnóstico
de faltas em linhas de transmissão em circuito duplo seja mais econômica, além de atender
a requisitos de precisão e velocidade. Por conseguinte, assim como em outros trabalhos
publicados na literatura científica, o algoritmo MSGS aprimorado emprega os dados de
medição em apenas uma barra do sistema porque este enfoque contribui para simplificar o
processo de aquisição de dados.

A complexidade inerente à modelagem de sistemas de proteção para linhas aéreas de
transmissão em circuito duplo deve-se à existência de diversos fatores a serem considerados
na prototipagem. Entre estes fatores, o tipo de falta — ou seja, quantas e quais fases estão
envolvidas —, a resistência da falta e do aterramento, o ângulo de inserção da falta, além
ainda dos parâmetros das torres, das linhas e das fontes de tensão, todos estes aspectos
influenciam na caracterização do fenômeno elétrico. Por conseguinte, a elaboração de
um modelo realista para o estudo de faltas em circuito duplo requer o ajuste preciso dos
diversos elementos envolvidos [84].

A abordagem para validação do MSGS procura levar em consideração diversos
destes aspectos, como a variação na resistência de falta e a modelagem precisa dos
parâmetros das torres, linhas e fontes de tensão que compõem o sistema elétrico.

5.4 TRABALHOS CORRELATOS NA LITERATURA

Tendo em vista a relevância do tema escolhido neste Capítulo 5 para a validação
do algoritmo MSGS, é possível identificar trabalhos correlatos publicados na literatura
científica. Nos artigos [86] e [84] são apresentadas duas propostas semelhantes para a
localização de faltas em linhas de transmissão em circuito duplo baseadas em RNAs do
tipo perceptron multicamadas com regra de aprendizado por retropropagação. Ambos
os trabalhos têm os algoritmos validados a partir de dados medidos em dois terminais
de uma linha de transmissão pertencente ao sistema elétrico da Espanha. Os dados de
entrada para o algoritmo são os módulos de tensão e corrente. Ambos os artigos tratam
apenas de faltas em circuitos simples e o modelo proposto considera apenas a variação do
parâmetro relacionado à resistência de falta.

Em [87] é apresentada uma abordagem por RNA para a classificação de faltas
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em circuitos duplos. O conjunto de dados de entrada são simulados considerando-se
variações em parâmetros como tipo de falta, localização da falta, resistência da falta e
ângulo de incidência da falta. Embora os autores sustentem que o algoritmo proposto
seja capaz de obter melhores resultados para a classificação de faltas em circuitos duplos
em comparação com outras técnicas encontradas na literatura, o método não trata do
problema da localização das faltas.

O trabalho de [88] propõe uma RNA para a determinação do ponto de falta em
linhas de transmissão em circuito duplo alimentadas em ambos os terminais. O artigo
considera a simulação de dez tipos distintos de faltas porém em um mesmo circuito. A
abordagem considera a coleta de dados em uma única barra e emprega os componentes
fundamentais (60Hz) dos sinais trifásicos de tensão na barra e de corrente em ambos os
circuitos. O artigo não trata de faltas intercircuitos, ou seja, que envolvam fases dos dois
circuitos.

Em [85] é apresentado um estudo comparativo que considera três tipos de RNAs
aplicadas ao problema do diagnóstico de faltas em linhas aéreas de transmissão em circuito
duplo. Os autores utilizam como dados de entrada para as redes neurais os valores dos
componentes de sequência das correntes de falta em ambos os terminais do trecho da linha
modelado. O trabalho avalia dez tipos de faltas no total, incluindo faltas entre fases de
um mesmo circuito e entre fases dos dois circuitos.

5.5 MSGS APRIMORADO APLICADO AO DIAGNÓSTICO DE FALTAS EM CIR-
CUITOS DUPLOS

A aplicação do MSGS ao problema da classificação e localização de faltas em linhas
aéreas de transmissão em circuito duplo é o foco deste Capítulo 5. O algoritmo classificador
proposto baseia-se em uma abordagem geométrica para a construção de um conjunto de
RNAs do tipo perceptron multicamadas.

Um dos aspectos mais relevantes do processo de validação apresentado neste Capí-
tulo 5 refere-se à elaboração do modelo computacional capaz de representar detalhadamente
o problema físico abordado. Este modelo foi desenvolvido levando-se em consideração os
principais parâmetros que contribuem para um equacionamento realista do diagnóstico de
faltas em circuitos duplos.

Os dados de entrada adotados para a validação do MSGS consistem das magni-
tudes de tensão e corrente coletadas em um único terminal da linha de transmissão. O
modelo computacional de um SEP simplificado foi usado para gerar um conjunto amplo e
diversificado de faltas em uma linha em circuito duplo. Este modelo leva em consideração
diversos parâmetros relevantes para uma descrição cuidadosa do fenômeno físico das faltas
em linhas aéreas de transmissão, incluindo as configurações dos cabos e estrutura das
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torres, capacidade de curto-circuito, impedância da fonte e resistência de aterramento. Os
dados gerados consideram os efeitos provocados pela variação de diversos parâmetros do
modelo, incluindo resistência de falta, ângulo de incidência, fases e circuitos envolvidos e a
distância em relação à barra de medição.

De forma mais específica, os dados de entrada para o MSGS compõem-se das
magnitudes das componentes simétricas da tensão trifásica medida unicamente no terminal
local da linha e também das magnitudes das componentes simétricas das correntes trifásicas
medidas em ambos os circuitos, implementado no Matlab©/Simulink©/SimPowerSystem©.
A representação dos valores medidos de tensão e corrente gerados no modelo computacional
são expressos em relação à condição pré-falta do sistema. Matematicamente, o algoritmo
considera as relações (Vt/Vpf) e (It/Ipf), onde Vt e It representam as medições em um
instante t no intervalo de tempo considerado e Vpf e Ipf representam os valores pré-falta.

No presente trabalho, o problema do diagnóstico de faltas em linhas de transmissão
é divido em duas etapas. Inicialmente, um conjunto específico de RNAs deve ser construído
pelo MSGS para identificar o tipo de falta ocorrida, o que implica em determinar quais
as fases e circuitos foram afetados pela falta. Na etapa seguinte, um novo conjunto de
RNAs é definido pelo MSGS com o objetivo de identificar o local da falta, medido em
quilômetros de distância em relação ao terminal usado para a medição dos dados.

O desenvolvimento do modelo computacional do SEP utilizado para a simulação
dos dados de falta em uma linha aérea de transmissão de alta tensão em circuito duplo
utilizou o software Matlab©/Simulink©/SimPowerSystem©. O Simulink© consiste em uma
ferramenta para modelagem, simulação e análise de sistemas dinâmicos, integrada ao
Matlab© e que oferece ao usuário uma interface gráfica baseada em diagramas de blocos
customizáveis [89]. SimPowerSystem© é uma biblioteca de componentes que pode ser
agregada ao Simulink para prover recursos específicos direcionados à modelagem e análise
de sistemas elétricos de potência.

Em geral, os modelos relacionados a transientes eletromagnéticos em sistemas
elétricos de potência são implementados no EMTP©/ATP© ou no Matlab©/Simulink©.
Enquanto EMTP©/ATP© é considerado um software específico para simular problemas
envolvendo transientes, o Matlab©/Simulink© permite ainda a incorporação de faltas e
mecanismos de proteção por relés no sistemas emulados [90].

Todos os testes de validação do MSGS referentes ao diagnóstico de faltas em linhas
áreas de transmissão em circuito duplo foram executados no Matlab© versão R2012a
rodando sobre o sistema operacional Windows© versão 8.1. O hardware utilizado foi um
processador Intel© Core i7 com 8GB de memória RAM.

Atualmente, muitos recursos tem sido incorporados nos sistemas de proteção,
incluindo-se os registros oscilográficos executados diretamente por relés ou por registradores
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digitais de faltas (DFR, do inglês Digital Fault Recorder). Tais instrumentos disponibilizam
aos engenheiros eletricistas dados relevantes sobre as correntes e tensões de falta em um
SEP. Este conjunto de informações, juntamente com os diversos parâmetros do modelo de
linha de transmissão, permitem identificar o tipo e a localização de faltas no sistema [91].

A disponibilidade de uma base de dados originada a partir de um SEP real representa
a condição ideal para os estudos de faltas em circuitos duplos. Entretanto, tal recurso
usualmente não se encontra disponível na literatura científica. Na maioria dos trabalhos
publicados, é possível constatar que se faz necessário a geração de um repositório de dados
a partir de um modelo computacional aderente ao problema abordado. Conforme descrito
na Seção 5.5, este estudo emprega um modelo computacional de um sistema elétrico para
gerar o conjunto de eventos de faltas a ser utilizado pelo algoritmo classificador do MSGS.

Neste trabalho, o modelo computacional tem por objetivo representar um SEP
na frequência fundamental de 60 hertz composto por uma linha aérea de transmissão em
circuito duplo com uma extensão equivalente a 100 quilômetros, conectada a duas fontes
de tensão trifásicas e equilibradas com as respectivas impedâncias R-L internas.

Na Figura 5.1, que exibe o diagrama de blocos do SEP no Matlab©/Simulink©,
estes elementos são representados pelos blocos denominados ‘Generator 1’ e ‘Generator
2’, modelados a partir de blocos do SimPowerSystems©. As duas fontes de tensão são
conectadas em Y com neutro aterrado e ambas apresentam capacidade de curto circuito
do equivalente de Thévenin igual a 1,25GVA. As relações XS/Rs são iguais a 10.

Figura 5.1 – Diagrama de blocos do SEP modelado

Ainda na Figura 5.1, o bloco ‘Segment 1’ modela o trecho da linha de transmissão
compreendido entre o terminal de origem (‘Bus 1’) e o ponto de ocorrência da falta
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(‘Fault Line 1’ e/ou ’Fault Line 2’ dependendo dos circuitos envolvidos). O bloco utiliza o
modelo de parâmetros distribuídos cujos valores são apresentados na Tabela 5.1 — dados
de sequência positiva e sequência zero referentes a uma linha de transmissão trifásica
com transposição de cabos mais os dados de sequência mútua positiva e zero para linhas
trifásicas em circuito duplo.

Os parâmetros R, L e C apresentados na Tabela 5.1 foram levam em consideração
as características dos condutores utilizados e o arranjo geométrico das torres, conforme
observado em trabalhos científicos publicados anteriormente [88] [77][92]. De forma similar,
o bloco ‘Segment 2’ modela o trecho da linha de transmissão compreendido entre o ponto
de ocorrência da falta e o terminal remoto da linha (‘Bus 2’).

Tabela 5.1 – Parâmetros do modelo da linha
Resistência de sequência positiva 0.018396Ω/km
Resistência de sequência zero 0.21886Ω/km
Resistência mútua de sequência zero 0.20052Ω/km
Indutância de sequência positiva 9.2974e-4H/km
Indutância de sequência zero 3.2829e-3H/km
Indutância mútua de sequência zero 2.0802e-3H/km
Capacitância de sequência positiva 1.2571e-8F/km
Capacitância de sequência zero 7.8555e-9F/km
Capacitância mútua de sequência zero 2.0444e-9F/km

Os blocos ‘Fault Line 1’ e ‘Fault Line 2’ na Figura 5.1 definem os parâmetros
para a ocorrência de faltas (curto-circuito) nos circuitos 1 e 2 respectivamente. Diversos
parâmetros desses blocos podem ser ajustados de acordo com as características da simulação
a ser executada, incluindo as fases e circuitos envolvidos no evento, resistência da falta,
ângulo de inserção da falta, resistência de aterramento e outros.

5.5.1 Detecção de Faltas

A detecção do evento de curto-circuito representa a primeira etapa a ser processada
por um algoritmo para o diagnóstico de faltas em linhas aéreas de transmissão. A ocorrência
de uma falta provoca a variação no sinal da corrente elétrica ou da tensão, fenômeno
caracterizado por picos na magnitude ou no ângulo de fase em relação aos valores pré-falta.
A maioria das faltas é detectada pelos algoritmos utilizados nos relés de proteção, que
atuam em resposta a estas variações de sinal [77].

No presente trabalho, os estudos referentes à detecção da ocorrência de faltas foi
implementada através de um monitor de transitórios que emprega o bloco ‘Three-Phase
Sequence Analyzer’ do Matlab©/Simulink©/SimPowerSystems©. Neste bloco, um filtro de
Fourier é aplicado nas amostras do sinal de tensão ou de corrente gerados pela execução
do modelo computacional.
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O procedimento consiste no deslocamento de uma janela deslizante que faz a
varredura e análise do sinal. A detecção de uma perturbação emprega janelas de um ciclo
com passos de deslocamento de uma amostra. Quando em uma mesma janela ocorrem
sinais dos períodos pré e pós-falta, os valores da tensão ou da corrente na frequência
fundamental divergem dos valores originais devido a presença de outras frequências no
espectro, causadas pelos transitórios gerados no curto-circuito.

No diagrama de blocos representado na Figura 5.1, a rotina de detecção de falta foi
incluída nos blocos denominados ‘Voltage Bus 1/Current Circuit 1’ e ‘Current Circuit 2’.

Ao ser detectada a ocorrência de cada uma das faltas geradas pelo modelo, as
grandezas físicas relacionadas ao evento (tensões e correntes) são armazenadas em uma
base de dados para posterior utilização nas etapas de identificação e localização das faltas.

Durante a simulação das faltas através da execução do modelo computacional
utilizado, parte do processamento tem por objetivo filtrar os dados de curto-circuito antes
de disponibilizá-los ao algoritmo classificador. Este procedimento procurar otimizar os
valores gerados pelo modelo de forma a reduzir a complexidade das RNAs posteriormente
pelo MSGS e, por conseguinte, otimizar a performance computacional durante o processo
de diagnóstico de faltas em linhas de transmissão. Esta abordagem é empregada em outros
trabalhos correlatos publicados na literatura científica [88] [77].

A filtragem dos dados emprega inicialmente um filtro Butterworth de segunda
ordem. Este filtro é desenvolvido de modo a proporcionar uma resposta em frequência o
mais plana possível na banda passante.

Os sinais coletados a partir do Matlab©/Simulink© a uma frequência de 960Hz —
tensões trifásicas na barra de origem e correntes trifásicas nas saídas de ambos os circuitos —
são em seguida processados por blocos ‘Discrete Butterworth Filter’ do SimPowerSystems©

ajustados para a frequência de corte igual a 400Hz, abaixo portanto da frequência de
Nyquist (480Hz). A frequência de corte foi adotada empiricamente, após a realização de
testes na faixa de frequência 360Hz–480Hz.

O emprego de técnicas similares para a suavização dos sinais de entrada para o
algoritmo classificador pode ser observado em trabalhos correlatos na literatura científica
[87], [88], [93], [94].

A Figura 5.2 exibe a curva da magnitude de tensão na fase A referente a uma falta
intercircuitos do tipo A1A2G gerada no Matlab©/Simulink©. A Figura 5.2a apresenta o
sinal antes da aplicação do filtro Butterworth de segunda ordem e a Figura 5.2b exibe o
mesmo sinal após a aplicação do filtro.

Após a aplicação do filtro de Butterworth de segunda ordem sobre os sinais de tensão
e correntes gerados pelo modelo computacional, a etapa seguinte de pré-processamento
para o MSGS consiste em estimar os fasores e posteriormente as componentes simétricas.
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(a) Magnitude da tensão na fase A antes da aplicação do filtro

(b) Magnitude da tensão na fase A depois da aplicação do filtro

Figura 5.2 – Magnitude da tensão na fase A antes e depois da aplicação do filtro

Os sistemas de proteção por relés utilizam os fasores de tensão e corrente na
frequência fundamental do SEP [95]. Os fasores podem ser estimados com base em
amostras das formas da tensão e corrente fornecidos a algoritmos de filtragem digital.
Algoritmos que utilizam a transformada discreta de Fourier (DTF, do inglês Discrete
Fourier Transform) encontram-se entre os mais comuns para a estimação dos fasores [96].

O bloco do Matlab©/Simulink© denominado ‘Sequence Analyzer’ implementa a
análise de Fourier em uma janela deslizante de um ciclo completo da frequência fundamental.
No presente trabalho, este recurso computacional é empregado para estimar os fasores de
tensão e corrente na frequência de 60Hz. Em seguida, o bloco ‘Sequence Analyzer’ ainda é
utilizado para calcular as componentes simétricas dos fasores de tensão e corrente.

Com o propósito de ilustrar as técnicas de pré-processamento apresentadas nos
parágrafos anteriores, a Figura 5.3 exibe as magnitudes das três componentes simétricas
referentes ao sinal de tensão na fase A da barra de origem (´bus 1’). A Figura 5.3
apresenta a evolução das magnitudes de tensão estimadas pelo bloco ‘Sequence Analyzer’
em um intervalo de tempo de 120 milissegundos, correspondente a 7,5 ciclos da frequência
fundamental.
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As duas linhas verticais na Figura 5.3 identificam a janela deslizante de um ciclo
completo. A posição desta janela conforme delimitada na Figura 5.3 — com início em
um ciclo após a incidência da falta — indica o ponto exato onde os sinais de tensão e
corrente são coletados durante a execução do modelo computacional e, após as etapas de
pré-processamento, são armazenados para posterior utilização pelo algoritmo MSGS.

Figura 5.3 – Magnitudes das componentes simétricas referentes ao sinal de tensão na fase A da
barra de origem (KV)

5.5.2 Classificação de Faltas

Para a condução do processo de validação do MSGS, é necessário dispor de um
número representativo de amostras referentes ao fenômeno físico estudado. Dados relevantes
sobre faltas permitem que as RNAs geradas pelo algoritmo proposto possam inferir
as características fundamentais do problema durante a fase de treinamento e produzir
resultados consistentes e robustos na etapa de teste.

A classificação de faltas pelo MSGS emprega uma base de dados composta por
30.000 faltas que foram simuladas em uma ferramenta computacional, conforme descrito
na Seção 5.5.1. Outros trabalhos correlatos utilizam bases de dados geradas através de
modelos computacionais [84] [97] [88] [81]. Este conjunto de amostras de eventos é fornecido
como entrada para o MSGS, que utiliza os dados de faltas nas etapas de treinamento e
teste das RNAs geradas pelo algoritmo.

Para cada uma das 30 mil faltas simuladas através do modelo computacional,
as magnitudes das três componentes simétricas da tensão na barra de origem e as três
componentes simétricas das correntes em ambos os circuitos da linha de transmissão
modelada são estimadas e armazenadas na base de dados. Segue-se daí que os dados de
entrada para o algoritmo classificador compõe-se de nove atributos, sendo três derivados
da tensão na barra 1 e os seis atributos restantes oriundos das correntes nos circuitos 1 e
2. Nesta abordagem adotada para o diagnóstico de faltas em linhas áreas de transmissão
em circuito duplo, tem-se um problema de reconhecimento de padrões em um espaço R9.
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O trabalho desenvolvido adota dez tipos de faltas intercircuitos, ou seja, que
envolvem sempre uma ou mais fases de ambos os circuitos, incluindo faltas com aterramento
ou isoladas. A adoção de faltas intercircuitos para a validação do MSGS deve-se ao maior
impacto do efeito causado pelo acoplamento mútuo entre fases de circuitos distintos neste
tipo de eventos quando comparado com as faltas intracircuitos, ou seja, que envolvem
apenas fases de um único circuito [97].

A relação de faltas simuladas através do modelo computacional encontram-se
listadas na Tabela 5.2. Observa-se que este conjunto selecionado para a validação do
MSGS não representa a totalidade dos tipos de faltas intercircuitos que podem ocorrer
em uma linha aérea de transmissão mas permitem validar a capacidade do MSGS em
classificar corretamente os eventos de falhas ocorridos no sistema.

Tabela 5.2 – Tipos de faltas simuladas

Número Circuito 1 Circuito 2 Aterrada
01 A A Sim
02 AB A Sim
03 AB AB Não
04 AB AB Sim
05 ABC AC Não
06 ABC AC Sim
07 A BC Não
08 A BC Sim
09 ABC A Não
10 ABC ABC Sim

O conjunto de dados gerados representa as combinações de situações de falta
previstas neste trabalho para investigativo sobre o MSGS aprimorado. As instâncias
consideram 10 tipos de faltas, conforme listadas na Tabela 5.2; 1 falta em cada faixa de
1km de extensão ao longo da linha de transmissão de 100km; 2 ângulos de incidência
de faltas (0° e 90°); e 15 valores de resistência de falta, arbitrados entre 0,001Ω e 100Ω.
Tem-se, portanto, uma combinação de 10 × 2 × 100 × 2 × 15 = 30.000 faltas a serem
utilizadas nos testes de validação para classificação de faltas.

A simulação computacional considera constantes o ângulo do fluxo de potência
pré-falta (configurado para 45°) e a resistência de aterramento do sistema, cujo valor é
mantido em 0,001Ω em todos os testes. A escolha destes parâmetros para a configuração
do modelo computacional baseia em definições similares encontradas em artigos correlatos
encontrados na literatura científica [98] [88] [81].

Para exemplificar a caracterização de uma falta intercircuitos gerada pelo modelo
computacional desenvolvido neste trabalho, a Figura 5.4 apresenta os sinais de tensão e
corrente referentes a um evento do tipo A1A2G, ou seja, envolvendo as fases A de ambos
os circuitos e também a conexão ao terra. Neste exemplo, a ocorrência do curto-circuito foi
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simulada a 20km de distância do barramento local (‘bus 1’), com resistência de falta igual
a 0,001Ω e ângulo de falta de 0°. A incidência da falta ocorreu após 2 ciclos de medição
(32ms de tempo transcorrido) e extinguiu-se depois de 5 ciclos (83ms transcorridos).

A Figura 5.4a apresenta os valores da magnitude de tensão nas três fases, medidos
na barra de origem e a Figura 5.4b exibe os sinais de corrente trifásica medidos na saída
do circuito 1.

(a) Sinais de tensão trifásicos no barramento 1 (volts)

(b) Sinais de corrente trifásicos na saída do circuito 1 (ampères)

Figura 5.4 – Magnitudes de tensão e corrente durante uma falta intercircuitos do tipo A1A2G

A investigação do algoritmo MSGS para o diagnóstico de faltas emprega inicialmente
a técnica de validação cruzada do tipo ‘ten-fold’ com o objetivo de garantir a confiabilidade
dos resultados obtidos e a robustez da abordagem proposta neste trabalho [99]. Na
técnica ‘ten-fold’, o conjunto de dados disponível é aleatoriamente particionado em dez
subconjuntos de mesmo tamanho. Em seguida, um dos subconjuntos é selecionado para a
etapa de testes e os demais subconjuntos são utilizados para a etapa de treinamento da
RNA. No método de validação cruzada do tipo ‘ten-fold’, este procedimento é repetido 10
vezes, sendo que cada um dos dez subconjuntos de dados é usado uma única vez na etapa
de teste. Ao final, a validação cruzada adota como estimativa de resultado o valor médio
obtido nas dez repetições.
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O conjunto de dados, que inclui 3 mil amostras para cada tipo de falta, é dividido
em 10 grupos de 300 amostras cada, de acordo com o método de validação cruzada
‘ten-fold’. Com base na relação de faltas listadas previamente na Tabela 5.2, os resultados
percentuais obtidos pelo algoritmo classificador do MSGS são apresentados na Tabela 5.3.

Tabela 5.3 – Classificação de faltas por validação cruzada ‘ten-fold’

Falta Máx. (%) Mín. (%) Média (%)
A-A-T 100,0 82,1 92,3
AB-A-T 100,0 83,8 92,5
AB-AB 100,0 81,2 93,1

AB-AB-T 100,0 84,3 92,9
ABC-AC 100,0 82,9 92,7

ABC-AC-T 100,0 84,2 93,0
A-BC 100,0 83,7 92,8

A-BC-T 100,0 84,0 93,0
ABC-A 100,0 81,5 92,7

ABC-ABC-T 100,0 79,6 91,8

Pode-se observar que para todos os tipos de faltas intercircuitos considerados neste
trabalho, foi possível obter uma taxa de acerto igual a 100% em pelo menos um dos folds
(ver coluna ‘Máx’ na Tabela 5.3). Os menores índices de acerto encontrados em cada
um dos folds são apresentados na coluna ‘Mín’). Os valores médios calculados para cada
um dos dez folds é exibido na coluna ‘Média’. Pelos resultados mostrados na Tabela 5.3,
pode-se destacar a boa capacidade de generalização do MSGS aprimorado, uma vez que
os índices médios de acerto entre os tipos de faltas possuem variação de apenas 1,3%.

O tempo médio gasto na etapa de treinamento da RNA pelo MSGS aprimorado
aplicado à classificação de faltas em linhas de transmissão de circuito duplo através do
processo de validação cruzada do tipo ‘ten-fold’ foi de aproximadamente 6,2s por fold de 3
mil amostras de dados. Na etapa de teste da RNA, cada diagnóstico de localização da
falta é executado em um tempo médio de 0,075s.

Um conjunto de testes de validação adicional foi realizado considerando 50% das
amostras para treinamento da RNA e os demais 50% para teste. Nesta configuração, o
MSGS aprimorado foi executado 5 vezes para cada tipo de falta, conforme apresentadas
anteriormente na Tabela 5.2. Os índices percentuais de acertos para cada teste e a média
dos resultados são listados na Tabela 5.4.

Com base nos resultados exibidos na Tabela 5.4, é possível observar que o aumento
da base de dados utilizada para treinamento do MSGS implicou na elevação dos índices de
acerto médio para todos os tipos de faltas considerados. Entretanto, a base de treinamento
elevada para 50% do total de amostras disponíveis contribuiu para o aumento do tempo de
execução do MSGS em relação a abordagem pelo método de validação cruzada ‘ten-fold’.
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Tabela 5.4 – Classificação de faltas com 50% de dados para treinamento da RNA

Falta 1 2 3 4 5 Média
A-A-T 99,27 98,60 99,53 99,33 99,00 99,27
AB-A-T 98,40 99,20 99,67 99,27 99,40 99,27
AB-AB 99,47 99,33 99,20 99,27 99,00 99,27

AB-AB-T 99,53 99,27 99,67 99,20 99,13 99,27
ABC-AC 99,27 98,60 99,53 99,67 99,07 99,27

ABC-AC-T 99,20 98,67 99,93 99,33 100,00 99,33
A-BC 99,33 98,80 99,67 99,40 99,53 99,40

A-BC-T 99,60 98,60 99,33 100,00 99,13 99,33
ABC-A 99,73 99,47 99,53 99,40 99,20 99,47

ABC-ABC-T 99,27 100,00 99,73 99,53 99,40 99,53

5.5.3 Localização de Faltas

Após a etapa classificação, que resulta na identificação do tipo da falta ocorrido e
os respectivos circuitos e fases envolvidos, segue-se a etapa de determinação da localização
do evento, medido a partir do terminal local usado para coletar as magnitudes de tensão e
corrente no sistema.

Para adaptar o problema da localização de faltas elétricas ao algoritmo classificador
discreto do MSGS, a abordagem adotada neste trabalho considerou a divisão da linha de
transmissão em diversos segmentos, cujas extensões podem ser configuradas de acordo
com o nível de aproximação requerido. No caso do estudo de validação realizado, uma
linha de transmissão de 100km foi dividida em 100 segmentos de 1km. Nesta abordagem,
por exemplo, qualquer falta identificada pelo MSGS aprimorado como tendo ocorrido no
segmento de 10km significa que o evento ocorreu em qualquer posição no intervalo [10km,
11km).

A etapa de localização de faltas utiliza unicamente amostras de dados referentes
ao tipo de falta previamente classificado pelo MSGS. A título de exemplo, considerando-
se uma falta intercircuitos do tipo AB1-A2-Terra, a base de dados empregada para a
localização do evento deve conter apenas amostras específicas deste tipo de falta.

O conjunto de entrada para a localização de faltas de um determinado tipo é
composto por 30 mil amostras, que incluem as combinações de 100 segmentos, 10 posições
no segmento, 2 ângulos de inserção de falta (0° e 90°) e 15 resistências de falta, desde
0,001Ω até 100Ω. Por conseguinte, tem-se 100× 10× 2× 15 = 30.000 amostras de dados.

A condução dos testes de validação do MSGS aprimorado para a localização de
faltas considerou o conjunto de 10 faltas apresentado anteriormente na Tabela 5.2. Para
cada tipo de falta, as etapas de treinamento e teste da RNA utilizaram a base de dados
contendo 30 mil amostras do evento classificado.

A localização de faltas em circuitos duplos empregou a técnica de validação cruzada
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do tipo ‘ten-fold’ e considerou inicialmente os casos de acerto quando incluída uma
margem de erro de ±1km em relação ao segmento de 1km de extensão utilizado na etapa
de treinamento.

Para ilustrar esta abordagem, considere uma amostra correspondente a um evento
ocorrido no segmento de 10km, ou seja, no intervalo [10km,11km). Ao ser acrescida uma
margem de erro de ±1km na etapa de teste, o MSGS fornece um diagnóstico correto para
amostras identificadas em uma faixa de 3km, no intervalo [9km,12km).

Como exemplo, a Tabela 5.5 apresenta os resultados da validação cruzada do tipo
‘ten-fold’ referente à localização de faltas para eventos do tipo AB-A-Terra (fases A e B do
circuito 1 e a fase A do circuito 2) para a distância 10km. As colunas ‘1’ a ‘10’ referem-se
ao número do fold, a coluna ‘Média’ apresenta o valor médio dos 10 folds e a coluna ‘%’
exibe a média de acertos em porcentagem. Cada fold corresponde a 270 amostras testadas,
uma vez que a base de dados contém 300 faltas por segmento de 1km.

Tabela 5.5 – Validação cruzada para localização de falta em 10km

km 1 2 3 4 5 6 7 8 9 10 Média %
9 35 33 39 40 48 25 41 38 52 31
10 197 201 189 184 179 210 182 192 171 208 191,3 70,9
11 35 36 39 42 41 35 44 35 45 30

Total 267 270 267 266 268 270 267 265 268 269 267,7 99,1

Como é possível observar na Tabela 5.5, considerando-se uma margem de erro de
±1km na etapa de teste, a taxa de acerto média alcança 99,1% para a localização de faltas
em 10km. Resultados semelhantes são alcançados para todos os segmentos de 1km ao
longo da linha de transmissão de 100 quilômetros de extensão modelada neste trabalho.

A Tabela 5.6 lista as taxas de acerto máxima, mínima e média para um conjunto de
segmentos selecionados da linha de transmissão de 100km. Os valores apresentados para
cada localização correspondem aos resultados alcançados através da validação cruzada do
tipo ‘ten-fold’.

A Tabela 5.7 apresenta os resultados da localização de faltas intercircuitos do
tipo ABC-A (fases A, B e C do circuito 1 e fase A do circuito 2) para um conjunto
de segmentos selecionados da linha de transmissão de 100km. Os valores apresentados
para cada localização correspondem aos resultados obtidos por validação cruzada do tipo
‘ten-fold’.

Com base nos resultados exibidos na Tabela 5.6 e na Tabela 5.7, é possível observar
que os índices de acerto alcançados pelo MSGS aprimorado para a localização de faltas
se mantêm em patamares semelhantes, característica identificada também nos testes de
validação realizados com os 8 tipos restantes de faltas intercircuitos incluídas na Tabela
5.2.
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Tabela 5.6 – Resultado da localização de faltas AB-A-Terra

km Máx. (%) Mín. (%) Média (%)
5 100,0 98,1 99,3
10 100,0 98,1 99,1
15 100,0 98,5 99,2
20 100,0 98,1 99,0
25 100,0 97,4 99,1
30 100,0 97,8 99,3
35 100,0 98,1 99,0
40 100,0 96,7 99,0
45 100,0 98,5 99,3
50 100,0 97,8 99,0

km Máx. (%) Mín. (%) Média (%)
55 100,0 97,8 98,9
60 100,0 96,7 98,9
65 100,0 96,3 98,8
70 100,0 97,0 98,8
75 100,0 97,8 98,7
80 100,0 96,7 98,7
85 100,0 97,0 98,5
90 100,0 96,3 98,6
95 100,0 96,7 98,5

Tabela 5.7 – Resultado da localização de faltas ABC-A

km Máx. (%) Mín. (%) Média (%)
5 100,0 97,0 98,9
10 100,0 97,9 99,0
15 100,0 98,1 99,2
20 100,0 98,2 99,1
25 100,0 97,9 99,0
30 100,0 98,0 99,2
35 100,0 96,9 99,2
40 100,0 97,5 99,1
45 100,0 98,3 99,3
50 100,0 98,0 99,2

km Máx. (%) Mín. (%) Média (%)
55 100,0 97,9 99,0
60 100,0 97,3 98,9
65 100,0 96,2 98,8
70 100,0 97,1 98,7
75 100,0 97,3 98,6
80 100,0 96,5 98,6
85 100,0 96,9 98,5
90 100,0 96,6 98,4
95 100,0 96,7 98,5

O tempo de execução médio do algoritmo classificador para completar a etapa de
treinamento de cada fold de localização de faltas em linhas de transmissão de circuito
duplo foi 4,6s, considerando-se uma base de dados contendo 30 mil amostras. Na etapa de
teste da RNA, cada diagnóstico de localização da falta é executado em um tempo médio
de 0,093s.

Um segundo caso de validação para a localização de faltas em linhas de circuito
duplo foi realizado considerando-se o emprego de 50% das amostras disponíveis para o
treinamento do MSGS e as demais 50% das amostras utilizadas para a etapa de teste
da RNA. A Tabela 5.8 apresenta os resultados percentuais obtidos para a localização de
faltas do tipo AB-A-Terra em um conjunto selecionado de localizações ao longo da linha
de transmissão de 100km. A Tabela 5.8 exibe os resultados alcançados em 5 execuções
sucessivas do MSGS e a média dos resultados.

Conforme pode ser observado a partir da Tabela 5.8, utilizando-se esta configuração
de treinamento, o MSGS aprimorado alcança, em todos os casos, uma taxa de acerto
superior a 98%. É importante acrescentar que não esta abordagem para o treinamento
e teste da RNA não considera a margem de erro de ±1km para o cálculo do índice de
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Tabela 5.8 – Localização de faltas AB-A-T com 50% das amostras

Km 1 2 3 4 5 Média
5 97,8 99,4 98,6 99,0 98,8 98,8
10 99,6 99,2 98,4 97,9 98,6 98,6
15 98,0 99,0 97,3 99,4 99,8 99,0
20 98,6 100 99,0 97,7 97,5 98,6
25 99,8 99,0 99,0 98,6 97,3 99,0
30 98,8 99,2 98,6 99,6 98,2 98,8
35 98,4 99,8 96,7 99,2 99,0 99,0
40 99,0 99,2 98 99,4 98,6 99,0
45 99,4 98,6 99,6 97,1 98,6 98,6
50 97,7 99,2 99,4 98,6 98,8 98,8
55 99,4 97,3 99,4 98,8 98,1 98,8
60 99,2 98,4 99,0 98,8 99,0 99,0
65 98,6 98,6 99,8 97,5 99,2 98,6
70 99,2 98,2 97,7 99,4 99,0 99,0
75 98,8 98,5 98,6 99,6 97,5 98,6
80 99,2 97,5 97,5 98,1 100 98,1
85 98,6 99,6 97,7 98,8 97,5 98,6
90 99,2 98,3 99,4 97,1 97,7 98,3
95 97,3 99,4 97,9 98,1 98,1 98,1

acertos.

Os resultados alcançados pelo MSGS aprimorado para a localização de faltas em
linhas de transmissão em circuito duplo apresentam resultados iguais ou superiores a
outras abordagens encontradas na literatura. Por exemplo, Mazon et al. alcança uma
taxa de erro de até 3% utilizando RNA [86]; Jain et al. alcança uma taxa de erro máxima
igual a 1,736% mas o trabalho classifica apenas faltas intracircuitos, ou seja, considera
eventos que envolvem as fases de um único circuito [88].

5.6 CONCLUSÕES

Este capítulo teve como objetivo detalhar o processo investigativo conduzido no
contexto da aplicabilidade do MSGS aprimorado ao problema do diagnóstico de faltas em
linhas aéreas de transmissão de energia elétrica em circuito duplo.

O texto teve início pela caracterização das linhas aéreas em circuito duplo bem
como da detecção, classificação e localização de faltas intercircuitos, além da apresentação
de trabalhos correlatos encontrados na literatura científica.

Em seguida, foi apresentada a abordagem utilizada no presente estudo para a
modelagem do sistema elétrico de potência empregado para a obtenção de uma base de
dados de faltas variando-se um conjunto de parâmetros estabelecidos e de acordo com
trabalhos correlatos.
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Por fim, foram apresentados e discutidos os resultados obtidos no processo inves-
tigativo de aplicabilidade do MSGS aprimorado, onde foi possível constatar, em razão
dos elevados índices de acerto encontrados, o potencial do método para a aplicação em
problemas complexos na área de reconhecimento de padrões em sistemas de energia elétrica.
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6 CONCLUSÕES FINAIS E TRABALHOS FUTUROS

6.1 CONCLUSÕES FINAIS

Este trabalho teve por fundamentação uma abordagem geométrica para a construção
e o treinamento de redes neurais artificiais a serem aplicadas em problemas complexos de
reconhecimento de padrões. O estudo baseou-se no Método das Segmentações Geométricas
Sucessivas, que tem por objetivo gerar tanto a topologia de uma rede neural artificial
quanto os pesos dos neurônios, sem a especificação de parâmetros iniciais da estrutura.

Segundo a abordagem do MSGS, as classes de dados são representadas por hiper-
caixas no espaço Rn, alinhadas de acordo com o eixo de maior distribuição das instâncias.
Caso ocorram colisões entre as hipercaixas, uma técnica de divisão deve ser empregada
para quebrar os envelopes em volumes geométricos menores e mais especializados.

Na abordagem do MSGS anterior a este estudo, quando dois volumes geométricos
encontravam-se em colisão, a divisão de um volume geométrico seguia uma técnica baseada
nas projeções das amostras de dados contidas em um espaço Rn sobre o eixo do maior
autovetor πp. Neste contexto, uma das contribuições mais relevante do presente trabalho
consistiu na apresentação de uma abordagem para a divisão dos volumes geométricos
com base em estimativa de densidade de probabilidade por Kernel. A estratégia para a
divisão por KDE permitiu agrupar as instâncias de dados em volumes geométricos mais
especializados, de acordo com a relação de proximidade entre as amostras disponíveis de
uma determinada categoria de dados.

Ao utilizar KDE para a quebra dos volumes geométricos, este estudo apontou que
é possível encontrar os hiperplanos de separação entre as classes de forma a aprimorar os
índices de acerto quando aplicado a problemas de classificação de dados com características
de multiclasse e de multiatributos. Nos testes inicialmente realizados com a função
tabuleiro e com bases de dados disponíveis em repositórios públicos, o MSGS aprimorado,
que utiliza a abordagem para tratamento de colisão baseada em KDE, apresentou índices
de acerto superiores em comparação à versão anterior do MSGS, que utilizava a quebra
dos volumes baseada em autovetores.

As pesquisas investigativas da aplicabilidade do MSGS aprimorado como alternativa
promissora para o tratamento de problemas complexos de reconhecimento de padrões em
Sistemas de Energia abordou tanto a identificação de faltas internas em transformadores
de potência quanto a classificação e localização de faltas em linhas de transmissão aéreas
em circuito duplo.

Em ambos os trabalhos investigativos, o MSGS aprimorado obteve resultados
satisfatórios quanto às taxas de acerto em comparação com outras técnicas e abordagens
disponíveis na literatura. O MSGS aprimorado também mostrou-se robusto ao utilizar bases
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de dados heterogêneas e ao tratar problemas multiclasse e multiatributos. Sendo assim, os
processos investigativos conduzidos com o MSGS aprimorado aplicado ao reconhecimento
de padrões em SEP representam uma das contribuições científicas do presente estudo.

6.2 TRABALHOS FUTUROS

O desenvolvimento futuro do MSGS aprimorado no âmbito do Programa de Pós-
Graduação em Engenharia Elétrica da UFJF pode ser vislumbrado a partir de diversos
aspectos relacionados ao aprimoramento do método. Entre as possibilidades de estudos é
possível citar:

• Avaliação da aplicabilidade de técnicas e algoritmos computacionais com o objetivo
de otimizar o desempenho do método classificador;

• Avaliação de métodos de otimização discreta em substituição a atual abordagem
heurística utilizada na etapa de reagrupamento dos hiperplanos de separação, também
com o objetivo de aprimorar o desempenho computacional do MSGS aprimorado;

• Avaliação da aplicabilidade para problemas em saída contínua, ampliando assim o
escopo de utilização do MSGS.

Quanto as processos de investigação conduzidos no presente trabalho, é possível
mencionar estudos futuros relacionados tanto ao problema do diagnóstico de faltas em
transformadores de potência quanto à classificação e localização de faltas em linhas de
transmissão em circuito duplo. No primeiro caso, pode-se citar a condução de pesquisas
relacionadas a faltas internas múltiplas, ou seja, que envolvam, por exemplo, tanto a
ocorrência de eventos causados por sobreaquecimento térmico do material isolante quanto
de descargas de energia.

Com relação ao problema das linhas de transmissão em circuito duplo, como
estudos futuros é possível citar o aperfeiçoamento do modelo computacional desenvolvido
no Matlab©/Simulink©, considerando-se, por exemplo, o efeito causado pela saturação
dos transformadores de corrente e dos transformadores de potencial. Outro aspecto a ser
incluído no modelo computacional refere-se à não-homogeneidade das estruturas e cabos
da linha de transmissão. Outro aspecto a ser considerado em estudos futuros sugeridos
envolve a comparação dos métodos de medição dos valores de tensão e corrente em 1 e em
2 terminais do segmento da linha de transmissão onde ocorreu o evento.

É possível também identificar outros problemas em Sistemas de Energia onde o
MSGS pode ser aplicado, como a previsão de demanda de carga e a análise de estabilidade
de tensão.
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6.2.1 Previsão de Demanda de Carga

Um dos tópicos que podem ser considerados para aplicação futura do MSGS é em
previsão de demanda de carga. As informações refentes à demanda de carga podem ser
usadas para auxiliar na determinação do intercâmbio ideal de energia entre concessionárias.
A previsão de carga também pode contribuir para decisões relacionadas à operação do
sistema, como despacho, unit commitment e programação de manutenção.

A maioria das técnicas convencionais utilizadas na previsão de carga pode ser
categorizada de acordo com duas abordagens. Um trata a demanda de carga a partir
de séries temporais e prevê a carga utilizando diferentes técnicas de análise das séries
temporais. O segundo método baseia-se em técnicas de regressão, reconhecendo-se o fato
de que a demanda de carga dependente das condições climáticas.

No entanto, estas técnicas tradicionais muitas vezes não dão resultados com a
precisão requerida. Uma desvantagem das soluções baseadas em séries temporais é que
tendem a desconsiderar as condições meteorológicas. Por outro lado, a restrição que se
observa com as técnicas de regressão é a busca de relações que tendem à linearidade
entre as condições climáticas e a demanda de carga. Observa-se também a existência de
métodos de algoritmos complexos, com elevada carga computacional, que pode retardar a
convergência e, em certos casos, até divergir.

Neste cenário, a previsão de carga configura-se como um tópico interessante para
a aplicação do MSGS. O algoritmo pode ser configurado para combinar tanto dados de
séries temporais quanto de técnicas de regressão para prever a demanda. Neste tipo de
problema, o mapeamento das não linearidades entre as informações de origens distintas
seria implicitamente construído e incorporado pelas estruturas das RNAs.

6.2.2 Análise de Estabilidade de Tensão

A estabilidade de tensão é um dos aspectos mais relevantes no contexto da ope-
ração e controle de sistemas modernos de energia elétrica. Muitas vezes, o fenômeno da
instabilidade de tensão é considerado geograficamente local. Algumas áreas ou barras
podem ser mais sensíveis em relação a outras. A tensão de um sistema pode tornar-se
instável se incluir pelo menos um barramento instável. Informações precisas sobre barras
e/ou áreas mais sujeitas a instabilidades de tensão configuram-se como recursos importante
para prover a estabilização da tensão e para o controle de sistemas de potência.

O MSGS também apresenta potencial de aplicação no problema de análise de
estabilidade de tensão. Dados de entrada para o algoritmo poderiam incluir informações
disponíveis referentes à estabilidade de tensão de SEP de forma a modelar o algoritmo
a gerar a classificação dos barramentos quanto ao potencial de estabilidade de tensão.
Este recurso poderia permitir o aprimoramento no controle preventivo do sistema ou
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ainda sugerir alterações na topologia da rede de forma a contribuir para a melhoria do
desempenho geral do SEP.
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APÊNDICE A – FUNÇÃO TABULEIRO

input :NIns, NCasasx, NCasasy, ∆, Distr
output : SET1, SET2

n1 = 0, n2 = 0;
for k ← 1 to NInst do

for i← 1 to NCasasx do
for j ← 1 to NCasasY do

conjunto = mod(i+ j, 2)
dx = −Distr + 2×Distr ×RANDOM
dy = −Distr + 2×Distr ×RANDOM
if conjunto == 1 then

n1 = n1 + 1;
SET1(n1, :) = [i,∆× j] + [dx,∆× dy];

else
n2 = n2 + 1;
SET2(n2, :) = [i,∆× j] + [dx,∆× dy];

end
end

end
end
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