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RESUMO

Atualmente, grande parte dos sensores utilizados em Internet das Coisas adota

tecnologia sem fio, a fim de facilitar a construção de redes de sensoriamento. Neste sentido,

a classificação do tipo de ambiente no qual estes sensores estão localizados exerce um

importante papel no desempenho de tais redes de sensoriamento, uma vez que pode ser

utilizada na determinação de níveis mais eficientes de consumo de energia dos sensores que

as compõe. Assim, neste trabalho é apresentada a proposição de uma versão estendida do

modelo classificador Fuzzy Auto-Organizável, que faz a classificação de ambientes internos

a partir de medições do sinal de radiofrequência de uma rede de sensoriamento sem fio

em um ambiente real. Foi realizada uma comparação do modelo de classificador original

com o modelo proposto nesse trabalho, bem como outros métodos de aprendizado de

máquina comuns na literatura. Como métricas foram avaliados: Acurácia média, F-Score,

coeficiente Kappa e MSE. Os resultados experimentais mostram que a abordagem proposta

obteve alto desempenho na solução do problema apresentado.

Palavras-chave: Internet das Coisas. Sensores sem fio. Classificador Fuzzy Auto-Organizável.

Sinal de Radio frequência.



ABSTRACT

Nowadays, a great part of the sensors adopted in IoT use wireless technology to

facilitate the construction of sensor networks. In this sense, the classification of the type of

environment in which these sensors are located plays an important role in the performance

of these sensor networks, since it leads to efficient power consumption when operating

the deployed IoT sensors. Thus, this dissertation presents an enhancement in the Self-

Organizing Fuzzy Classifier model, which makes the classification of indoor environments

from real-time measurements of the radio-frequency signal of a real wireless sensor network.

A comparison between the original classifier model and the model proposed in this

dissertation was made, as well as other common machine learning methods literature. The

evaluated metrics were Accuracy, F-Score, Kappa coefficient, and MSE. The experimental

results show that the proposed approach obtained high performance in solving the presented

problem.

Keywords: Internet of Things. Wireless Sensor. Self Organising Fuzzy Logic. Radio

Frequency Signal.
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1 INTRODUÇÃO

O considerável aumento na aplicação de internet das coisas (do inglês Internet

of Things - IoT) tem revolucionado o campo de telecomunicações. E, devido a isso,

diversos trabalhos vêm sendo publicados com o uso de internet das coisas (2, 3, 4). Essas

aplicações desempenham um papel cada vez mais importante em várias áreas, tais como:

saúde, agricultura, monitoramento de ambiente, medição inteligente, dentre tantas outras.

Utilizam-se sensores inteligentes (do inglês smart sensors) que, muitas vezes, são sem fio,

como nos equipamentos de comunicações via infravermelho, bluetooth, comunicação via

micro-ondas, comunicação via satélite e radiofrequência (RF).

Neste contexto, redes de sensores baseadas em comunicação via RF vêm sendo

largamente utilizadas. Uma aplicação eficiente desses sensores permite um ajuste adequado

do consumo de energia do sensor de acordo com o canal de propagação de radiofrequência

(RF), possibilidade de miniaturização de componentes (como possibilitado por sensores

MEMS) e tecnologias computacionais incorporadas (5).

Com a maior mobilidade trazida pela ausência de conexões físicas em redes de

sensores sem fio, esses dispositivos podem ser utilizados em diversos ambientes. Em muitos

casos, a determinação do tipo de ambiente onde o sensor está localizado desempenha um

papel importante na eficiência da rede de sensores, uma vez que permite um ajuste mais

adequado do consumo de energia dos sensores que a compõe.

Diversos trabalhos na literatura têm sido propostos com o intuito de se classificar,

de forma automática, o tipo de ambiente que circunda um determinado sensor. Nela os

ambientes são categorizados como: internos ou externos (6, 7, 8, 9, 10). No entanto, existem

algumas variações em que os ambientes são categorizados como: internos, semi-externos e

externos (11).

Existe na literatura diversos modelos de classificadores com arquiteturas bem

diferentes. Em geral, as abordagens existentes podem ser categorizadas em dois tipos

principais, sendo eles: offline (12, 13) e online (14, 15, 16). Dependendo da intensidade

do sinal RF, o objeto pode se encontrar mais próximo de um ambiente do que de outro, o

classificador Fuzzy Auto-Organizável (do inglês Self-Organising Fuzzy Logic Classifier -

SOF) representa uma abordagem online promissora na solução do problema em questão.

Isso porque, além de tratar tal variação, propicia uma adaptabilidade a problemas distintos,

através da escolha de métricas de distância mais adequadas ao caso em estudo.

A aplicação de uma abordagem evolutiva para a solução desse problema, se deve

pelo fato de o mesmo ser capaz de aprender continuamente, de modo a seguir as mudanças

nos dados sem necessitar de um conhecimento prévio ou de qualquer especialista. Pois,

os sistemas em evolução são inspirados na ideia de evolução do modelo, em um ambiente

de mudança. Eles usam herança e mudança gradual com o objetivo de aprendizado e
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adaptação, auto-organização, incluindo a evolução da estrutura do sistema, a fim de se

adaptar ao ambiente atualizando sua estrutura e ajustando seus parâmetros.

1.1 OBJETIVOS

O presente trabalho propõe uma extensão do classificador SOF, com três novas

métricas de distância, sendo elas distância de Hamming, Minkowski e Manhattan, além

da aplicação do modelo para fazer a classificação de ambientes usando para tal uma base

de dados composta por atributos de frequência e parâmetros S.

1.2 CONTRIBUIÇÕES

Podemos elencar como as principais contribuições dessa dissertação:

a) A proposição de uma versão estendida do SOF (17);

b) Utilização do modelo proposto em um problema de classificação de ambientes internos

usando uma base de dados com atributos de frequência e parâmetros S do canal de

comunicação RF;

c) Teste de métricas de distância com a finalidade de se determinar qual mais se adequa

ao problema proposto;

d) Comparações com outros classificadores presentes na literatura, sendo eles: Fuzzy;

SVM linear, SVM RBF ; Decision Tree, Random Forest; Nearest Neighbors, MLP-

ANN ; AdaBoost, Naive Bayes e QDA.

1.3 ORGANIZAÇÃO DO TRABALHO

Este trabalho é organizado de modo que o capitulo 2 aborda a formulação do

problema, de modo a tratar de classificação e da abordagem proposta e uma fundamentação

teórica sobre ambiente wireless e parâmetros S. O capitulo 3 descreve o modelo utilizado,

bem como sua fundamentação teórica, as distâncias usadas no modelo original e as

propostas, os estágios do modelo, e uma breve discussão sobre a influência da granularidade

para a abordagem. O capitulo 4 é descrito sobre a base de dados e o resultado das métricas

propostas e as comparações com outros classificadores presentes na literatura. O último

capitulo descreve as conclusões, observações finais do trabalho e a apresentação de trabalhos

futuros.



16

2 SOF APLICADO PARA FAZER CLASSIFICAÇÃO DE AMBIENTES

INTERNOS

Métodos de inteligência computacional vêm sendo amplamente empregados para

tomada de decisão, reconhecimento de padrões, otimização, agrupamento e classificação

(18). Os modelos de classificação supervisionada atribuem rótulos de classe a amostras

de dados de entrada. O rótulo indica a qual classe pertence aquela amostra, dado um

conjunto de classes (19).

Ao lidar com problemas de classificação, como exemplo de classificadores, temos:

máquina de vetor de suporte (do inglês Support Vector Machine - SVM) (20), vizinhos

mais próximos (do inglês k-Nearest Neighbors - k-NN) (21) e redes neurais multicamadas

perceptron (do inglês Multilayer Perceptron Artificial Neural Networks - MLP-ANN )

(22). Esses modelos podem ser de aprendizado supervisionado, semi-supervisionado e não

supervisionado (23).

Pesquisas são publicadas atualmente com novos modelos, como, por exemplo:

o classificador de aprendizado não supervisionado com Orientação de Direção Auto-

Organizável (do inglês Self-Organised Direction Aware - SODA (24) e o classificador

com aprendizado supervisionado SOF proposto em (17). Esses métodos novos surgem

para suprir algumas deficiências trazidas nos modelos tradicionais de aprendizado. Como

exemplo para tais deficiências, para aprendizado supervisionado, tem-se:

a) Os modelos se baseiam em suposições anteriores de especialistas e parâmetros

predefinidos no modelo, para obter um bom desempenho;

b) Suas estruturas não têm capacidade de se auto-evoluir de acordo com as mudanças

nos padrões dos dados.

No caso do classificador SOF, o mesmo se baseia na teoria dos conjuntos fuzzy,

introduzida em 1965, por Zadeh (25). Esse classificador é não-paramétrico e baseado em

regras (do inglês Fuzzy Rule-Based - FRB) que identificam protótipos de dados a partir

de uma análise empírica da base de dados observada (do inglês Empirical data analysis

- EDA) (26). O sistema fuzzy empírico é adequado para o processamento de dados de

streaming (26).

2.1 DESAFIOS DOS CLASSIFICADORES NA ATUALIDADE

Com um crescimento exponencial na escala e na complexidade dos dados gerados

por sensores, pessoas, sociedade, indústria e etc, classificadores baseados em sistemas de

regras fuzzy são cada vez mais vistos como um recurso inexplorado, que oferece novas

oportunidades para extrair informações agregadas e informar a um tomador de decisão.
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De fato, os métodos tradicionais para projetar conjuntos fuzzy foram desenvolvidos na

época em que os dados não estavam em tão grande escala. Desse modo, supunha-se que

estivessem principalmente disponíveis offline, sem streaming e possivelmente estacionários

(27). É um grande desafio projetar modelos fuzzy tradicionais a partir de uma grande

quantidade de dados não identificadas ou, por exemplo, big data.

Percebe-se que, em telecomunicações, são gerados dados de alta dimensionalidade

(28). Isso se dá pelo crescimento sem precedentes de dispositivos móveis, aplicativos e

serviços na infraestrutura de rede móvel e sem fio. A pesquisa e desenvolvimento de

modelos que dão suporte aos altos volumes de dados, à extração de informações e uma

análise refinada, atrelada a um gerenciamento ágil, se faz muito necessária. Nesses modelos,

deve-se levar em consideração as limitações computacionais e de energia, pois, muitas

vezes eles são empregados em dispositivos móveis e compactos de IoT (29).

Com a mobilidade trazida pela ausência de conexões físicas em redes de sensores

sem fio, esses dispositivos podem ser utilizados em diversos ambientes. Em muitos casos,

a determinação do tipo de ambiente, onde o sensor está localizado desempenha um papel

importante na eficiência da rede de sensores (30).

Diversos trabalhos na literatura usam abordagens de classificação que caracterizam

o ambiente como interno ou externo. Em (31), é apresentado um classificador binário, que

utiliza o indicador de intensidade do sinal recebido (do inglês Received Signal Strength

Indicator - RSSI ) dos pontos de acesso. Em (32), os autores propõem utilizar a estimativa

de Kernel, forma não-paramétrica para estimar a Função Densidade de Probabilidade

(FDP), para reduzir as diferenças nas estimativas de probabilidade no algoritmo de

localização bayesiana. Os autores em (33) apresentam o RADAR, um algoritmo simples

de busca linear, baseado em radiofrequência para a classificação do ambiente. Por ultimo,

os autores em (34) propõem a utilização de um algoritmo de navegação com base nos

acelerômetros, giroscópios, posição inicial e os valores de direção para fazer classificação

do ambiente onde o dispositivo se encontra.

Existem também trabalhos que fazem a classificação usando técnicas de aprendizado

de máquina, como, por exemplo, em (35), em que os autores usam o Naive Bayes,

BayesNet, aprendizagem ponderada localmente (do inglês Locally Weighted Learning

- LWL) e otimização mínima sequencial (do inglês Sequential Minimal Optimization -

SMO) (35). Em (36), usam métodos de análise de grande conjuntos de sinais WiFi,

aplicando BayesNet para a classificação. Em (37), foi proposto uma nova abordagem de

aprendizado profundo online, chamada de OSDELM, para fazer a classificação de um

ambiente interno altamente dinâmico. Em (38), os autores propõem um novo sistema de

posicionamento interno baseado em impressões digitais, usando aprendizado profundo,

denominado DeepFi. Em (39), baseando-se no indicador de intensidade do sinal recebido

(RSSI) dos sinais Wi-Fi, foi proposto um método de localização interna usando um
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classificador Online Independent Support Vector Machine - (OISVM). Em (40), os autores

usam máquinas de aprendizado profundo (DNN, DBN e GB-DBN) para aumentar a

precisão da estimativa e reduzir o erro de generalização em ambiente interno dinâmico.

Em (41), com base na intensidade do sinal Wi-Fi, os autores propuseram um modelo

híbrido Fuzzy de otimização de enxame de partículas e algoritmo de pesquisa gravitacional

(FPSOGSA) com redes neurais. Em (42), a distância de Manhattan é introduzida no

algoritmo K-nearest neighbor algorithm (WKNN) para distinguir a influência de diferentes

nós de referência na classificação de ambientes interno com base em Wi-Fi. Em (43), é

proposto um novo método baseado em uma abordagem de aprendizado de máquina de dois

estágios em cascata para classificação de ambientes internos. Em (44), usa-se o Sistema

de Posicionamento Interno (IPS) no classificador Fuzzy K-Nearest Neighbor (FK-NN),

que é uma combinação do algoritmo Fuzzy e K-NN, para aumentar a precisão da posição

do objeto com base nos dados de aprendizagem. Em (45), é feito uma comparação do

desempenho de 11 tipos diferentes de funções de treinamento usadas para treinar a Rede

Neural de Feed Forward (FFNT) proposta para a localização de destino interno baseada em

RSSI. Em (46), faz uma avaliação na comparação do desempenho da localização de várias

arquiteturas de aprendizado supervisionado, como Rede Neural de Regressão Generalizada

(GRNN), Perceptron de várias camadas (MLP), Rede de funções de base radial (RBFN) e

Rede Neural de alimentação direta (FFNT) , baseado-se em um problema de localização

interna. Por último, em (30), os autores propõem a utilização de Decision Tree, Support

Vector Machine e k-Nearest Neighbor, baseando-se em medições do sinal de radiofrequência.

Porém, os modelos tradicionais sofrem com problemas de dimensionalidade e

streaming. Enquanto os modelos supracitados de aprendizado de máquina sofrem com

os problemas enumerados acima, além de sofrer, também, com a dimensionalidade e a

classificação em tempo real. Por isso, nessa dissertação é proposta a utilização do SOF

para a classificação de ambientes internos, visto que este lida muito bem com dados de

alta dimensionalidade, classificação online e sobretudo é um modelo não paramétrico

e auto-organizável, tornando-o assim uma abordagem completamente adaptável para

diversos problemas.

2.1.1 Ambiente wireless e parâmetros S

Entre os grandes marcos da engenharia se encontra a comunicação sem fio (wireless),

que impacta fortemente a sociedade e as pesquisas de telecomunicações. As comunicações

sem fio, como são conhecidas, começaram apenas com o trabalho de Maxwell e Hertz, que

lançaram as bases para o entendimento da transmissão de ondas eletromagnéticas. No

entanto, não demorou muito para o trabalho inovador de Tesla demonstrar a transmissão

de informações por essas ondas - em essência, o primeiro sistema de comunicações sem

fio. No final de setembro de 1898, Marconi fez sua demonstração bem divulgada de tais

comunicações de um barco para a Ilha de Wight no Canal da Mancha. Vale ressaltar
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que, embora Tesla tenha sido o primeiro a ter sucesso nesse importante empreendimento,

Marconi teve as melhores relações públicas e é amplamente citada como a inventora

das comunicações sem fio, recebendo o prêmio Nobel em 1909. Na história, o termo

comunicação sem fio foi utilizado inicialmente em meados de 1920 para definir o sistema

que depois passou a ser chamado de rádio transmissor. Em torno de 1980, o termo

ressurgiu sendo utilizado para qualquer tipo de tecnologia que fizesse comunicações sem o

uso de fios, o que se mantém até hoje (47). A possibilidade de falar em qualquer lugar e

a qualquer hora trouxe ao mundo mudanças de hábitos de trabalho, principalmente na

maneira como os indivíduos têm se comunicado.

Por muito tempo, a comunicação sem fio foi associada a telefonia celular, pois este é

um grande mercado do segmento e tem forte impacto no dia a dia das pessoas. Diante disso,

tem-se como exemplo a possibilidade de uma pessoa trabalhar respondendo a um email

sentada em um loja no shopping e tomando seu café. Porém, diversas outras aplicações

utilizam dessa tecnologia, como o teclado e o mouse sem fio de computadores. Uma

outra abordagem que vem se utilizando muito da comunicação sem fio são os sistemas de

posicionamento, onde é monitorado a localização dos caminhões que possuem mercadorias

identificadas por etiquetas de radiofrequência (RF) (48). Toda essa infinidade de aplicações

aumentam a cada dia os desafios de técnicos e engenheiros de tornarem a comunicação

mais estável e confiável.

2.1.2 Canal wireless

Para uma comunicação sem fio, o meio de transmissão entre o transmissor TX e o

receptor RX é o canal de rádio. O sinal pode ir do TX ao RX através de vários caminhos

de propagação, comumente chamado de multipercursos. Os vários objetos iterativos em um

dado ambiente: externo (casas, prédios, montanhas e etc) ou internos (janelas, paredes e

etc), fazem com que o sinal seja por muitas vezes refletido ou difratado. São essas iterações

que geram os diferentes caminhos de propagação. Conforme mostrado na Figura 1, cada

um desses caminhos têm características distintas, como: amplitude, atraso (tempo de

execução do sinal), direção de partida do TX, direção de chegada do RX; mas dentre essas

características, a mais importante é que os componentes têm mudanças de fase diferentes

entre si.

A análise dos sinais de RF transmitidos no ambiente pode fornecer uma forte

indicação para a classificação desse ambiente. Dado um sinal transmitido X(f) em um

canal RF interno, como ele se propaga com múltiplos caminhos (como mostrado na Figura

2, onde o sinal transmitido chega ao RX por dois caminhos de propagação diferente)

criando réplicas no sinal receptor Y (f). A função de transferência de canais (do inglês

Channel Tranfer Function - CTF) é a resposta em frequência do canal de múltiplos

caminhos wireless que afeta o sinal transmitido como Y (f) = H(f)X(f) (30). H(f)
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3 CLASSIFICADOR FUZZY AUTO-ORGANIZÁVEL

O classificador SOF é um modelo proposto em (17), não-paramétrico e é baseado

em regras que identificam protótipos de dados a partir de uma base de dados observada.

Utilizando-se, para tanto, um processo de treinamento offline, que emprega estes protótipos,

o mesmo constrói um sistema de inferência fuzzy baseado em regras AnYa de ordem 0

(52). Uma vez preparado o treinamento offline, inicia-se o segundo estágio que é o online.

Nesse estágio, o SOF é capaz de aprender continuamente a partir do fluxo de dados, de

forma a seguir os padrões de mudança nos dados, atualizando a estrutura do sistema e os

meta-parâmetros recursivamente.

Esses meta-parâmetros são derivados diretamente dos dados, sendo que ao se alterar

o nível de granularidade do modelo, é possível fazer um trade-off entre desempenho e

eficiência computacional. Essa possibilidade de alterar a granularidade torna o classificador

capaz de lidar com uma ampla variedade de problemas com necessidades específicas (17).

Além disso, na abordagem, o SOF permite também a escolha da métrica de distância

a ser empregada no algoritmo. Com isso, o modelo se torna altamente adaptável a diversas

aplicações. No modelo original proposto em (17), são usadas as distâncias Euclideana,

Cosseno e Mahalanobis.

3.1 SISTEMA FUZZY BASEADO EM REGRAS AnYa DE ORDEM 0

Sistemas do tipo Fuzzy Baseado em Regras (do inglês Fuzzy Rule-Based - FRB)

foram introduzidos em (52) como uma abordagem alternativa para sistemas amplamente

utilizados do tipo Takagi-Sugeno (53) ou Mamdani (54). Fazendo uma comparação com

os predecessores, a parte antecedente das regras fuzzy do tipo AnYa é simplificada para

uma forma vetorial mais compacta, objetiva e não paramétrica, não tendo a necessidade

de definir funções de associação ad hoc (17). O formato de uma regra AnYa de ordem 0 é:

SE (x ∼ p1) OU (x ∼ p2) OU...OU (x ∼ pN) ENTÂO (classe) (3.1)

em que x é um vetor de entrada; "∼" é a similaridade; pi é o enésimo protótipo da classe;

N é o número de protótipos identificados a partir das amostras de dados da classe. A

rotulação de cada amostra de dado especifica pode ser gerada de diferentes maneiras

de defuzzificação (55), como vencedor leva tudo (do inglês winner-takes-all), poucos

vencedores levam tudo (do inglês few-winners-take-all), média ponderada (do inglês fuzzily

weighted average), etc. No SOF é usado winner-takes-all (17).
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3.2 OPERADORES EMPÍRICOS DE ANÁLISE DE DADOS

O SOF é um classificador não-paramétrico que emprega a análise empírica de dados

(do inglês Empirical data analysis - EDA) (26) para conhecer as propriedades do conjunto

e a distribuição mútua dos dados, bem como a proximidade relativa das amostras no

espaço de dados.

EDA é uma análise de dados e seus fundamentos, com ele é possível estimar as

propriedades do conjunto de dados, baseando-se inteiramente nas observações empíricas

da amostras de dados e na proximidade desses pontos no espaço de dados (57). Uma

característica distintiva da abordagem EDA é que ela não é limitada por suposições prévias

sobre o modelo de geração de dados (26). As propriedades são consideradas informações

importantes na análise de padrões e são derivadas dos dados diretamente, de forma discreta,

em contraste com a abordagem tradicional, por exemplo a conhecida função de densidade

de probabilidade (do inglês Probability Density Function - PDF), na qual é assumido

previamente na forma contínua e estimada a partir dos dados posteriormente (57). No

modelo, são descritos três quantificações de EDA: proximidade cumulativa, densidade

unimodal e densidade multimodal.

Primeiramente, assume-se um conjunto/fluxo de dados dentro de um espaço de

dados real RN (sendo N a dimensionalidade do espaço) observado na K-ésima instância

denotada por {x}K = {x1, x2, ..., xK} e pode ser apresentado na forma matricial em (3.2),

em que xi = [xi,1, xi,2, ..., xi,N ]T ∈ RN , o índice i = 1, 2, ..., K denota a instância na qual a

i-ésima amostra de dados xi chegou. O conjunto de dados exclusivos que são classificados

é indicado como: {u}UK
= {u1, u2, ..., uUK

} (ui = [ui,1, ui,2, ..., ui,N ], {u}UK
⊆ {x}K ,

UK ≤ K UK é o número de amostras de dados exclusivas); e a frequência de ocorrência

são: {f}UK
= {f1, f2, ..., fUK

} (
UK
∑

i=1
fi = K).

XK = [x1, x2, ..., xK ] =

















x1,1 x2,1 ... xK,1

x1,2 x2,2 ... xK,2

...
...

...
...

x1,N x2,N ... xK,N

















(3.2)

3.2.1 Proximidade cumulativa

Proximidade cumulativa π é introduzida em (56). Em (26) é derivada empiricamente

dos dados observados, sem conhecimento prévio ou suposições prévias. A proximidade

cumulativa da amostra de dados xi é expressa como:

πk (xi) =
K
∑

j=1

d2 (xi, xj); i = 1, 2, ..., K (3.3)
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em que d(xi, xj) denota a distância entre xi e xj, o tipo de medida de distância pode ser

escolhido de acordo com os dados. É importante notar que a distância quadrada média entre

as duas amostras de dados dentro de {x}K pode ser expressada como dk = 1
K2

K
∑

i=1
πK(xi).

3.2.2 Densidade unimodal

Densidade unimodal D, foi introduzida em (26). E é usada como um indicador do

principal padrão de dados na estrutura EDA. A densidade unimodal em xi é expressa

como:

DK(xi) =

K
∑

l=1
πK(xl)

2KπK(xi)
=

K
∑

l=1

K
∑

j=1
d2 (xi, xj)

2K
K
∑

j=1
d2 (xi, xj)

; i = 1, 2, ..., K (3.4)

3.2.3 Densidade multimodal

Densidade multimodal DMM (26, 57) é estimado na amostra de dados exclusiva ui

como a soma ponderada de sua densidade unimodal pelos tempos de ocorrência repetidos,

expressos como:

DMM(ui) = fiDK(ui) = fi

K
∑

l=1
πK(xl)

2KπK(ui)
; i = 1, 2, ..., UK (3.5)

3.2.4 Forma de cálculo recursivo

Quando estão sendo processados os dados de forma contínua (streaming), as formas

de cálculo recursivo das quantidades não-paramétricas do EDA desempenham um papel

importante, por garantirem que as técnicas sejam eficientes, tanto na memória, quanto no

esforço computacional. São usadas para cálculo de distância as de Mahalanobis, euclideana

ou cosseno, dentre outras, como em (26, 24). Abaixo será descrito o cálculo da expressão

recursiva usando a distância Mahalanobis:

A expressão para o cálculo da distância Mahalanobis é (17):

d(xi, xj) =
√

(xi − xj)C
−1
K (xi − xj)T ; ( i, j = 1, 2, ..., K) (3.6)

para isso a expressão de cálculo recursivo é dada como:

πk(xi) = K
(

(xi − µK)C−1
K (xi − µK)T + XK − µK C−1

K µT
K

)

(3.7)
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em que CK é matriz de covariância dada por (17):

CK =
1

K − 1

K
∑

l=1

(xi − µK)T (xi − µK); XK =
1
K

K
∑

l=1

xi C−1
K xT

l ; µK =
1
K

K
∑

l=1

xl (3.8)

A matriz de covariância CK e a média global µK são atualizadas recursivamente

como:

µK =
K − 1

K
µK−1 +

1
K

xK ; µ1 = x1 (3.9)

XK =
K − 1

K
XK−1 +

1
K

xT
KxK ; X1 = xT

1 x1 (3.10)

CK =
K

K − 1

(

XK − µT
KµK

)

(3.11)

A soma de todas as proximidades cumulativas é dada por (58):

K
∑

l=1

πK(xl) = 2K2(XK − µKC−1
K µT

K) = 2K2N (3.12)

Consequentemente, a densidade unimodal em xi é calculada recursivamente como:

DK(xi) =
2K2(XK − µKC−1

K µT
K))

2K.K
(

(xi − µK)C−
K1(xi − µK)T + XK − µKC−1

K µT
K))

) (3.13)

=
1

1 + (xi−µK)C−1

K
(xi−µK)T

N

(3.14)

Baseando-se nas equações (3.12) e (3.14), pode-se perceber que, se for usada a

distância Mahalanobis, é possível calcular recursivamente a proximidade cumulativa e a

densidade das novas amostras de dados mantendo apenas µK e XK na memória.

Entretanto, tem-se que admitir que nem todos os tipos de medidas de distância

permitem uma forma de cálculo recursivo e, para esses casos, as expressões gerais de

cálculo recursivo são (59):

πK(xi) = πK−1(xi) + d2(xi, xK) (3.15)

K
∑

j=1

πK(xj) =
K
∑

j=1

πK−1(xj) + 2πK(xK) (3.16)
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DK(xi) =

K
∑

j=1
πK−1(xj) + 2πK(xK)

2K (πK−1(xi) + d2(xi, xK))
(3.17)

Geralmente, a distância euclideana é a métrica de distância mais usada; sua eficácia

e validade como medida de distância, na maioria dos casos, são garantidas. Entretanto,

se os dados seguirem uma distribuição gaussiana, ou alguma distribuição semelhante, a

distância mais adequada seria a Mahalanobis (26). Para problemas de alta dimensão, a

distância mais eficaz e frequentemente usada é a cosseno, pois ela é livre de problemas

com a dimensionalidade (quando a dimensionalidade aumenta e o volume do espaço

aumenta tão rapidamente que os as distância disponíveis se tornam aproximadamente

iguais, tornando-se difícil para o modelo agrupar significativamente os dados) (60, 61, 62).

3.3 MÉTRICAS DE DISTÂNCIA USADAS NO MODELO ORIGINAL

Nesta seção, serão tratadas as métricas de distância do modelo original, que são

Mahalanobis, Euclideana e Cosseno.

3.3.1 Distância Euclideana

A distância euclideana, nomeada em homenagem ao matemático grego Euclides

(cerca de 325 aC a 265 aC), entre duas amostras de dados, xi, xj ∈ {x}K , é calculada com

base na seguinte equação (55):

deuc(xi, xj) = ||xi − xj|| =

√

√

√

√

N
∑

l=1

(xi,l − xj,l)2 (3.18)

A medida Euclideana é a medida mais utilizada. A sua principal vantagem é a

simplicidade e eficiência computacional e a principal desvantagem é o fato de atribuir igual

peso/importância a cada uma das N dimensões. A distância euclideana é uma métrica

completa.

No Gráfico 1, temos um exemplo ilustrativo simples em um espaço 2D. As amostras

são: xi = [−1, 1]T e xj = [2,−1]T . Aplicando a equação (3.18), temos:

deuc(xi, xj) =
√

(xi,1 − xj,1)2 + (xi,2 − xj,2)2 ≈ 3, 2015

3.3.2 Distância Mahalanobis

Se os dados seguem uma distribuição gaussiana ou distribuições similares, é comum

escolher a distância Mahalanobis, pois é a distância que considera os desvios padrão de xi

e xj em uma forma vetorial, através da matriz de covariância CK .
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detecting and error correcting codes em 1950 (65). Utiliza-se a distância de Hamming para

representar estruturas semânticas complexas com alta fidelidade (66). E é dada por:

dham(xi, xj) =
N
∑

l=1

δ(xi,l, xj,l) (3.22)

em que i, j ∈ 1, 2, ..., K, N é a dimensionalidade do espaço, xi = [xi,1, xi,2, ..., xi,N ]T e

δ(xi,l, xj,l) como:

δ(xi,l, xj,l) =







1, se xi,l 6= xj,l

0, se xi,l = xj,l

(3.23)

Foi demonstrado que, no espaço de hamming, é possível realizar a busca exata dos

vizinhos mais próximos notavelmente mais rápida que a busca linear (67). A distância

de Hamming foi escolhida para esse trabalho baseando-se em (63), em que a mesma se

mostrou competitiva comparada a outras distâncias em um problema de classificação de

ambiente interno.

3.4.2 Distância de Minkowski

A chamada distância de Minkowski, em homenagem ao matemático alemão Her-

mann Minkowski (1864-1909), é um espaço vetorial normalizado, que pode generalizar a

distância Euclideana, a distância Manhattan e a distância Chebychev, e é dada por:

dmin(xi, xj) =

(

N
∑

l=1

(|xi,l − xj,l|)
h

)

1

h

(3.24)

em que 0 ≤ h ≤ 2. Para h = 1 ou L1 temos a distância Manhattan, h = 2 ou L2 a

distância Euclideana, para outros valores de h não existem nomes específicos. A distância

de Minkowski é utilizada quando é necessário identificar e, de fato, ignorar, características

irrelevantes e quando existe um número grande de aglomerados anômalos. Essa distância

foi escolhida baseando-se nos resultados encontrados em (64), em que mostrou-se que

abordagem é adequada para classificação de ambientes internos complexos usando sinais

de Wi-Fi.

3.4.3 Distância Manhattan

A distância Manhattan (também conhecida como City Block) está incluída na

mesma família de funções de distância, em que essa distância é um caso especial de

Minkowski para h = 1. A expressão para calcular a distância entre xi e xj é:

dman(xi, xj) =
N
∑

l=1

|xi,l − xj,l| (3.25)
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3.5.1 Treinamento offline do SOF

O processo de treinamento offline do classificador é mostrado na Figura 4, em que

serão identificados protótipos de cada classe separadamente e sera formada uma regra do

tipo AnYa com base nesses protótipos identificados por classe, como descrito na equação

(3.1). Os processos de treinamento das regras de diferentes classes não se influenciam

mutuamente.

Assumindo agora que o processo de treinamento é realizado em amostras de dados

da classe c = 1, 2, ..., C, denotada por {x}c
Kc = {xc

1, xc
2, ..., xc

Kc} ( {x}c
Kc ⊂ {x}K ), e o

conjunto de amostras únicas de dados correspondentes e as frequências de ocorrência são

denotadas, respectivamente, por {u}c
Uc

K
= {uc

1, uc
2, ..., uc

Uc
K
} e {f}c

Uc
K

= {f c
1 , fuc

2, ..., f c
Uc

K
},

em que Kc é o número de amostras de dados com {x}c
Kc , U c

K é o número de amostras

de dados exclusivas da classe c. Considerando todas as classes, tem-se
C
∑

c=1
Kc = K e

C
∑

c=1
U c

K = UK (17).

Os protótipos são identificados com base nas densidades e nas distribuições mútuas

das amostras de dados. Primeiramente, densidades multimodais, equação (3.26), em todas

as amostras de dados exclusivas dentro {u}c
Uc

K
, são calculadas usando a equação (3.5). Em

seguida, as amostras de dados são classificadas em uma lista indicada como {r} em termos

de distâncias mútuas e valores de densidade multimodal.

DMM
Kc (uc

i) = f c
i

Kc
∑

l=1

Kc
∑

j=1
d2(xc

l , xc
j)

2Kc
Kc
∑

j=1
d2(uc

i , xc
j)

(3.26)

em que i = 1, 2, ..., U c
K .

Após descobrir a amostra de dados com a maior densidade multimodal, r1 =

arg max
i=1,2,...,Uc

K

(

DMM
Kc (uc

i)
)

, o primeiro elemento r1, da lista {r}, é identificado. Então,

o segundo elemento r2 é identificado como a amostra de dado com a distância mínima

para r1 : r2 = arg min
i=1,2,...,Uc

K
−1

(d(r1, uc
i)). O terceiro elemento de {r}, denotado por r3,

é identificado baseando-se na distância mínima para r2. Repetindo o processo até que

todas as amostras de dados tenham sido selecionadas, a lista completa {r} é construída e

as densidades multimodais {u}c
Uc

K
são classificadas de acordo com a lista, indicada por

{DMM
Kc (r)} (68). É necessário enfatizar que, quando uma amostra de dados é selecionada

em {r}, ela não pode ser selecionada pela segunda vez.

Protótipos, descritos como {p}0, são então identificados como os máximos locais

das densidades multimodais classificadas, {DMM
Kc (r)}, usando condição 1 (68):

Condição 1 : SE
(

DMM
Kc (ri) > DMM

Kc (ri+1)
)

E
(

DMM
Kc (ri) > DMM

Kc (ri−1)
)

ENTÃO...

...ENTÃO (ri ∈ {p}0) (3.27)
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Uma vez que todos os protótipos sejam identificados usando a equação (3.27), é

possível notar alguns desses sendo menos representativos dentro de {p}0, portanto, é

necessário realizar uma operação de filtragem para removê-los de {p}0.

Antes de iniciar a operação de filtragem, primeiramente usam-se protótipos para

atrair amostras de dados próximas, para formar as nuvens de dados (52) que se assemelham

ao mosaico de Voroni (69):

protótipo vencedor = arg min
p∈{p}0

(d(xi, p)) ; xi ∈ {x}c
Kc (3.28)

Depois que todas as nuvens de dados são formadas em torno dos protótipos

existentes {p}0, podem-se obter os centros das nuvens de dados indicadas por {φ}0

e as densidades multimodais nos centros são calculadas usando a equação 3.5, como

DMM
Kc (φi) = SiDKc(φi), em que φ ∈ {φ}0 e Si é o suporte (número de membros) da i-ésima

nuvem de dados.

Então, para cada nuvem de dados, assumindo o primeiro i (φi ∈ {φ}0), os centros de

nuvens de dados vizinhas, representado por {φ}vizinho
i , são identificados usando a seguinte

condição:

Condição 2 : SE
(

d2(φi, φj) ≤ G
c,L
Kc

)

ENTÃO
(

φj ∈ {φ}
vizinho
i

)

(3.29)

em que φj ∈ {φ}0, φj 6= φi; G
c,L
Kc é definido como o raio médio da área influente local

em torno de cada amostra de dados, que corresponde ao L-ésimo (L = 1, 2, ...) nível de

granularidade. Esse raio é derivado dos dados da c-ésima classe, baseando-se na escolha

do usuário.

Finalmente, o protótipo mais representativo da c-ésima classe, denotado por {p}c,

é são selecionado entre os centros das nuvens de dados existentes que satisfazem a condição

3 (68):

Condição 3 : SE

(

DMM
Kc (φi) > max

φ∈{φ}vizinho
i

(DMM
Kc (φ))

)

ENTÃO (φi ∈ {p}c) (3.30)

Depois que todos os protótipos representativos da c-ésima classe {p}c são identifi-

cados, pode-se criar a regra do tipo AnYa da seguinte forma:

SE(x ∼ pc
1)OU(x ∼ pc

2)OU...OU(x ∼ pc
Nc) ENTÃO(classe c) (3.31)

em que N c é o número de protótipos em {pc}.

O procedimento principal do processo de treinamento offline do classificador SOF

proposto é resumido no pseudo-código a seguir:
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Algoritmo 1 Processo de treinamento offline do SOF
1: Calcula DMM em {u}c

Uc
K

;
2: Encontra r1 = arg max(DMM

Kc (uc
i)) e exclui r1 de {u}c

Uc
K

;
3: k ← 1 ; {r} ← r1; {DMM

Kc (r)} ← DMM
Kc (r1);

4: Enquanto U c
K 6= 0 faça

5: k ← k + 1;
6: Calcula rk = arg min(d(rk−1), uc

i) e exclui rk de {u}c
Uc

K
;

7: {r} ← {r}+ rk; {DMM
Kc (r)} ← {DMM

Kc (r)}+ DMM
Kc (rk);

8: Fim Enquanto
9: Identifica {p0} usando Condição 1;

10: Organiza nuvens de dados vizinhos {p}0;
11: Identifica {φ}0 a partir da nuvem de dados;
12: Calcula DMM em {φ}0;
13: Identifica {φ}vizinho usando Condição 2;
14: Identifica {p}c usando Condição 3;
15: Cria a cth regra fuzzy com {p}c;

3.5.2 Treinamento online do SOF

Durante o estágio de treinamento online, o modelo SOF continua atualizando os

parâmetros e a estrutura do sistema com a transmissão de dados amostra por amostra.

Além disso, como as quantidades de EDA empregadas pelo classificador podem ser

atualizadas recursivamente, ele pode ser do tipo passagem única, garantindo sua eficiência

computacional e memória. Assumindo que o processo de treinamento do classificador com

o conjunto de dados estáticos {x}K tenha finalizado, novas amostras de dados começam

a chegar em um formulário de fluxo de dados. De modo, similar ao treinamento offline,

durante o treinamento online, as regras de diferentes classes são atualizadas separadamente.

Durante o estágio online, expressões de cálculos recursivos das quantidades EDA com a

distância escolhida pelo usuário são adotadas.

Assumindo na instância K + 1 uma nova amostra de dados da c-ésima classe,

denotada como xc
Kc+1, chega, o classificador SOF em primeiro lugar, atualiza os meta-

parâmetros µc
Kc , Xc

Kc e Cc
Kc para µc

Kc+1, Xc
Kc+1 e Cc

Kc+1 usando as equações (3.9), (3.10)

e (3.11). O raio médio da área local de influência G
c,L
Kc é atualizado posteriormente de

forma recursiva, baseando-se em d
c

Kc e G
c,L
Kc :

G
c,L
Kc =

d
c

Kc+1

d
c

Kc

G
c,L
Kc =

1
(Kc+1)2

Kc+1
∑

l=1
πKc+1(xc

l )

1
(Kc)2

Kc
∑

l=1
πKc(xc

l )
(3.32)

em que d
c

Kc e d
c

Kc+1 denotam as distâncias quadradas médias entre quaisquer duas amostras

de dados com {x}c
Kc e {x}c

Kc+1, respectivamente.

Como um caso especial, para a distância Mahalanobis, G
c,L
Kc+1 = G

c,L
Kc . Analisando
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a equação (3.32), percebe-se que, em vez de derivar G
c,L
Kc+1 de maneira offline, a equação

(3.32) reduz amplamente a complexidade computacional e memória requerida e melhora a

eficiência do classificador SOF.

Então, a amostra xc
Kc+1 é checada para avaliar seu potencial de ser um novo

protótipo, baseando-se nas seguintes informações (56, 70):

Condição 4: SE

(

DKc+1(xc
Kc+1) > max

p∈{p}c
(DKc+1(p))

)

OU...

...OU

(

DKc+1(xc
Kc+1) < min

p∈{p}c
(DKc+1(p))

)

ENTÃO...

...ENTÃO
(

xc
Kc+1 ∈ {p}

)

(3.33)

em que a equação (3.14) é usada para calcular DKc+1(xc
Kc+1) e DKc+1(p)(p ∈ {p}c). Se

xc
Kc+1 atender a condição 4, um novo protótipo é adicionado à regra fuzzy da c-ésima

classe (equação (3.30)) e os meta-parâmetros do SOF são atualizados como a seguir:

N c ← N c + 1; pc
Nc ← xc

Kc+1; Sc
Nc ← 1; {p}c ← {p}c + pc

Nc (3.34)

Se a condição 4 não for satisfeita, faz-se necessário verificar se xc
Kc+1 está muito

perto de um protótipo existente, usando a Condição 5 (68).

Condição 5 : SE

(

min
p∈{p}c

(d2(xc
Kc+1, p)) > G

c,L
Kc+1

)

ENTÃO
(

xc
Kc+1 ∈ {p}

c
)

(3.35)

Se a Condição 5 for atendida, um novo protótipo é adicionado à regra fuzzy da

c-ésima classe ( {p}c ← {p}c + pc
Nc ) e a nova nuvem de dados, correspondente com

meta-parâmetros inicializados pela equação (3.34), é adicionada ao classificador.

Se as Condições 4 e 5 não forem satisfeitas, xc
Kc+1 é atribuído a um protótipo

vizinho mais próximo pc
n∗ = arg min

p∈{p}c

(

d(xc
Kc+1, p)

)

e os meta-parâmetros da nuvem de

dados correspondente são atualizados seguindo (56):

pc
n∗ ←

Sc
n∗

Sc
n∗ + 1

pc
n∗ +

1
Sc

n∗ + 1
xc

Kc+1; Sc
n∗ ← Sc

n∗ + 1 (3.36)

Depois que os meta-parâmetros são atualizados, a regra fuzzy do tipo AnYa é

atualizada e o SOF estará pronto para processar a próxima amostra de dados ou realizar

a classificação. A seguir está o pseudo-código do principal procedimento do processo de

treinamento online.
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Algoritmo 2 Processo de treinamento online do SOF
1: Enquanto uma nova amostra de dado da cth classe xc

Kc+1 está disponível (ou até interrupção) faça

2: Atualiza µc
Kc , Xc

Kc , Cc
Kc , G

c,L

Kc para µc
Kc+1, Xc

Kc+1, Cc
Kc+1, G

c,L

Kc+1
;

3: Calcula D em xc
Kc+1 e {p}c;

4: se (Condição 4) ou (Condição 5 então
5: Nc ←Nc + 1; pc

Nc ←xc
Kc+1; Sc

Nc ← 1; {p}c ←{p}c + pc
Nc

6: senão
7: Encontra pc

n∗ ;

8: pc
n∗ ←

Sc

n
∗

Sc

n
∗

+1
pc

n∗ + 1

Sc

n
∗

+1
xc

Kc+1; Sc
n∗ ←Sc

n∗ +1;

9: Fim se
10: Kc ←Kc + 1;
11: Atualiza a regra fuzzy
12: Fim Enquanto

3.5.3 Fase de teste do SOF

Nesta subseção, é descrito o procedimento do classificador SOF para tomada de

decisão. Como mostrado na Figura 4, durante o estágio de teste, para um teste particular

da amostra de dados, representada por x, cada regra do tipo AnYa terá um poder de

disparo dado pelo tomador de decisão local, denotado por λc(x)(c = 1, 2, ..., C), que é

determinado como:

λc(x) = max
p∈{p}c

(

e−d2(x,p)
)

; c = 1, 2, ..., C (3.37)

Com base nos pontos focais do nível de disparo das regras fuzzy C correspondente-

mente (um por regra), o rotulo de x é decidido pelo tomador de decisão geral usando o

princípio vencedor leva tudo da seguinte forma:

rotulo = arg max
c=1,2,...,C

(λc(x)) (3.38)

3.6 CLASSIFICAÇÃO EM DIFERENTES NÍVEIS DE GRANULARIDADE

Como o SOF é um uma abordagem baseada em protótipo, é importante definir

uma área de influência local adequada para cada protótipo, com o intuito de aumentar a

capacidade descritiva das regras fuzzy e, ao mesmo tempo, evitar sobreposições. Existem

duas maneiras mais comuns de definir isso: a primeira consiste em ajustar um raio baseado

nos conhecimentos prévios (71) e a segunda deriva de acordo com os princípios codificados

(72, 73). Entretanto, em muitos casos, o conhecimento prévio não está disponível, enquanto

os princípios codificados são muito sensíveis à natureza dos dados. Então, para a solução

do problema entra a computação granular, que a grosso modo, explora vários níveis de

granularidade na solução de problemas. Os níveis de granularidade podem ser interpretados

como os níveis de abstração, detalhe, complexidade e controle em contextos específicos. Os

objetos da computação granular são famílias de grânulos que representam um problema
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em vários níveis (74). Desse modo, a seguir, será descrito como definir as áreas locais em

torno do protótipo baseado-se nos dados e no nível de granularidade.

Sob o primeiro nível de granularidade ( L = 1 ), o raio médio da área de influência

local ao redor de cada protótipo da c-ésima classe, denotada por G
c,1
Kc , é definido como:

G
c,1
Kc =

∑

x,y∈{xc
K

c},x6=y,d2(x,y)≤d
c

K
c

d2 (x, y)

Q
c,1
Kc

(3.39)

em que Q
c,1
Kc é o número de pares das amostras de dados com {x}c

Kc entre qualquer distância

que seja menor que a média de distâncias d
c

Kc .

A partir do nível 2, para um nível arbitrário de granularidade ( L = 2, 3, ..., ),

pode-se calcular o raio médio iterativamente usando a seguinte equação:

G
c,1
Kc =

∑

x,y∈{xc
K

c},x6=y,d2(x,y)≤G
c,L−1

Kc

d2 (x, y)

Q
c,L
Kc

(3.40)

em que G
c,L−1
Kc é o raio médio correspondente ao (L− 1)-ésimo nível de granularidade; Q

c,L
Kc

é o número de pares de amostra de dados entre os quais a distância é menor que G
c,L−1
Kc .

Comparando com abordagens tradicionais, há vantagens em obter informações

locais desta maneira. Primeiramente, G
c,L−1
Kc é garantido ser válido o tempo todo. A

definição antecipada do limite ou dos princípios matemáticos codificados pode sofrer de

vários problemas, como foi discutido no inicio desta seção. Enquanto, se G
c,L−1
Kc é derivado

a partir dos dados diretos e é sempre significativo, esse não necessita de conhecimento

prévio do conjunto de dados e o nível de granularidade escolhido para o SOF pode ser

decidido baseando-se na preferência do usuário. Além disso, os usuários são livres para

fazer escolhas, podendo sempre adaptar o classificador fazendo mudanças no nível de

granularidade, baseando-se nas necessidades específicas.

Em geral, quando a alta granularidade é escolhida, chamada granularidade fina,

o SOF faz maior extração de mais detalhes (gera mais protótipos) dos dados. Porém, o

classificador consome mais recursos computacionais e memória, e pode ocorrer overfitting.

De modo contrario, quando escolhido um baixo nível de granularidade, chamada granulari-

dade grossa, o classificador aprende apenas informações pouco especificas do treinamento.

Alguns problemas requerem mais detalhamentos, enquanto outros podem precisar ser mais

generalistas.
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Cada ambiente foi dividido uniformemente com espaços de comprimento de onda

(λ = 12, 5cm) e frequência de f = 2, 4Ghz selecionadas para examinar as bandas Wi-

Fi associadas ao padrão IEEE 802.11g. Essas divisões resultaram em um total de 196

posições, sendo que as pequenas variações de escala podem ser melhor capturadas em

(50). As medições foram realizadas no ambiente estático, não havendo movimento entre o

transmissor e o receptor a fim de não se aumentar o erro associado ao sistema.

O sistema de medição foi constituído por: cabos RF de baixa perda, analisador

de rede vetorial (VNA) ZVB14 (usado para medir o coeficiente de transmissão), antenas

omnidirecionais de altura igual a 1,5m nas extremidades do receptor e transmissor, sendo

que o VNA fazia 10 varreduras consecutivas; cada varredura cobrindo uma faixa de 100

MHz usando 601 pontos de frequência, variando a frequência em 0,167 MHz. O conjunto de

dados gerado para cada ambiente consiste em 196 amostras para cada medição, totalizando

1960 amostras.

A abordagem SOF possui dois estágios distintos. No primeiro deles, denominado

de estágio offline, sumarizado no Algoritmo 1, os protótipos dos dados são definidos e

utilizados na determinação da base de regras de um modelo AnYa estável de ordem 0. Já

no segundo estágio, denominado de estágio online, as regras identificadas são atualizadas

de acordo com os dados de fluxo contínuo, acompanhando assim as possíveis alterações

nestes dados. Este estágio é sumarizado no Algoritmo 2.

A base de dados utilizada é composta por 4 classes (laboratório, salão de esporte,

corredor estreito e salão de espera) que representam os ambientes analisados, os 5 atributos

(frequência do sinal, parâmetros S11 real e imaginário, parâmetros S21 real e imaginário).

A base foi reduzida para 100.000 amostras e depois dividida, como mostrado na Tabela

1. Essa divisão totaliza 50% de treinamento e 50% teste, sendo que para treinamento

destina-se 35% para treinamento offline e 15% para treinamento online.

Tabela 1 – Base de dados.

Base de Dados
Número

de
Classes

Número
de

Amostras

Número
de

Atributos

Radiofrequência

Conjunto de Treinamento
offline

4
42500

5+1 rótulo
Conjunto de Treinamento

online
7500

Conjunto de Teste 50000
Fonte: Elaborado pelo autor.
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4.2 ANÁLISE DE PERFORMANCE

Neste trabalho, as métricas de distância apresentadas: distância de Hamming,

distância de Minkowski e distância Manhattan foram testadas a fim de se verificar qual é

a mais recomendada para o problema proposto. Diversos valores de granularidade foram

heuristicamente testadas. As simulações foram conduzidas com a granularidade igual a 13

com o intuito de se obter o melhor desempenho para o modelo proposto.

As especificações do computador usado para gerar os modelos de aprendizado são

fornecidas da seguinte forma: CPU Intel Core i7-5500U (2 cores and 4 Threads de 2.4GHz

e memória cache de 4MB), memória RAM de 8GB e sistema operacional Linux Fedora 29.

Os classificadores adotados para fins comparativos foram implementados de acordo

com as configurações apresentada em (75). São eles: SVM linear, SVM RBF, Decision

Tree, Random Forest, Nearest Neighbors, MLP-ANN, AdaBoost, Naive Bayes e QDA.

Adicionalmente, foi implementado um classificador Fuzzy, baseado no projeto apresentado

em (76). Maiores informações sobre os códigos desenvolvidos podem ser encontrados em

https://github.com/ualisondias/new_sof/.

4.2.1 Validação cruzada

A técnica de validação cruzada foi sugerida em (77, 78) e tem considerável impor-

tância no processo de aprendizado considerando modelos de inteligencia computacional.

Uma das técnicas de validação cruzada é a k-fold (79). Essa técnica consiste em dividir a

base de dados de forma aleatória em k subconjuntos (em que k é definido previamente)

com aproximadamente a mesma quantidade de amostras em cada um deles. A cada

iteração, treino e teste, um conjunto formado por k − 1 subconjuntos são utilizados para

treinamento e o subconjunto restante será utilizado para teste gerando um resultado de

métrica para avaliação, como pode ser visto na Tabela 2, em que é calculado a acurácia

média e as métricas F-Score, coeficiente Kappa e MSE para treinamento e teste. Esse

processo garante que cada subconjunto será utilizado para teste em algum momento da

avaliação do modelo.

Na Tabela 2, são apresentados os resultados obtidos através do software MATLAB,

pela aplicação do SOF ao problema de classificação de ambientes internos, considerando as

métricas de distância de Hamming, Minkowski e Manhattan, originando os classificadores

SOF-Hamming, SOF-Minkowski e SOF-Manhattan, respectivamente. Para fins de compa-

ração, são considerados os seguintes classificadores, também implementados em software

MATLAB: SOF-Cosseno, SOF-Euclideana e SOF-Mahalanobis, todos apresentados em

(17) e que adotam como métricas de distância Cosseno, Euclideana e Mahalanobis, res-

pectivamente. Os outros classificadores comparados neste trabalho são: Um classificador

Fuzzy baseado em (81), SVM linear, SVM RBF, Decision Tree, Random Forest, Nearest

Neighbors, MLP-ANN, AdaBoost, Naive Bayes e QDA. Eles são baseados no scikit-learn,
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uma biblioteca de aprendizado de máquina de código aberto em Python (82).

Os códigos foram executados 33 vezes, de modo a avaliar a aproximação da curva

a uma distribuição normal (83) e se existe alguma variação na acurácia.

Aplicando k-fold, com k = 5, foram obtidos os resultados mostrados na Tabela 2.

O desvio padrão oriundo das simulações se devem às inicializações distintas para cada

execução.

Analisando os dados da Tabela 2, vemos que dentre os modelos de classificadores, o

que obteve maior acurácia, durante a fase de treinamento, foi o SOF-Mahalanobis, seguido

por SOF-Minkowski e SOF-Euclideana, quando comparado aos demais. Contudo, na

fase de teste, o que obteve maior valor de acurácia média foi o SOF-Manhattan, seguido

de SOF-Minkowski e SOF-Euclideana, respectivamente. Esses valores maiores, na fase

de teste para a abordagem SOF-Manhattan, se DÃO porque a atualização das regras e

parâmetros foram melhor estruturadas nesse modelo. Nos outros modelos de aprendizado

de máquina ocorreu o mesmo com Nearest Neighbors e com RBF SVM, em que no primeiro

se obtém resultados maiores de acurácia média para a fase de treinamento e no segundo,

maiores para a fase de teste. Os valores de F-Score seguem o mesmo padrão dos resultados

de acurácia média. Os valores de Kappa sofrem algumas alterações bruscas, como por

exemplo: o modelo SOF-Mahalanobis, em que existe uma queda de treinamento para teste.

O que obteve menor diferença do valor de Kappa e maior valor para treinamento e teste,

foi a abordagem SOF-Manhattan. O classificador Fuzzy foi o que obteve o menor valor

de acurácia, F-Score e Kappa, e maior valor de erro médio quadrático dentre os modelos

Fuzzy. O menor valor de MSE no treinamento foi obtido pelo SOF-Mahalanobis e o menor

para teste, foi obtido pelo SOF-Manhattan.

Para a distância de Hamming a acurácia média do modelo atinge 76,19% ± 2,54,

sendo esse o menor valor encontrado na fase de teste entre as abordagens propostas nesse

trabalho. Já para a distância Manhattan, obteve-se acurácia média de 98,66%, para a

fase de teste, sendo esse o melhor resultado dentre todos, em todos os casos esse tipo de

abordagem ofereceu os maiores valores de Kappa e F-score e os menores valores de MSE.

O modelo SOF-Minkowski obteve o segundo maior resultado de acurácia média para a

fase de teste, entre todos. Com isso, percebe-se que as propostas são atraentes ao lidar

com o problema de classificação de ambientes internos.
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Tabela 2 – Performance em função da média e desvio padrão.

Abordagem
Treinamento Teste Treinamento Teste Treinamento Teste Treinamento Teste

acurácia média (%) acurácia média (%) F-Score F-Score Kappa Kappa MSE MSE
SOF-Cosseno 92,31±0,15 87,37±0,10 0,9230±0,0015 0,8735±0,0016 0,7951±0,0040 0,6632±0,0043 0,2600±0,0074 0,4272±0,0068
SOF-Euclideana 99,81±0,02 97,26±0,10 0,9981±0,0002 0,9726±0,0011 0,9951±0,0007 0,9269±0,0029 0,0047±0,0009 0,0567±0,0021
SOF-Minkowski 99,81±0,02 97,26±0,10 0,9981±0,0002 0,9726±0,0011 0,9951±0,0007 0,9269±0,0029 0,0047±0,0009 0,0567±0,0021
SOF-Mahalanobis 99,99±0,00 88,84±0,14 0,9999±6,7E-05 0,8883±0,0014 0,9997±0,0001 0,7025±0,0038 0,0003±0,0002 0,2559±0,0042
SOF-Hamming 82,99±5,01 76,19±2,54 0,8211±0,0532 0,7555±0,0260 0,5464±0,1336 0,3650±0,0678 0,3849±0,1210 0,5389±0,0579
SOF-Manhattan 99,75±0,02 98,66±0,05 0,9975±0,0002 0,9866±0,0005 0,9935±0,0007 0,9644±0,0014 0,0060±0,0008 0,0311±0,0015
Fuzzy 45,52±0,00 45,49±0,00 0,4290±0,0004 0,4285±0,0017 0,3116±0,0005 0,3120±0,0023 0,5805±0,0005 0,5803±0,0021
Nearest Neighbors 93,18±0,04 83,88±0,17 0,9318±0,0004 0,8387±0,0016 0,9091±0,0006 0,7850±0,0022 0,1662±0,0012 0,3956±0,0053
Linear SVM 41,65±0,13 41,60±0,19 0,3945±0,0010 0,3942±0,0023 0,2221±0,0018 0,2214±0,0026 1,5784±0,0068 1,5790±0,01301
RBF SVM 86,95±0,03 86,15±0,15 0,8694±0,0003 0,8617±0,0015 0,8260±0,0005 0,8154±0,0020 0,2999±0,0012 0,3176±0,0046
Decision Tree 42,17±0,13 42,11±0,26 0,3768±0,0013 0,3756±0,0033 0,2296±0,0017 0,2274±0,0032 2,3531±0,0097 2,3533±0,01816
Random Forest 50,47±1,38 50,41±1,39 0,4842±0,0160 0,4802±0,0175 0,3398±0,0185 0,3392±0,0185 1,8193±0,0891 1,8308±0,0893
MLP-ANN 71,04±0,41 70,83±0,48 0,7060±0,0047 0,7029±0,0051 0,6138±0,0054 0,6111±0,0066 0,7092±0,0126 0,7174±0,0171

Fonte: Elaborado pelo autor.
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5 CONCLUSÃO

Neste trabalho foram apresentadas abordagens aprimoradas baseadas em um clas-

sificador Fuzzy Auto-Organizável, aplicado à análise de dados de sinais de RF em redes de

sensores sem fio, a fim de classificar o ambiente onde esses sensores estão localizados. O

classificadores SOF-Minkowski, SOF-Hamming e SOF-Manhattan mostraram-se indepen-

dentes de parâmetros predefinidos ou suposições anteriores, pois são conduzidos apenas

por dados empiricamente observados. Os classificadores identificam protótipos dos dados

de treinamento e continuam aprendendo com o fluxo de dados.

Para fins de comparações dos modelos, várias métricas de distâncias (Cosseno,

Euclideana, Minkowski, Mahalanobis, Hamming e Manhattan) foram adotadas, além de

outras abordagens tradicionais como: Fuzzy, Nearest Neighbors, Linear SVM, RBF SVM,

Decision Tree, Random Forest e MLP-ANN.

Resultados experimentais mostraram que o SOF-Manhattan apresentou maior valor

de acurácia média , maior F-Score e coeficiente Kappa e menor erro médio quadrático

quando aplicado a um banco de dados composto por medições de sinais de RF em tempo

real de ambientes internos. Avaliando o desvio padrão do modelo, é possível perceber que

o mesmo não apresenta resultados distintos em mais de uma execução.

Como indicação para trabalhos futuros, fazer adaptações no modelo de modo

a calcular de forma autônoma o melhor nível de granularidade, pretende-se aplicar o

SOF estendido em streaming de dados relacionados à classificação de ambientes internos.

Além disso, os modelos discutidos neste trabalho serão apresentados em outras aplicações

para solucionar diferentes problemas de engenharia (por exemplo, detecção de eventos,

diagnóstico de falhas em equipamentos e outros), com o intuito de auxiliar os profissionais

não apenas nos processos de tomada de decisão, mas também na elaboração de estratégias

no setor.
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