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RESUMO

A área de Otimização envolve o estudo e emprego de métodos para determinação dos

parâmetros que levam à obtenção de soluções ótimas, de acordo com critérios denominados

objetivos. Um problema é classificado como multiobjetivo quando apresenta objetivos

múltiplos e conflitantes, que devem ser otimizados simultaneamente. Recentemente tem

crescido o interesse dos pesquisadores pela análise de pós-otimalidade, que consiste na

busca por propriedades intŕınsecas às soluções ótimas de problemas de otimização e que

podem lançar uma nova luz à compreensão dos mesmos. Innovization (inovação através

de otimização, do inglês innovation through optmization) é um processo de descoberta de

conhecimento a partir de problemas de otimização na forma de relações matemáticas

entre variáveis, objetivos, restrições e parâmetros. Dentre as técnicas de busca que

podem ser utilizadas neste processo está a Programação Genética (PG), uma meta-

heuŕıstica bioinspirada capaz de evoluir programas de forma automatizada. Além de

numericamente válidos, os modelos encontrados devem utilizar corretamente as variáveis

de decisão em relação às unidades envolvidas, de forma a apresentar significado f́ısico

coerente. Neste trabalho é proposta uma alternativa para tratamento das unidades através

de operações protegidas que ignoram os termos inválidos. Além disso, propõe-se aqui uma

estratégia para evitar a obtenção de soluções triviais que não agregam conhecimento sobre

o problema. Visando aumentar a diversidade dos modelos obtidos, propõe-se também a

utilização de um arquivo externo para armazenar as soluções de interesse ao longo da

busca. Experimentos computacionais são apresentados utilizando cinco estudos de caso

em engenharia para verificar a influência das ideias propostas. Os problemas tratados

aqui envolvem os projetos de: uma treliça de 2 barras, uma viga soldada, do corte de

uma peça metálica, de engrenagens compostas e de uma treliça de 10 barras, sendo este

último ainda não explorado na literatura de descoberta de conhecimento. Finalmente, o

conhecimento inferido no estudo de caso da estrutura de 10 barras é utilizado para reduzir

a dimensionalidade do problema.

Palavras-chave: Innovization. Otimização Multiobjetivo. Descoberta de

conhecimento. Programação Genética.



ABSTRACT

The area of optimization involves the study and the use of methods to determine the

parameters that lead to optimal solutions, according to criteria called objectives. A

problem is classified as multiobjective when it presents multiple and conflicting objectives

which must be simultaneously optimized. Recently, the interest of the researchers

has grown in the analysis of post-optimality, which consists in the search for intrinsic

properties of the optimal solutions of optimization problems. This can shed a new light on

the understanding of the optimization problems. Innovization (from innovation through

optimization) is a process of knowledge discovery from optimization problems in the form

of mathematical relationships between variables, objectives, constraints, and parameters.

Genetic Programming (GP), a search technique that can be used in this process, is a

bio-inspired metaheuristic capable of evolving programs automatically. In addition to

be numerically valid, the models found must correctly use the decision variables with

respect to the units involved, in order to present coherent physical meaning. In this work,

a method is proposed to handle the units through protected operations which ignore

invalid terms. Also, a strategy is proposed here to avoid trivial solutions that do not add

knowledge about the problem. In order to increase the diversity of the models obtained,

it is also proposed the use of an external file to store the solutions of interest found

during the search. Computational experiments are presented using five case studies in

engineering to verify the influence of the proposed ideas. The problems dealt with here are

the designs of: a 2-bar truss, a welded beam, the cutting of a metal part, composite gears,

and a 10-bar truss. The latter was not previously explored in the knowledge discovery

literature. Finally, the inferred knowledge in the case study of the 10-bar truss structure

is used to reduce the dimensionality of that problem.

Keywords: Innovization. Multiobjective Optimization. Knowledge discovery.

Genetic Programming.
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3.1 INTRODUÇÃO . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 35

3.1.1 Processo automatizado de Innovization . . . . . . . . . . . . . . . . . . . . . . . . 36

3.1.2 Innovization baseado em Programação Genética . . . . . . . . . . . . . . . . 40
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BARRAS . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . 63

6 EXPERIMENTOS COMPUTACIONAIS . . . . . . . . . . . . . . . . . . . . . . . . . . . . 65
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1 INTRODUÇÃO

Nos últimos anos tem crescido o interesse de pesquisadores pela análise de pós-otimalidade,

que consiste em descobrir caracteŕısticas intŕınsecas às soluções obtidas em problemas de

otimização. De acordo com Deb e Srinivasan (2006), em problemas de engenharia pode-

se esperar que existam similaridades entre as soluções de um problema de otimização,

relacionadas às suas condições de otimalidade. O termo Innovization (inovação através

de otimização, do inglês innovation through optmization) foi cunhado por Deb e Srinivasan

(2006) para introduzir um processo de descoberta de conhecimento a partir das soluções de

um problema de otimização, na forma de relações matemáticas entre variáveis, objetivos,

restrições e parâmetros do problema. Tais relações, denominadas prinćıpios de projeto,

possibilitam (i) compreender novos aspectos do problema; (ii) criar novas (boas) soluções

sem a necessidade de um novo processo de otimização; e (iii) informar um algoritmo de

otimização, indicando regiões promissoras do espaço de busca.

Apesar da ideia de descoberta de conhecimento sobre as soluções do problema

se estender ao caso mono-objetivo, a pluralidade de soluções usualmente obtida ao

resolver-se problemas multiobjetivo (denominadas Soluções Pareto-Ótimas) permite a

pesquisa por propriedades que possam revelar caracteŕısticas do problema até então

desconhecidas (Deb e Srinivasan 2006). No caso mono-objetivo, tal análise se reduz a

verificações de sensibilidade. Quando são considerados problemas multiobjetivo, tem-

se conteúdo suficiente para se descobrir relações entre as diversas caracteŕısticas do

problema (Deb e Srinivasan 2006).

Na proposta inicial de Innovization, a busca por prinćıpios de projeto foi realizada

manualmente, a partir da observação de regiões promissoras do espaço de busca, seguida

pela identificação de correlações entre variáveis, objetivos ou restrições. Apesar disso,

os autores apresentaram a utilidade da técnica em vários problemas de engenharia,

descobrindo relações relevantes e não triviais. Por exemplo, considerando um problema

multiobjetivo que consiste na otimização do projeto de uma treliça de duas barras, com

os objetivos de minimizar o volume ocupado pela estrutura e a tensão máxima, os autores

observaram que todas as soluções Pareto-ótimas possuem a mesma tensão nas duas

barras. Além disso, a técnica foi capaz de encontrar neste problema todas as relações
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analiticamente previstas. Este problema será apresentado com detalhes na Seção 5.2.

Outros problemas de engenharia explorados por Deb e Srinivasan (2006) foram o projeto

de um sistema de embreagem de múltiplos discos, o projeto de uma mola, o projeto de

engrenagens acopladas e o de uma viga soldada.

A busca por regras em função dos parâmetros do problema foi também proposta

por Deb e Srinivasan (2006), recebendo o nome de Innovization de alto ńıvel. Neste caso,

o problema é resolvido diversas vezes variando-se o valor de um dado parâmetro, buscando-

se então padrões presentes em todos os conjuntos de soluções obtidos. Além da descoberta

de regras de alto ńıvel, os autores propuseram também o Innovization de baixo ńıvel, que

consiste em focar a busca em regiões promissoras do espaço de objetivos (Bandaru e Deb

2013b), obtendo regras que sejam relacionadas a um conjunto de soluções não-dominadas,

de acordo com o interesse do tomador de decisão (TD).

O processo de Innovization foi estendido por Bandaru e Deb (2010), Bandaru e Deb

(2011a), Bandaru e Deb (2011b), Bandaru e Deb (2013a) e Bandaru et al. (2015). No

processo automatizado de Innovization (Bandaru e Deb 2010; Bandaru e Deb 2011a;

Bandaru e Deb 2011b) utiliza-se uma meta-heuŕıstica para buscar prinćıpios de projeto

que revelem caracteŕısticas das soluções Pareto-Ótimas. Um dos desafios da tarefa é a

obtenção de diversas regras de projeto. Esse desafio foi solucionado pelos autores através

do uso de um Algoritmo Genético com nichos, permitindo a existência de diferentes

espécies na mesma população e, assim, soluções com caracteŕısticas diferentes são obtidas

na mesma execução da técnica. O espaço de busca consiste em um conjunto formado

pelas variáveis de decisão, objetivos, restrições, além de funções adicionais que podem ser

indicadas pelo usuário.

Um passo rumo à obtenção de regras de projeto mais gerais foi a adoção

da Programação Genética (PG) no trabalho de Bandaru e Deb (2013a), técnica

largamente utilizada para evolução de estruturas complexas, como expressões aritméticas

e classificadores. Uma modificação foi necessária para utilizar a PG como mecanismo de

busca: além de encontrar regras que reflitam invariâncias, os modelos encontrados devem

relacionar corretamente as variáveis de decisão no que tange às unidades envolvidas.

Assim, Bandaru e Deb (2013a) propõem o uso de uma PG em que a consistência das

unidades é verificada durante o processo de busca, de forma a incentivar a geração de

soluções candidatas válidas. A abordagem escolhida pelos autores foi a penalização, que
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atribui um valor arbitrariamente alto às restrições da solução candidata que apresentar

inconsistência no emprego das unidades.

Bandaru et al. (2015) propuseram uma generalização do processo de Innovization

utilizando PG como mecanismo de busca, capaz de identificar prinćıpios de projeto de

baixo e alto ńıveis. Foram realizados experimentos utilizando o problema da treliça de

duas barras, um problema de corte de metal e um modelo de gerenciamento de estoque

e produção, que consiste na produção baseada em predições, ao invés de demanda real.

Assim, deseja-se manter um estoque de produtos suficiente para atender as demandas

recebidas, de forma a maximizar as demandas atendidas, minimizar a produção por

unidade de tempo e minimizar a quantidade de produtos armazenados em estoque, que

implica em custos operacionais. A técnica foi capaz de identificar diversos prinćıpios de

projeto relevantes para o problema, por exemplo revelando quais variáveis de decisão

possuem maior influência sobre cada objetivo.

Apesar do foco dos estudos na área ser a análise de soluções não-dominadas, a inclusão

de dados de outras regiões do espaço de busca pode ser promissora, levando a descoberta

de prinćıpios de projeto que de outra forma seriam dificilmente obtidas (Chichakly e

Eppstein 2013).

Além das extensões e aplicações da técnica de Innovization citados até aqui, diversos

outros estudos independentes foram realizados com o objetivo de descobrir informações em

problemas multiobjetivo baseando-se em técnicas de aprendizado de máquina (Obayashi

e Sasaki 2003; Obayashi, Jeong e Chiba 2005; Chiba et al. 2006; Packham e Parmee 2000;

Pryke, Mostaghim e Nazemi 2007; Ulrich, Brockhoff e Zitzler 2008; Ulrich 2013; Doncieux

e Hamdaoui 2011; Taboada e Coit 2006; Sugimura et al. 2009; Oyama, Nonomura e

Fujii 2010; Brownlee e Wright 2012; Kudo e Yoshikawa 2012) ou mesmo em métodos

anaĺıticos (Papalambros e Wilde 2000; Askar e Tiwari 2011).

Mapas auto-organizáveis de Kohonen (SOMs) (Kohonen 1990) foram utilizados

por Obayashi e Sasaki (2003), Chiba et al. (2006) e Doncieux e Hamdaoui (2011) para

extrair informações de Soluções Pareto-Ótimas. SOMs são um tipo de rede neural

recorrente não supervisionada capaz de separar espacialmente dados multidimensionais

em grupos com caracteŕısticas semelhantes, mantendo os grupos mais correlacionados

próximos entre si. Obayashi e Sasaki (2003) utilizaram SOMs para buscar por padrões em

projetos de asa e fuselagem de aeronaves supersônicas, Além disso, a técnica foi empregada
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para analisar o impacto de 131 variáveis de decisão nos objetivos do problema. Chiba et al.

(2006) aplicaram a técnica para verificar o impacto das variáveis de decisão nos objetivos

de um problema de otimização de rúıdo produzido por motores de aeronaves. SOMs

também foram utilizadas por Doncieux e Hamdaoui (2011) para identificar padrões que

afetam a velocidade final num projeto de asa de ornitóptero, que compõe uma aeronave

que voa através do movimento de suas asas, de forma semelhante ao que ocorre com aves

e morcegos.

Uma outra abordagem baseada em técnicas de visualização foi proposta por Pryke,

Mostaghim e Nazemi (2007), onde heatmaps foram utilizados para visualizar

simultaneamente os espaços de decisão e objetivos, possibilitando identificar correlações

entre os mesmo. Uma vantagem do método proposto é que pode ser aplicado a problemas

com mais de três objetivos.

Ulrich, Brockhoff e Zitzler (2008) propuseram o uso de dendrogramas para agrupar

soluções não-dominadas para descoberta de prinćıpios de projeto. Dendrogramas são

árvore binárias, nas quais a distribuição dos nós separa os dados de forma hierárquica

e ascendente, de tal forma que as soluções se encontram nas folhas da árvore e nós

próximos tendem a apresentar informações relacionadas. A técnica foi aplicada com

sucesso ao problema da mochila e ao projeto de um processador embarcado voltado para

processamento de pacotes de redes de computadores.

Ulrich (2013) propôs uma formulação bi-objetivo ao problema de encontrar correlações

entre variáveis de decisão e o espaço de objetivos, além de um algoritmo capaz de resolvê-

lo denominado Pareto-front Analyser (PAN). A principal contribuição deste trabalho foi

propor uma nova estratégia para relacionar as variáveis de decisão a regiões de interesse do

espaço de objetivos, atuando como um algoritmo de agrupamento. Foram realizados testes

comparativos com os algoritmos de agrupamento comumente utilizados na literatura. A

técnica foi validada utilizando o problema da mochila e aplicada a um problema real

de projeto de uma ponte em estrutura de treliça, de forma a suportar uma dada carga

externa. Os objetivos considerados para o projeto da ponte foram a minimização da

soma dos pesos das barras e a minimização da maior barra utilizada. De acordo com os

resultados obtidos, a técnica foi superior às abordagens tradicionais, mostrando-se capaz

de separar soluções com caracteŕısticas semelhantes em grupos compactos. Apesar de

realizar um agrupamento satisfatório nos problemas considerados, a técnica não oferece
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uma forma automatizada de verificar as relações entre variáveis de decisão e objetivos,

sendo necessária a inspeção visual dos projetos obtidos para descoberta de padrões.

Brownlee e Wright (2012) utilizaram planilhas eletrônicas para destacar e identificar

manualmente padrões em conjuntos de soluções não-dominadas de um problema bi-

objetivo. Os autores relataram dificuldade na tarefa devido ao grande número de soluções

analisadas.

Para extração de conhecimento de soluções não-dominadas, Kudo e Yoshikawa (2012)

propuseram a utilização do método de visualização isomap, originalmente criado para

analisar problemas de classificação múltipla. A abordagem consiste em representar a

distância das soluções no espaço de variáveis considerando sua distância no espaço dos

objetivos. A técnica foi aplicada ao projeto de um motor foguete h́ıbrido, que opera com

uma mistura de propelentes ĺıquidos e sólidos. De acordo com os autores do trabalho, este

tipo de motor foguete é menos suscet́ıvel a explosões e possui menor impacto ambiental.

Foram considerados 5 objetivos: minimização do peso e comprimento do foguete e da

aceleração máxima; e maximização da altitude atinǵıvel e também da carga útil que

pode ser transportada. No problema tratado foram encontradas algumas relações entre

os valores das variáveis de decisão e os dos objetivos.

Apesar de possibilitar a descoberta de algumas inovações nos problemas em estudo,

as técnicas citadas carecem de um método automatizado para obtenção de padrões

inteliǵıveis, que é um dos objetivos primordiais do processo de Innovization (Bandaru

et al. 2011).

Um método de busca denominado multiobjective robust design exploration foi proposto

por Sugimura et al. (2009), que consiste em uma otimização multiobjetivo seguida de

análise das soluções utilizando regras de associação, buscando-se correlações entre as

variáveis de decisão e os objetivos. Regras de associação são expressões da forma “se-

então” que podem ser utilizadas para inferir causalidade em dados categóricos. Aplicada

ao problema de projeto de um ventilador centŕıfugo para máquinas de lavar e secar,

com os objetivos de maximizar eficiência e minimizar rúıdos, a técnica mostrou-se

capaz de reproduzir os melhores resultados da literatura. Diversos prinćıpios de projeto

foram inferidos na forma de regras de associação, fornecendo informações relevantes ao

projeto em estudo. Os autores destacam ainda a importância de se utilizar uma técnica

automatizada para extração de padrões simbólicos, sobretudo para problemas com alta
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dimensionalidade, onde a aplicação de técnicas de visualização torna-se dif́ıcil.

Dentre os métodos anaĺıticos há a análise de monotonicidade, também capaz de obter

prinćıpios de projeto diretamente a partir da definição dos problemas (Papalambros e

Wilde 2000). Entretanto, como o nome sugere, assume-se que objetivos e restrições

sejam funções monotônicas em relação às variáveis de decisão, ou ainda que as funções

objetivos sejam livres de ao menos uma das variáveis de decisão, o que limita seu escopo

de utilização.

Askar e Tiwari (2011) apresentaram um outro método anaĺıtico capaz de obter

diretamente os prinćıpios de projeto a partir da formulação do problema multiobjetivo.

A técnica foi aplicada com sucesso a dois problemas de engenharia, o projeto de uma viga

soldada e o projeto de um sistema de drenagem, neste último revelando prinćıpios até

então desconhecidos. O método possui, entretanto, uma grande limitação: os prinćıpios de

projeto devem ser combinações lineares das variáveis de decisão. Além disso, é necessário

conhecer a definição matemática do problema, o que em alguns casos não é posśıvel (por

exemplo quando as soluções candidatas são avaliadas por um simulador externo).

Propõe-se aqui algumas melhorias ao processo de Innovization baseado em PG,

visando a obtenção de soluções mais diversas, possibilitando assim maior esclarecimento ao

especialista de domı́nio sobre o problema abordado. Inicialmente, observa-se que há uma

perda de prinćıpios promissores ao longo do processo de busca. Neste sentido, propõe-se

aqui a incorporação de um arquivo externo para armazenamento de todos os prinćıpios

de projeto potencialmente de interesse.

Além disso, dada a capacidade da PG em gerar modelos sem uma estrutura pré-

definida, torna-se necessário introduzir um tratamento para que as operações aritméticas

sejam adequadamente executadas, considerando as unidades dos termos envolvidos. Nota-

se que as unidades das variáveis são conhecidas a priori. Neste trabalho é proposta

uma solução alternativa para tratamento da consistência entre unidades, que envolve

realizar operações protegidas, ignorando os termos inválidos das expressões. A utilização

de operações protegidas é comumente adotada na PG para tratar a execução de operações

aritméticas envolvendo valores inválidos. Por exemplo, é comum utilizar uma operação

protegida de divisão, retornando um valor fixo quando o denominador é igual a zero.

Verifica-se também que são gerados prinćıpios de projeto, que dada sua simplicidade

não agregam conhecimento do domı́nio do problema, sendo portanto irrelevantes. Tais
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soluções são chamadas aqui de soluções triviais. Propõe-se aqui um procedimento para

dificultar a manutenção deste tipo de prinćıpio na população.

As técnicas propostas aqui são aplicadas a cinco estudos de caso em engenharia, sendo

quatro deles já abordados na literatura de Innovization, envolvendo os projetos de: uma

treliça de duas barras, uma viga soldada, o corte de uma barra de metal e engrenagens

compostas. Além destes, também será proposta aqui a análise de uma estrutura de treliça

de 10 barras, comumente utilizada em problemas de otimização mono e multiobjetivo.

Apesar de largamente utilizada como um problema teste, não há na literatura trabalhos

envolvendo a descoberta de conhecimento desta estrutura.

1.1 Organização da dissertação

Este trabalho está organizado da seguinte forma: o Caṕıtulo 2 apresenta conceitos básicos

de otimização multiobjetivo, imprescind́ıveis à apreciação das técnicas utilizadas aqui.

No Caṕıtulo 3 a técnica de Innovization é introduzida, havendo também uma breve

introdução à Programação Genética. No Caṕıtulo 4 são delineados os métodos propostos

aqui para Innovization baseado em Programação Genética. Os estudos de caso tratados

são apresentados no Caṕıtulo 5. Os resultados dos experimentos computacionais desses

problemas são apresentados e analisados no Caṕıtulo 6. Concluindo este trabalho, o

Caṕıtulo 7 possui as considerações finais e trabalhos futuros.
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2 OTIMIZAÇÃO

MULTIOBJETIVO

2.1 INTRODUÇÃO

A otimização tem por objetivo a obtenção de soluções que sejam ótimas em relação

a determinados objetivos, como redução de custo ou tempo de fabricação de um

produto, satisfação de requisitos de segurança, etc. Quando se deseja modelar e resolver

problemas reais, não é rara a existência de múltiplos objetivos, os quais muitas vezes são

conflitantes e devem ser otimizados simultaneamente. Neste caṕıtulo serão apresentados

conceitos e definições relacionados à tais problemas, denominados problemas de otimização

multiobjetivo.

2.2 CONCEITOS BÁSICOS

Um Problema de Otimização (PO) pode ser definido de forma geral como

Min/Max fm(x), m = 1,2, . . . ,M ;

sujeito a gj(x) ≥ 0, j = 1,2, . . . , J ;

hk(x) = 0, k = 1,2, . . . , K;

xI
i ≤ xi ≤ xS

i , i = 1,2, . . . , N ;

(2.1)

onde o vetor x corresponde às variáveis de decisão, fm : RN → R são as funções objetivo,

hk : RN → R as restrições de igualdade e gj : RN → R as restrições de desigualdade que

devem ser satisfeitas. As soluções são vetores da forma x = (x1, x2, . . . , xN)
T , sendo cada

dimensão denominada variável de decisão. O último conjunto de restrições em (2.1) são

os limites das variáveis de decisão, de forma que cada variável xi pode assumir valores

entre o limite inferior xI
i e o superior xS

i . Tais limites definem o espaço das variáveis de

decisão, D ⊆ RN . Sem perda de generalidade, aqui considera-se que todos os POs são

do tipo minimização, de acordo com o prinćıpio da dualidade, que possibilita transformar
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POs de maximização em POs de minimização multiplicando-se as funções objetivo por

−1.

Quando o PO possui apenas um objetivo (M = 1), este é chamado de problema

de otimização mono-objetivo. Caso contrário, quando há mais de uma função objetivo

(M > 1), o PO é denominado problema de otimização multiobjetivo.

Quando trabalhando com meta-heuŕısticas e o PO possui apenas o conjunto de

restrições que define o espaço de busca, este é denominado PO sem restrições. Isto se

deve ao fato de que tais restrições são comumente tratadas de forma trivial quando

esse tipo de técnica é utilizada. Entretanto, grande parte dos POs possui outras

restrições, sobretudo quando se considera a modelagem de problemas reais. Neste caso,

as soluções que satisfazem todas as restrições são chamadas soluções viáveis (ou fact́ıveis),

enquanto aquelas que violam ao menos uma restrição são denominadas inviáveis (ou

infact́ıveis). O conjunto de todas soluções viáveis define o espaço viável S ⊆ D. Para

cada solução x ∈ D há um ponto z no espaço de objetivos Z, obtido pelo mapeamento

z = (f1(x), f2(x), . . . , fM(x)). A Figura 2.1 mostra o mapeamento entre os espaços de

decisão e objetivos de um problema contendo três variáveis de decisão e duas funções

objetivo.

x2
x3

x1
f1

f2
Espaço de objetivosEspaço de busca

Figura 2.1: Mapeamento entre os espaços de decisão e objetivos.

De acordo com Deb (2001), a caracteŕıstica que mais diferencia problemas de

otimização mono-objetivo e multiobjetivo é a definição de otimalidade. Ao resolver um

problema mono-objetivo, deseja-se geralmente obter uma solução que apresente o melhor

valor posśıvel (ótimo) para a função objetivo, respeitando-se as restrições1. Contudo,

1Uma exceção são os problemas multimodais, nos quais pode-se desejar encontrar múltiplas soluções
aceitáveis, ao invés de uma única solução ótima.
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quando se trata de problemas com vários objetivos, o conceito de otimalidade não é

trivial, uma vez que estes são conflitantes. Assim, é necessário introduzir um critério que

permita comparar as soluções de um problema multiobjetivo. O critério de comparação

mais comumente adotado na literatura é a dominância de Pareto, definida a seguir (Deb

2001).

Definição 1. Considerando um problema de minimização contendo M objetivos, uma

solução X1 domina outra X2 se as seguintes condições são satisfeitas:

1. X1 não é pior que X2 em nenhum objetivo, ou seja, fi(X1) ≤ fi(X2), para i =

1,2, . . . ,M ;

2. X1 é estritamente melhor que X2 em ao menos um objetivo, isto é, fi(X1) < fi(X2)

para algum i entre 1 e M .

Utilizando tal definição, três situações podem ocorrer ao analisar duas soluções X1 e

X2 (Deb 2001):

1. X1 domina X2;

2. X2 domina X1;

3. X1 e X2 são soluções não-dominadas entre si.

As soluções viáveis não-dominadas por nenhuma outra no espaço de busca viável

são chamadas de Soluções Pareto-Ótimas, também conhecidas como Conjunto Pareto-

Ótimo (Coello, Van Veldhuizen e Lamont 2002). Frente de Pareto Ótima é o nome dado

à imagem do Conjunto Pareto-Ótimo no espaço de objetivos do problema (Coello, Van

Veldhuizen e Lamont 2002).

Deb (2001) conjectura duas metas para a otimização multiobjetivo:

• Convergência: Encontrar um conjunto de soluções não-dominadas tão próximas

quanto posśıvel da Frente de Pareto Ótima;

• Diversidade: Encontrar um conjunto de soluções não-dominadas tão diversas

quanto posśıvel.

A primeira meta, presente em qualquer processo de otimização, consiste em encontrar

soluções próximas à solução ótima, que no caso multiobjetivo corresponde à Frente de
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Pareto Ótima. A segunda se deve à impossibilidade de se escolher uma dentre as soluções

Pareto-ótimas, pois, sem considerar informações adicionais sobre o problema, todos os

objetivos são igualmente importantes. Logo, é desejável que o algoritmo de busca adotado

seja capaz de encontrar um conjunto de soluções distintas, que serão analisadas a posteriori

pelo tomador de decisão (TD). As duas metas são ilustradas na Figura 2.2.

Espaço de objetivos

Frente de Pareto real
ConvergênciaDiversidade

Figura 2.2: Convergência e diversidade ilustradas num problema com dois objetivos.

Dentre as soluções de um problema multiobjetivo há algumas que são comumente

utilizadas por algoritmos de otimização, definidas a seguir.

Definição 2. Um vetor em que cada componente possui o valor ótimo para o objetivo

correspondente em todo o espaço de busca é chamado de solução ideal, consistindo num

limite inferior para qualquer solução (Deb 2001).

Definição 3. Um vetor em que cada componente possui o pior valor do objetivo

correspondente dentre as soluções da Frente de Pareto é denominado solução nadir (Deb

2001). É importante notar que, diferentemente do vetor ideal, a solução nadir é definida

sobre as soluções presentes na Frente de Pareto e não sobre todo o espaço de busca.

Diversos métodos foram propostos na literatura para a resolução de problemas

multiobjetivo (Zadeh 1963; Haimes, Lasdon e Wismer 1971; Schaffer 1985; Srinivas

e Deb 1994; Palli et al. 1998; Deb et al. 2002). Os chamados métodos clássicos

consistem em transformar os objetivos do problema em somente um, que é então resolvido

utilizando uma técnica de otimização mono-objetivo (Deb 2001). No método da soma
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ponderada (Zadeh 1963), a função objetivo é a soma dos objetivos, cada um multiplicado

por um peso indicado pelo usuário. Outra abordagem encontrada na literatura é manter

um dos objetivos do problema original, tratando os demais como restrições do problema

de otimização (Haimes, Lasdon e Wismer 1971).

De acordo com Deb (2001), os métodos clássicos apresentam algumas desvantagens.

Inicialmente, a diversidade não é incentivada, pois uma única solução é obtida como

solução do problema mono-objetivo, sendo necessário executar os métodos diversas vezes

para obtenção de soluções (potencialmente) distintas. Uma dificuldade adicional é que

nem todas as soluções do espaço de busca original podem ser obtidas quando o problema

não é convexo. Finalmente, os métodos requerem informação adicional sobre o problema,

como preferência entre os objetivos ou valores alvo para orientar a busca.

Desta forma, tornou-se mais usual resolver problemas multiobjetivo de forma

heuŕıstica (Coello, Van Veldhuizen e Lamont 2002). Os algoritmos evolucionistas (AE)

são técnicas atrativas para este fim, uma vez que o processo de busca utiliza um conjunto

de soluções candidatas (Deb 2001). Assim, um AE tradicional pode ser adaptado para

preservar a diversidade de soluções e também para convergir em direção à Frente de Pareto

real. Os AEs adaptados para a resolução de problemas multiobjetivo são conhecidos como

MOEAs (algoritmos evolucionistas multiobjetivo).

Para adaptar um AE para problemas multiobjetivo, é necessário introduzir uma forma

de classificar as soluções candidatas. A maioria dos MOEAs da literatura utiliza o método

da Ordenação de Pareto (Deb 2001), inicialmente sugerido por Golberg (1989), para esta

finalidade. O método consiste em classificar a população em postos, de acordo com o ńıvel

de não-dominância das soluções. As soluções não-dominadas constituem o posto 0; aquelas

dominadas apenas pelas soluções do posto 0 formam o posto 1, e assim sucessivamente.

Durante o processo de busca, as soluções de posto mais baixo são escolhidas, uma vez que

estas dominam as outras de posto mais alto. Na Figura 2.3 pode-se observar a Ordenação

de Pareto para um conjunto de soluções de um problema com dois objetivos.
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Posto 0 Posto 1 Posto 2

Figura 2.3: Exemplo de Ordenação de Pareto, em que 13 soluções são classificadas em 3
postos.

2.3 ALGORITMOS EVOLUCIONISTAS PARA

PROBLEMAS MULTIOBJETIVO

Meta-heuŕısticas são métodos que combinam procedimentos de busca local com estratégias

de mais alto ńıvel, de modo a criar um processo capaz de escapar de ótimos locais e

realizar uma busca robusta no espaço de soluções de um problema (Glover e Kochenberger

2003). Com o passar do tempo, esta definição passou a englobar todas as técnicas que

utilizam estratégias para escapar de ótimos locais em espaços de busca complexos (Glover

e Kochenberger 2003).

Algumas meta-heuŕısticas possuem inspiração natural, ou seja, seu procedimento é

baseado em algum comportamento observado na natureza. Os algoritmos evolucionistas

(AEs) pertencem a esta categoria e consistem técnicas baseadas na Teoria da

Evolução das Espécies de Charles Darwin (Darwin 1859). Na literatura pode-se

encontrar outros exemplos de meta-heuŕısticas bioinspiradas, como Otimização por

Colônias de Formigas (Colorni, Dorigo e Maniezzo 1991), Otimização por Enxame de

Part́ıculas (Kennedy e Eberhart 1995), Sistemas Imunológicos Artificiais (Farmer, Packard

e Perelson 1986), entre outros.

Algoritmos Genéticos (AGs) (Holland 1975) são AEs em que uma população de

indiv́ıduos (também chamados de soluções candidatas) passa por processos análogos

àqueles observados na seleção natural. Através de um processo iterativo, os melhores

indiv́ıduos da população (denominados mais aptos) são selecionados e passam por um
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processo de recombinação e mutação, dando origem a uma nova população de soluções.

O Algoritmo 1 ilustra este processo.

Algoritmo 1: Pseudo-código de um AG clássico.

1 ińıcio
2 popcorrente ←InicializaPopulação();
3 Avaliação(popcorrente);
4 enquanto Critério de parada não for atingido faça
5 indivı́duosselecionados ←Seleção(popcorrente);
6 popfilhos ←Recombinação(indivı́duosselecionados);
7 Mutação(popfilhos);
8 Avaliação(popfilhos);
9 popcorrente ←Substituição(popcorrente,popfilhos);

10 fim enquanto

11 fim

Cada indiv́ıduo é formado por um genótipo, que é a codificação de uma solução

candidata para o problema. Na proposta original, a solução é codificada em um

vetor binário. Contudo, outras codificações foram propostas, como a codificação real,

recomendada para problemas com parâmetros cont́ınuos (Michalewicz 1996).

Além da codificação/decodificação das soluções numa dada representação, outra etapa

dependente do problema é a função de avaliação, na qual a aptidão de um indiv́ıduo é

calculada.

Um processo de seleção é empregado para determinar os indiv́ıduos que irão passar

por recombinação, em que os indiv́ıduos mais aptos têm maiores chances de serem

escolhidos. Uma das abordagens de seleção comumente adotadas na literatura é o torneio,

no qual uma competição é realizada entre um número determinado de indiv́ıduos tomados

aleatoriamente, sendo escolhido aquele com a maior aptidão. Aos indiv́ıduos selecionados

são aplicados os operadores genéticos de recombinação e mutação.

O operador de recombinação realiza o cruzamento entre os genótipos dos indiv́ıduos

selecionados. Geralmente a recombinação é aplicada a cada par de indiv́ıduos, dando

origem a 2 novos indiv́ıduos. A recombinação é realizada de forma probabiĺıstica, de

acordo com um parâmetro do AG (probabilidade de recombinação). Caso não seja

aplicado, os 2 filhos gerados são clones de cada pai. São realizados N torneios, sendo

N o tamanho da população.

O operador de mutação é aplicado a todos os indiv́ıduos gerados na etapa de

recombinação, consistindo em uma perturbação do genótipo.
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Após a criação de uma nova população, esta tem sua aptidão calculada e ocorre

a substituição da população anterior. Na poĺıtica de substituição geracional, a nova

população substitui a geração anterior, passando a ser a população corrente. Pode-se

também fazer uso de elitismo, que consiste em manter na população as melhores soluções

candidatas presentes na população anterior.

Diferentes critérios de parada podem ser utilizados, como um número máximo de

gerações ou um valor de aptidão a ser atingido. Enquanto este critério não for satisfeito,

novas gerações são operadas a partir da seleção de indiv́ıduos mais aptos, recombinação

e mutação.

2.3.1 NSGA-II

Um dos MOEAs mais conhecidos e utilizados na literatura de otimização multiobjetivo é

o Nondominated Sorting Genetic Algorithm II (NSGA-II), proposto por Deb et al. (2002),

que consiste na adaptação de um AG para resolver problemas multiobjetivo. Desenvolvido

como uma extensão do método desenvolvido e apresentado em Srinivas e Deb (1994), o

NSGA-II tornou-se popular por introduzir um algoritmo de baixo custo computacional

para a Ordenação de Pareto, além de uma estratégia sem parâmetros para promoção da

diversidade da população.

Um pseudo-código da Ordenação de Pareto é mostrado no Algoritmo 2. Inicialmente,

para cada solução p dois itens são computados: (i) o número de soluções que dominam

p, utilizando o critério de dominância de Pareto (Dominamp); e (ii) um conjunto das

soluções dominadas por p (Dominadosp). A Frente de Pareto F1 é então formada pelas

soluções não-dominadas, que são as soluções p tais que Dominamp = 0. Para classificar

as outras Frentes de Pareto, uma ideia é remover as soluções de F1 do conjunto de

soluções candidatas e repetir o processo anterior. Entretanto, tal procedimento seria

computacionalmente custoso. Ao invés disso, a Frente de Pareto subsequente (Fi+1) é

formada da seguinte forma: examina-se cada solução p presente na Frente de Pareto

atual (linha 20); e para cada solução q dominada por p, decrementa-se em uma unidade

o número de soluções que dominam q. As soluções q não-dominadas formam então a

segunda Frente de Pareto. É importante notar que tal procedimento possibilita classificar

as soluções sucessivamente, sem a necessidade de verificar as relações de dominância entre

todas as soluções novamente.
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Algoritmo 2: Pseudo-código do procedimento de Ordenação de Pareto. Adaptado
de Deb et al. (2002).

Input: Conjunto de soluções P
Output: Frentes de Pareto F = (F1, F2, . . . , Fl),

postos = (posto1, posto2, . . . , poston)
1 ińıcio
2 para cada Solução p ∈ P faça
3 Dominamp ← 0;
4 Dominadosp ← ∅;
5 para cada Solução q ∈ P faça
6 se q domina p então
7 Dominamp ← Dominamp + 1;
8 fim se
9 senão se p domina q então

10 Dominadosp ← Dominadosp
�
q;

11 fim se

12 fim para cada
13 se Dominamp = 0 então
14 F1 ← F1

�
p;

15 postop ← 1;

16 fim se
17 i ← 1;
18 enquanto Fi �= ∅ faça
19 Fi+1 ← ∅;
20 para cada Solução p ∈ Fi faça
21 para cada Solução q ∈ Dominadosp faça
22 Dominamq ← Dominamq − 1;
23 se Dominamq = 0 então
24 postoq ← i+ 1;
25 Fi+1 ← Fi+1

�
q;

26 fim se

27 fim para cada

28 fim para cada
29 i ← i+ 1;

30 fim enquanto

31 fim para cada

32 fim

Conforme delineado na seção anterior, muitos MOEAs utilizam o posto para ordenar as

soluções durante o processo de busca. Tal estratégia favorece a convergência das técnicas.

Entretanto, além da convergência, espera-se que os MOEAs apresentem diversidade

de soluções. Uma questão que surge neste contexto é como selecionar soluções mais

adequadas da mesma Frente de Pareto durante a busca. A estratégia adotada no NSGA

foi utilizar um valor real para estimar a densidade de soluções em uma região circular
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a bi
i-1 i+1

Figura 2.4: Exemplo do cômputo do CD para uma solução i de uma Frente de Pareto,
dado neste caso por a+ b. Figura adaptada de Deb et al. (2002).

do espaço de objetivos, centrada em determinada solução (Srinivas e Deb 1994). A

desvantagem desta técnica é a necessidade de se especificar o raio dessa vizinhança.

No NSGA-II este problema foi resolvido com uma nova métrica para estimação da

densidade de soluções, denominada Crowding Distance (CD), que consiste na distância

entre as duas soluções mais próximas em relação a cada objetivo. Logo, quanto maior o CD

de uma solução, menos densa é a região em que a mesma se encontra na Frente de Pareto.

As soluções localizadas nos extremos da Frente, isto é, aquelas que apresentam os melhores

valores para cada objetivo individualmente, possuem CD igual a “infinito”, indicando

que são prioritárias em relação às soluções intermediárias, no sentido de preservar a

diversidade. Na Figura 2.4 é apresentado um exemplo do cálculo do CD para uma solução

i de um problema com dois objetivos, em que o valor o CD é dado por a+ b.

Além de não necessitar de parâmetros, o cálculo do CD apresenta baixo custo

computacional. Um pseudo-código para o cálculo do CD é mostrado no Algoritmo 3,

que recebe como entradas as soluções de uma Frente de Pareto (S) e seu número de

elementos. Inicialmente o valor de CD é inicializado, atribuindo-se o valor “infinito” para

as soluções localizadas nos extremos da Frente Pareto e 0 para as demais. Depois ordena-

se o conjunto em relação a cada objetivo, incrementando o CD de cada solução com

a distância entre seus vizinhos mais próximos. As distâncias são calculadas utilizando

os valores normalizados dos objetivos, de forma que objetivos com diferentes ordens de

magnitude possuam a mesma influência no valor total do CD.

Deb et al. (2002) definiram um operador de comparação a partir do posto e do CD das
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Algoritmo 3: Pseudo-código para o cálculo do CD. Adaptado de Deb et al. (2002).

Input: S: Soluções de uma Frente de Pareto, N : Número de soluções de S,
M : Número de objetivos
Output: CD: Crowding distance de cada solução

1 ińıcio
2 para i ← 1 até N faça
3 CD[i] ← 0;
4 fim para
5 para i ← 1 até M faça
6 Ordena(S, i);
7 CD[1] ← CD[N ] ← ∞;
8 fmin ← S[1].objetivos[i];
9 fmax ← S[N ].objetivos[i];

10 para j ← 2 até N − 1 faça
11 CD[j] ←

CD[j] + (S[j + 1].objetivos[i]− S[j − 1].objetivos[i])/(fmax − fmin);
12 fim para

13 fim para

14 fim

soluções candidatas, que é utilizado nas etapas de seleção e substituição da população.

Entre duas soluções contidas em postos distintos, seleciona-se a de menor posto. Caso

contrário, é escolhida aquela com maior CD.

Agora que suas principais caracteŕısticas foram comentadas, pode-se apresentar

completamente o algoritmo NSGA-II. Inicialmente, uma população de tamanhoN é criada

de forma aleatória. Uma ordenação de Pareto é então realizada sobre a população inicial,

gerando um conjunto de Frentes de Pareto. Os operadores de seleção, recombinação

e mutação clássicos dos AGs são então aplicados para gerar a próxima população. A

seleção utiliza o operador de comparação supracitado. A população total, formada pela

união da anterior com a atual, é ordenada de acordo com a não-dominância. A seleção

dos indiv́ıduos que irão formar a próxima população se dá selecionando-se as solução de

postos mais baixos, até completar N indiv́ıduos. Caso seja necessário escolher dentre

indiv́ıduos do mesmo posto, são escolhidos aqueles de maior CD. Este procedimento é

ilustrado na Figura 2.5.

Quando se utiliza codificação real, os operadores genéticos recomendados para o

NSGA-II são a recombinação binária simulada (SBX) e a mutação polinomial (Deb et

al. 2002), que foram portanto utilizados neste trabalho. Dadas duas soluções selecionadas

como pais (denominadas aqui P1 e P2), a recombinação utilizando o operador SBX se
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Excluídos

F1

F2

F3

Filhos

Pais
Ordenação em Frentes de Pareto Ordenação porcrowding distance Nova população

Figura 2.5: Representação da geração da próxima população de uma iteração do algoritmo
NSGA-II, a partir da população atual (Filhos) e da população anterior (Pais). Figura
adaptada de Deb et al. (2002)

dá da seguinte forma. Para cada variável i um número aleatório u ∈ [0,1] é gerado. Os

valores de i das novas soluções (denominadas F1 e F2) são gerados a partir da seguintes

expressões (Deb e Goyal 1996):

F1[i] = 0,5{(1 + β)P1[i] + (1− βP2[i])}

F2[i] = 0,5{(1− β)P1[i] + (1 + βP2[i])}

O valor de β é calculado a partir de uma função de distribuição de probabilidade e é dado

por:

β =





(2u)
1

nc+1 , se u ≤ 0,5 ,

( 1
2(1−u)

)
1

nc+1 , caso contrário
,

onde nc é um parâmetro real informado pelo usuário, denominado ı́ndice de distribuição

de recombinação.

Caso ocorra mutação na variável de ı́ndice j de um indiv́ıduo S = (x1, x2, . . . ,xn), um

número aleatório u ∈ [0,1] é gerado e Sj tem seu valor modificado para Sj + σj, dado

por (Deb e Goyal 1996):

δj =





[(2u)
1

nm+1 ]− 1, se u < 0,5 ,

1− [2(1− u)]
1

n+1 , caso contrário
,
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onde nm é um parâmetro real (́ındice de distribuição de mutação).

2.4 MEDIDAS DE DESEMPENHO

Na literatura pode-se encontrar diversas medidas de desempenho para avaliação da

qualidade MOEAs, que consideram tanto a diversidade quanto a convergência do conjunto

encontrado de soluções. Neste trabalho o hipervolume foi adotado e é descrito na próxima

seção.

2.4.1 Hipervolume

A métrica do hipervolume (H) foi proposta por Zitzler e Thiele (1999) e é muito popular

na literatura, sobretudo por não exigir conhecimento sobre a Frente de Pareto real. Seu

valor é calculado como o hipervolume dos hipercubos definidos pelas Soluções Pareto-

Ótimas e um ponto de referência W . O ponto W pode ser obtido utilizando os piores

valores encontrados para cada função objetivo (Deb 2001). Na Figura 2.6 é mostrado

um exemplo para um conjunto de soluções não-dominadas de um problema com dois

objetivos, no qual o H é calculado como a área da região sombreada.w
Espaço de objetivos

Figura 2.6: Exemplo de cálculo do hipervolume H para um conjunto de 5 soluções não-
dominadas em um problema com dois objetivos a serem minimizados. W é o ponto de
referência. H corresponde à área da região sombreada. Figura baseada em Deb (2001).
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3 INNOVIZATION

3.1 INTRODUÇÃO

A solução ótima de um problema multiobjetivo consiste, tipicamente, de um conjunto

de soluções não-dominadas entre si, usualmente chamado de Frente de Pareto (Deb

2001). Idealmente, tal conjunto representa as melhores soluções atinǵıveis, levando-se

em consideração o compromisso entre os objetivos, que neste caso são conflitantes. Após

o processo de otimização, o TD tem a responsabilidade de escolher a solução que de

fato melhor atende aos seus requisitos. Nos últimos anos, tem crescido o interesse de

pesquisadores pela análise dos resultados encontrados num processo de otimização, que

consiste em descobrir caracteŕısticas adicionais intŕınsecas às soluções obtidas. Enquanto

no caso mono-objetivo tal análise se reduz a verificações de sensibilidade, a pluralidade

de soluções observada em problemas multiobjetivo permite a pesquisa por propriedades

que possam revelar caracteŕısticas do problema até então desconhecidas (Deb e Srinivasan

2006).

O termo Innovization foi criado por Deb e Srinivasan (2006) para definir um processo

de busca no qual, a partir das soluções de um problema de otimização, deseja-se encontrar

prinćıpios de projetos, que são relações matemáticas entre variáveis, objetivos, restrições

e parâmetros do problema. Tais relações possibilitam (i) compreender novos aspectos

do problema; (ii) criar novas (boas) soluções sem a necessidade de um novo processo de

otimização; e (iii) informar um algoritmo de otimização, indicando regiões promissoras do

espaço de busca.

Para extrair informações úteis, é desejável que as soluções não-dominadas

correspondam à Frente de Pareto ótima, que é desconhecida na quase totalidade dos

problemas. Deb e Srinivasan (2006) adotaram métodos para assegurar que a Frente de

Pareto obtida é uma boa aproximação para a Frente de Pareto Ótima. As etapas do

processo de Innovization definidas nesta referência e utilizadas aqui são enumeradas a

seguir:

1. Inicialmente são obtidas as melhores soluções considerando cada objetivo

separadamente, utilizando um algoritmo de otimização mono-objetivo, como um
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AG ou mesmo um método clássico;

2. Deve-se então encontrar as soluções ideal e nadir;

3. O algoritmo NSGA-II é utilizado para encontrar o conjunto de soluções não-

dominadas;

4. Todos os objetivos são normalizados utilizando os pontos ideal e nadir;

5. Um procedimento de busca local deve ser aplicado para a obtenção de uma frente de

Pareto otimizada. Deb e Srinivasan (2006) adotaram o método de Benson (Benson

1978);

6. Utiliza-se o método das restrições normais (NCM) (Messac e Mattson 2004) a

partir de alguns pontos para verificar se a frente de Pareto encontrada é uma boa

aproximação para a Frente de Pareto real;

7. Finalmente, a Frente de Pareto é analisada para descoberta de regras de projeto.

3.1.1 Processo automatizado de Innovization

Apesar de apresentar resultados promissores, a proposta inicial de Innovization carece

de um processo automatizado para busca por prinćıpios de projeto, sendo necessária a

inspeção visual da relação entre variáveis/objetivos/restrições. Pode-se perceber que isto

limita a aplicação da técnica, sobretudo quando são considerados problemas com alta

dimensionalidade.

Neste sentido, um processo automatizado de Innovization foi desenvolvido

por Bandaru e Deb (2010), Bandaru e Deb (2011a) e Bandaru e Deb (2011b) e consiste em

utilizar um AG na busca de invariâncias, isto é, de prinćıpios de projeto que sejam válidos

para toda a Frente de Pareto e, assim, revelem caracteŕısticas inerentes às soluções Pareto-

ótimas. O espaço de busca é formado pelas variáveis de decisão, objetivos e restrições

de um problema multiobjetivo, além de dados adicionais que podem ser indicadas pelo

usuário. Assim, deseja-se encontrar funções da forma Ψi(x, f(x),g(x)) = ci, onde ci é

uma constante associada ao prinćıpio Ψi.

De acordo com Bandaru e Deb (2010), os prinćıpios usualmente observados em

problemas de engenharia pode ser representada pela estrutura genérica mostrada na
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Equação 3.1, na qual os termos φj são as entradas (variáveis de decisão, objetivos e

restrições). Para descobrir o prinćıpio de projeto Ψi, deve-se encontrar as potências bij e

calcular ci.

Ψi(x, f(x),g(x)) =
N�

j=1

φj(x)
bij = ci (3.1)

Contudo, duas situações podem dificultar a solução de 3.1. Inicialmente, os prinćıpios

podem não ser válidos para todos os pontos, caso a Frente de Pareto utilizada não seja a

Frente de Pareto Ótima. Assim, o valor ci pode não ser constante, sendo necessária uma

alternativa estat́ıstica para testar a validade dos prinćıpios. Para este fim, os autores da

técnica utilizaram o coeficiente de variação dos valores ci. O coeficiente de variação (cv) de

um conjunto é calculado como na Equação 3.2, onde σ e µ representam, respectivamente,

o desvio padrão e a média dos valores do conjunto.

cv =
σ

µ
(3.2)

Além disso, mesmo se uma Frente de Pareto acurada for utilizada, pode haver

prinćıpios válidos apenas em algumas regiões cont́ıguas. Para resolver os dois problemas,

um algoritmo de agrupamento foi proposto, com o objetivo de encontrar prinćıpios que

(i) sejam válidos na maior parte da Frente de Pareto e (ii) possuam variação numérica

mı́nima, isto é, aproximando-se de um valor constante ci. O objetivo (ii) é reforçado por

uma restrição, utilizando o conceito de significância de um prinćıpio de projeto (S), que

consiste no percentual da Frente de Pareto em que este é aplicável.

Durante o processo de busca, a avaliação da qualidade dos prinćıpios se dá da seguinte

forma: (i) os prinćıpios são executados para cada solução não-dominada i (Equação 3.1),

gerando um valor ci (chamado daqui em diante de c-valor); (ii) os c-valores são ordenados

em ordem crescente; (iii) o agrupamento é executado sobre o conjunto de valores ci.

O objetivo da busca é minimizar o número de grupos (C), o número de pontos não

pertencentes a nenhum grupo (U) e o somatório dos coeficientes de variação de cada

grupo (cv).

Ao invés de um problema de otimização com três objetivos, os autores utilizaram uma

abordagem de soma ponderada dos objetivos e, assim, o problema pode ser definido pela

Equação 3.3, onde ı́ndice i indica o i-ésimo prinćıpio de projeto, di são números inteiros
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que representam a quantidade de regiões utilizadas pelo algoritmo de agrupamento ao

agrupar os c-valores desta solução e bij, j = 1, . . . ,N são números reais que representam

os expoentes de cada termo φj. A primeira restrição, U = 0 foi adicionada para direcionar

a busca para prinćıpios que sejam aplicáveis à maior parte da Frente de Pareto. A última

restrição, |bij| ≥ 0,1, garante que a solução trivial do problema (bij = 0 ∀j) não seja

encontrada.

Min U + C +
�

grupos

cv × 100

sujeito a U = 0

S ≥ Smin,

1 ≤ di ≤ m,

− 1 ≤ bij ≤ 1 ∀j,

|bij| ≥ 0,1∀j

(3.3)

O algoritmo proposto, que pode ser classificado como um algoritmo de agrupamento

em grade, divide os c-valores em d regiões igualmente espaçadas, sendo d um parâmetro.

Inicialmente são identificados sub-grupos, que são regiões contendo no mı́nimo m/d

pontos, sendo m o número de c-valores. Sub-grupos adjacentes são então aglomerados

para formar grupos maiores. Os pontos pertencentes às regiões que não formaram sub-

grupos compõem o conjunto dos pontos não agrupados (U).

Um exemplo de agrupamento pode ser visto na Figura 3.1, em que m = 15 (c-valores)

devem ser agrupados utilizando d = 7 (regiões) e com critério de formação de sub-grupos

igual a m/d = 2. Neste exemplo, os c-valores variam no intervalo [0,7] para facilitar a

visualização. Utilizando este critério, quatro sub-grupos são formados: G1 = 1,2,3, G2 =

5,6,7,8, G3 = 10,11 e G4 = 12,13,14. Os sub-grupos G3 e G4 são aglomerados por serem

adjacentes, enquanto os pontos 4 e 9 permanecem não agrupados.

Um pseudo-código para o procedimento de agrupamento é mostrado no Algoritmo 4.

O primeiro passo é a inicialização das variáveis U , C, cv e flag. O laço mais externo do

algoritmo, entre as linhas 3 e 22, percorre cada uma das d divisões. Na linha 4 obtém-se

os pontos que pertencem à divisão corrente. Caso o número de pontos (|N |) seja inferior

ao critério para formação de sub-grupos, adiciona-se |N | a U , que representa a quantidade

de pontos não agrupados. Caso contrário, foi encontrado um sub-grupo. Se flag = 1,

significa que a última divisão verificada não era um sub-grupo. Neste caso, incrementa-
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Figura 3.1: Exemplo de agrupamento de 15 c-valores, com d = 7 e critério de formação
de sub-grupos igual a 2. Adaptado de Bandaru et al. (2015)

se C, que representa o número de grupos. Os pontos que formam o grupo atual são

guardados em Grupo[C]. Quando flag = 0, a última divisão visitada era um sub-grupo

e, assim, o sub-grupo atual (Grupo[C]) deve ser mesclado àquele (N) e, neste caso, não

incrementa-se o contador C. Finalmente, calcula-se o somatório do coeficiente de variação

de cada grupo.

Diversas meta-heuŕısticas poderiam ser utilizadas para resolver o problema de

otimização. Em Bandaru e Deb (2010), o problema foi resolvido adotando-se um AG com

recombinação binária e mutação bit-a-bit para as variáveis inteiras (d). Para as variáveis

reais foram adotadas a recombinação binária simulada (SBX) e mutação polinomial. As

restrições foram tratadas utilizando o Critério de Factibilidade sem parâmetros proposto

por Deb (2000).

Um dos desafios da tarefa é a obtenção de diferentes prinćıpios de projeto1, o que foi

solucionado pelos autores através do uso de nichos, favorecendo a existência de espécies

distintas na mesma população e, assim, soluções com caracteŕısticas diferentes podem ser

obtidas em uma única execução.

O Algoritmo 5 mostra um pseudo-código para o processo automatizado de

Innovization (Bandaru e Deb 2011b). O algoritmo começa inicializando os parâmetros do

AG e criando sua população inicial. O laço entre as linhas 5 e 19 é repetido por um número

de gerações passado como parâmetro. Para cada indiv́ıduo i da população, calcula-se sua

aptidão (linhas 7 a 12): o prinćıpio correspondente é avaliado em cada solução, gerando

um conjunto de c-valores, que são então ordenados e agrupados, derivando-se sua aptidão.

Apesar de aqui se adotar o termo (de inspiração biológica) “aptidão” para representar a

qualidade das soluções candidatas, considera-se que valores menores são prefeŕıveis, uma

1Sem uma técnica para garantir diversidade, os AGs podem convergir para uma solução única.
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Algoritmo 4: Pseudo-código do procedimento de agrupamento (adaptado
de Bandaru e Deb (2010)).

Entrada: pontos: vetor ordenado de c-valores; m: tamanho da base de dados;
d: número de divisões
Sáıda: U : número de pontos sem grupo; C: número de grupos;
Soma cv: soma dos coeficientes de variação de cada grupo

1 ińıcio
2 U ← 0; C ← 0; Soma cv ← 0; flag ← 1;
3 para i ← 1 ate d faça
4 N ← pontos na divisão i;
5 se |N | ≤ �m/d� então
6 U ← U + |N |;
7 flag ← 1;

8 fim se
9 senão

10 se flag = 1 então
11 C ← C + 1;
12 Grupo[C] ← N ;

13 fim se
14 senão
15 Grupo[C] ← Grupo[C]

�
N ;

16 fim se
17 flag ← 0;

18 fim se

19 fim para
20 para i ← 1 ate C faça
21 Soma cv ← Soma cv+ DesvioPadrão(Grupo[i])/Media(Grupo[i]);
22 fim para

23 fim

vez que se trata de um problema de minimização. Após a atribuição da aptidão, as etapas

de seleção, recombinação, mutação e substituição do AG são executadas.

3.1.2 Innovization baseado em Programação Genética

3.1.2.1 Introdução

Ao invés de fixar a estrutura dos prinćıpios de projeto às regras de potência, como na

Equação 3.1, pode-se pensar em utilizar uma técnica capaz de inferir não somente as

constantes numéricas, mas a própria estrutura do modelo. Uma técnica adequada a esta

tarefa é a Programação Genética, uma meta-heuŕıstica robusta capaz de evoluir estruturas

complexas (Poli, Langdon e McPhee 2008). Na próxima seção a técnica de Programação

Genética será apresentada e, logo a seguir, o processo de Innovization que a utiliza como
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Algoritmo 5: Pseudo-código do processo automatizado de Innovization.

Entrada: Dados: m soluções com variáveis, objetivos, restrições de uma Frente de
Pareto;

(Geracoes, Tamanho populacao, Taxa mutacao, Taxa recombinacao): parâmetros
do AG
Sáıda: Relações na forma

�N
j=1 φj(x)

bij = c

1 ińıcio
2 Inicializa parâmetros do AG;
3 Inicializa população;
4 geracao ← 1;
5 enquanto geracao ≤ Geracoes faça
6 para i ← 1 até Tamanho populacao faça
7 para l ← 1 até m faça

8 c[l] ← �N
j=1 φj(Dados[l])b

(i)
j ;

9 fim para
10 Ordena(c);

11 (U,C, Soma cv) ← Agrupa(c,m, d(i)); /* Algoritmo 4 */
12 aptidaoi ← U + C + Soma cv × 100;

13 fim para
14 SeleçãoAG();
15 RecombinaçãoAG();
16 MutaçãoAG();
17 SubstituiçãoAG();
18 geracao ← geracao+ 1;

19 fim enquanto

20 fim
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mecanismo de busca.

3.1.2.2 Programação Genética

A Programação Genética (PG), largamente difundida pelo trabalho desenvolvido por Koza

(1992), é um AE capaz de otimizar estruturas de dados complexas de forma automatizada,

sem que o usuário conheça ou especifique a estrutura da solução desejada (Poli, Langdon

e McPhee 2008). Pode ser considerada uma extensão dos AGs (Glover e Kochenberger

2003), na qual a população é formada por programas de computador. Na literatura pode-

se encontrar aplicações da PG a diversas áreas, como criação de modelos de regressão e

classificadores, otimização de topologias em circuitos eletrônicos, controladores, antenas

de transmissão, entre outros (Glover e Kochenberger 2003).

De acordo com Poli, Langdon e McPhee (2008), a PG é uma técnica robusta que

pode ser aplicada a vários tipos de problemas, desde que (i) suas soluções possam ser

representadas por um programa de computador; e (ii) seja posśıvel comparar a qualidade

de duas soluções.

Na PG as soluções são geralmente representadas por árvores, nas quais as folhas

(nós sem sucessores) contém os terminais, que são as constantes, variáveis e funções

sem parâmetros. Os outros nós da árvore contém as funções, como operações lógicas e

aritméticas, condicionais, ou até mesmo sub-rotinas indicadas pelo usuário. A Figura 3.2

ilustra a representação em árvore para um programa que calcula o valor de X ∗X + Y/2.

Neste caso, são utilizadas as funções soma (+), multiplicação (∗) e divisão (/), enquanto

as variáveis X e Y e a constante 2 são os nós terminais.

+

*

X X

/

Y 2

Figura 3.2: Árvore para um programa que calcula o valor de X ×X + Y
2
.

Os conceitos utilizados na implementação de uma PG são os mesmos encontrados

nos AGs, diferindo na manipulação das estruturas de dados, que são notadamente mais

complexas. O mesmo pseudo-código de um AG clássico pode ser utilizado para representar
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uma PG (Algoritmo 6).

Algoritmo 6: Pseudo-código de uma PG.

1 ińıcio
2 popcorrente ←InicializaPopulação();
3 Avaliação(popcorrente);
4 enquanto Critério de parada não for atingido faça
5 indivı́duosselecionados ←Seleção(popcorrente);
6 popfilhos ←Recombinação(indivı́duosselecionados);
7 Mutação(popfilhos);
8 Avaliação(popfilhos);
9 popcorrente ←Substituição(popcorrente,popfilhos);

10 fim enquanto

11 fim

Usualmente a população inicial é criada de forma aleatória, como ocorre em outras

meta-heuŕısticas. Os métodos mais simples para inicialização são o full e grow. A

abordagem comumente adotada na literatura consiste numa combinação dos dois métodos,

denominada Ramped half-and-half. Todos esses métodos de inicialização da população

constroem as árvores limitadas em uma altura máxima definida pelo usuário. A altura

de uma árvore é definida como a maior distância em nós que deve ser percorrida a partir

do nó inicial (raiz) até uma de suas folhas.

No método full, somente nós do conjunto de funções são escolhidos até atingir-se a

altura máxima definida −1, a partir da qual são escolhidos os nós terminais. Apesar de

possibilitar a criação de árvores completas com a altura máxima especificada, tal método

não favorece a variabilidade das formas das árvores. O método grow, por sua vez, seleciona

aleatoriamente funções e terminais até atingir a altura máxima −1. Neste ponto somente

terminais são escolhidos, como ocorre no full. Koza (1992) propôs uma combinação dos

dois métodos, ramped half-and-half, em que metade da população é inicializada utilizando

full e o restante com grow. Além disso, diferentes alturas são utilizadas para favorecer a

diversidade da população.

Várias estratégias podem ser utilizadas para selecionar os indiv́ıduos que irão gerar

filhos e formar a nova população, sendo aqui adotado o torneio.

Após a seleção dos pais, utiliza-se o operador de recombinação, que é aplicado de acordo

com uma probabilidade, definida por um parâmetro do algoritmo. A recombinação de

sub-árvores foi adotada aqui, como sugerido por Bandaru e Deb (2013a). Inicialmente

duas sub-árvores são selecionadas aleatoriamente, uma proveniente de cada pai. Os novos
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indiv́ıduos são então gerados pela permutação destas duas sub-árvores. Esta abordagem é

ilustrada na Figura 3.3. São realizadas recombinações até formar-se uma nova população

completa.

+

*

X X

/

Y 2

Pais

+

/

Y 2

/

X Y

*

1 *

X X

Filhos
/

X Y

1

*

Figura 3.3: Exemplo de recombinação na PG com dois pais gerando dois filhos.

Após a recombinação, cada novo indiv́ıduo gerado pode passar por um processo de

mutação, de acordo com uma taxa definida também por um parâmetro a ser indicado pelo

usuário. Neste trabalho utiliza-se a mutação de ponto, assim como proposto por Bandaru

e Deb (2013a). Este operador de mutação, que é equivalente à mutação bit-a-bit dos

AGs, em que somente uma posição do genótipo binário é invertida. Na PG, a mutação

de ponto consiste em percorrer todos os nós da árvore e, caso um número real randômico

seja inferior à taxa de mutação, troca-se o valor do nó. Se for um nó de função, troca-se a

função por outra de mesma aridade, aleatoriamente selecionada; caso contrário, troca-se

a variável,constante ou função sem parâmetros por outra selecionada aleatoriamente. A

Figura 3.4 ilustra um exemplo de mutação de ponto.

3.1.2.3 Processo de Innovization baseado em Programação Genética

Um passo rumo à obtenção de prinćıpios de projeto mais gerais foi a adoção da

Programação Genética (PG) como mecanismo de busca para o Innovization, como

proposta por Bandaru e Deb (2013a). Como comentado na seção anterior, pode-se dizer
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Figura 3.4: Exemplo de mutação de ponto na PG, em que dois nós (um de função e outro
terminal) são modificados.

que as principais diferenças entre entre um AG e uma técnica de PG são (i) a representação

das soluções candidatas e (ii) os operadores que geram os novos indiv́ıduos. Assim, a

descoberta de prinćıpios de projeto utilizando PG segue as mesmas ideias do Processo

Automatizado de Innovization com AGs, calculando-se a aptidão dos indiv́ıduos através

de um algoritmo de agrupamento.

A técnica apresentada por Bandaru e Deb (2013a) consiste em utilizar uma PG

tradicional para evoluir uma população de modelos que representem os prinćıpios de

projeto, além de um AG para encontrar os valores ótimos para d e para os parâmetros

do algoritmo de agrupamento. Pode-se considerar então que cada indiv́ıduo i é aqui

composto por uma árvore (que representa o modelo candidato Psii), associado ao número

inteiro di. Neste trabalho foram adotadas a recombinação de sub-árvore e mutação de

ponto, enquanto no AG foram utilizadas a recombinação binária simulada e a mutação

polinomial, como sugerido por Bandaru e Deb (2013a).

Assim como nos AGs, no Innovization baseado em PG a recombinação explora a

noção de nichos. Na etapa de seleção, apenas modelos que utilizem as mesmas variáveis

podem participar do torneio e, assim, somente modelos que compartilham caracteŕısticas

semelhantes são recombinados. Tal estratégia é implementada com o aux́ılio de um

vetor binário de N elementos, sendo N o número de variáveis. Dado um modelo

candidato, cada posição j deste vetor será preenchida por valores iguais a 0 ou 1 indicando,

respectivamente, se a j-ésima variável é utilizada ou não como um terminal. A Figura 3.5

ilustra duas árvores que utilizam as mesmas variáveis (X1 e X3) e, portanto, pertencem

ao mesmo nicho e podem ser recombinadas.

Neste trabalho a mesma estratégia de nichos proposta na referência foi adotada.

Entretanto, outras abordagens podem ser exploradas. Inicialmente, pode-se utilizar

mais informação na definição dos nichos, como as funções utilizadas. Além disso, a
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Figura 3.5: Exemplo de duas árvores que pertencem ao mesmo nicho.

determinação do pertencimento de uma solução a um nicho pode ser realizada empregando

informações semânticas, ao invés de analisar somente a estrutura dos modelos (fenótipo).

Na PG semântica (Krawiec 2016) a distância entre modelos é calculada utilizando seus

comportamentos, isto é, as sáıdas obtidas através de suas execuções.

Além da mudança de representação, uma modificação necessária para utilizar a PG

como mecanismo de busca remete à consistência entre as unidades das variáveis do

conjunto de dados. Além de representarem invariâncias nas Frentes de Pareto, as inovações

devem usar corretamente as unidades das variáveis de decisão, objetivos e restrições. Para

tratar isso, Bandaru e Deb (2013a) propõem o uso de uma PG em que a consistência de

unidades é verificada durante o processo de busca, de forma a desincentivar a geração

de modelos candidatos com combinações incorretas entre as unidades envolvidas. A

abordagem escolhida pelos autores foi a penalização a partir de restrições, tornando

inviável a solução candidata que apresentar inconsistência no emprego das unidades. As

unidades de cada variável, objetivo e restrição são conhecidas a priori e são entradas do

algoritmo.

Na Tabela 3.1 são exibidas as operações permitidas entre dois nós terminais T1 e

T2. Toda operação inválida retorna como expoente o valor Z, que corresponde a um

valor maior que expoente máximo permitido (Emax). No caso de soma e subtração,

somente quantidades comensuráveis podem ser operadas, ou seja, todas as unidades

devem apresentar os mesmos expoentes. Nas operações de multiplicação e divisão, deve-se

verificar se o expoente final irá ultrapassar Emax. Finalmente, na operação de potência,

além de testar se o expoente final é maior que Emax, o terminal T2 deve ser uma constante,

isto é, o expoente de cada unidade deve ser igual a 0.
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Tabela 3.1: Cálculo do expoente E em operações entre dois terminais T1 e T2.

Operação Operação transformada

T1 + T2

E = e1, se e1 = e2

E = Z, caso contrário

T1 − T2

E = e1, se e1 = e2

E = Z, caso contrário

T1 × T2

E = Z, se max{|e1|,|e2|} > Emax)

E = e1 + e2, caso contrário

T1/T2

E = Z, se max{|e1|,|e2|} > Emax)

E = e1 − e2, caso contrário

T T2
1

E = e1 × T2, se |e1| ≤ Emax e e2 = 0

E = Z, caso contrário

Assim o problema de otimização pode ser definido como na Equação 3.4, na qual TS

é o número de nós da árvore e S é a significância do prinćıpio. Nessa formulação do

problema de otimização, a função objetivo original do Innovization é multiplicada por

TS para favorecer a inferência de modelos menores e, portanto, mais leǵıveis (Bandaru

e Deb 2013a). Para calcular a significância, definida pela Equação 3.5 (Bandaru e Deb

2013a), executa-se o algoritmo de agrupamento novamente, adotando-se o critério para

formação de sub-grupos igual a �m/d�+ �, sendo � um valor inteiro. O valor obtido (U
�
)

é então utilizado como na Equação 3.5.

Min TS(U + C +
�

grupos

cv × 100)

sujeito a U ≤ 0

1 ≤ d ≤ m,

S ≥ Smin,

|E| ≤ Emax ∀unidades

(3.4)

S =
m− U

�

m
× 100 (3.5)
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4 MÉTODOS PROPOSTOS

Neste trabalho é proposta uma solução alternativa para tratamento da consistência entre

unidades, em que operações protegidas são criadas para ignorar os termos inválidos das

expressões. Desta forma, os modelos inválidos não são eliminados via penalização, mas

corrigidos. Propõe-se também uma estratégia para evitar a obtenção de soluções triviais,

quando uma PG é utilizada. Finalmente, propõe-se a utilização de um arquivo externo

para manter as soluções de interesse encontradas durante o processo de busca.

4.1 ALTERNATIVA PARA TRATAMENTO DE

UNIDADES

Ao invés de penalizar prinćıpios de projeto que contenham operações inválidas em

relação a unidades incomensuráveis, aqui propõe-se ignorar as operações inconsistentes

dos modelos utilizando operações protegidas.

Durante a avaliação de uma árvore, seus nós são percorridos recursivamente, realizando

as operações definidas nos nós e retornando o valor resultante. Aqui, além do valor

correspondente à execução de cada nó, mantém-se também uma estrutura de dados que

contém os expoentes de cada unidade. Para executar uma função, opera-se sobre os

valores numéricos e atualiza-se os expoentes das unidades, de acordo com a operação.

É importante ressaltar que as unidades das variáveis são conhecidas e as constantes são

definidas como adimensionais.

Antes de executar um nó de função, o algoritmo verifica se há inconsistência entre as

unidades de seus operandos, de acordo com cada operador. Caso não haja inconsistência,

a função é executada normalmente e retorna-se o valor resultante e também os expoentes

das unidades, que podem ser alterados de acordo com o operador. Caso a operação não

possa ser realizada, retorna-se uma flag indicando ao nó predecessor que a operação é

inválida.

A partir dessa informação, cabe ao nó predecessor decidir como deve executar sua

função, dado que (ao menos) um de seus operandos é inválido. Tal decisão é dependente

da função a ser executada e será delineada nos próximos parágrafos.
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Nos experimentos realizados aqui o conjunto de funções F = {+,− , ∗ ,/,∧} foi

adotado. As operações protegidas para cada função são definidas a seguir, onde A e

B são dois nós da árvore utilizados como parâmetros, ExpoenteiA representa o expoente

da i-ésima unidade da quantidade representada pelo nó A e Emax é o maior expoente

permitido. A operações protegidas de soma e subtração, multiplicação, divisão e potência

são definidas, respectivamente, pelas Equações 4.1, 4.2, 4.3 e 4.4.

A± B =





A± B, se A e B são válidos e ExpoenteiA = ExpoenteiB ∀i
A, se B é inválido e A é válido,

B, se A é inválido e B é válido,

A, se B é adimensional e A é válido,

B, se A é adimensional e B é válido ,

operação inválida, caso contrário

(4.1)

A ∗ B =





A ∗ B, Se A e B são válidos

A, se B é inválido e A é válido,

B, se A é inválido e B é válido,

operação inválida, caso contrário

(4.2)

A/B =





A/B, Se A e B são válidos

A, se B é inválido e A é válido,

1/B, se A é inválido e B é válido,

operação inválida, caso contrário

(4.3)

AB =





operação inválida, Se A é inválido

A, se B é inválido e A é válido,

A, se ExpoenteiB �= 0 para algum i,

A, se B ∗ ExpoenteiA > Emax para algum i,

AB, caso contrário

(4.4)

A Figura 4.1 ilustra o processo de avaliação de uma solução candidata, onde abaixo

de cada nó já visitado são mostrados os expoentes das unidades. Neste exemplo são

utilizadas 2 variáveis, X1 e X2 e 3 unidades (kg, m e s). A variável X1 possui unidade m
3

(volume), enquanto X2 apresenta unidade m2 (área). A Figura é dividida em 3 estágios:
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a árvore inicial (1); a árvore após a execução das operações de soma e subtração (2) o nó

final contendo o modelo representado pela árvore (3). A primeira operação realizada é a

soma (sub-árvore à esquerda), na qual os parâmetros são os nós contendo as variáveis X1

e X2. Os expoentes das unidades destas duas variáveis são distintos, resultando, assim,

numa operação inválida (como definido em 4.1), representada por Inv no estágio (2). A

sub-árvore da direita, que representa a divisão entre X1 e X2 é executada normalmente,

gerando-se o valor numérico X1/X2 e subtraindo-se os expoentes de cada unidade, como

pode ser observado no estágio (2). Neste ponto há uma multiplicação entre dois operandos,

em que o parâmetro é oriundo de uma operação inválida. Assim, ignora-se o termo inválido

retornando a sub-árvore à direita, como se vê no estágio (3).

X1 X2

/

X1

*

{0,2,0}{0,3,0}
+

1)
X1/X2

*

Inv

2)
3)X2

X1/X2{0,3,0} {0,2,0}
{0,1,0}

{0,1,0}
Figura 4.1: Exemplo de avaliação de uma árvore utilizando as operações protegidas
definidas neste trabalho. São utilizadas duas variáveis (X1 e X2) e 3 unidades.

4.2 ESTRATÉGIA PARA EVITAR A OBTENÇÃO

DE SOLUÇÕES TRIVIAIS

Ao utilizar a técnica de Innovization para descobrir prinćıpios de projeto, deseja-se

minimizar (i) o número de grupos, (ii) o número de pontos não agrupados e (iii) o

coeficiente de variação de cada grupo obtido a partir de um algoritmo de agrupamento.

Assim, a solução ótima corresponde aos prinćıpios em que o agrupamento dos c-valores

gere somente um grupo com valores constantes, minimizando assim (i), (ii) e (iii).

Entretanto, o processo de busca pode dar origem a soluções triviais que, apesar de

viáveis (e até mesmo ótimas em alguns casos), não revelam conhecimento algum sobre



51

o problema tratado. No caso do Innovization baseado em AGs, tais soluções ocorrem

quando todas as potências (termos bij da Equação 3.1) são iguais a 0, gerando assim um

prinćıpio de projeto equivalente a uma constante. Naquele caso, foram inclúıdas restrições

para impedir que as potências assumam valores nulos, evitando assim a obtenção da

solução trivial (Bandaru e Deb 2011b).

Quando uma PG é utilizada, a estrutura dos modelos não é fixa como ocorre no

caso anterior, o que pode levar à obtenção de soluções triviais de diferentes formas. A

Tabela 4.1 apresenta alguns exemplos de soluções triviais, que são prinćıpios de projeto

ótimos de acordo com a definição do Innovization, mas que representam valores constantes

e portanto são irrelevantes. Neste caso, como a estrutura dos prinćıpios de projeto não

é conhecida, torna-se dif́ıcil definir um espaço de busca que contenha somente soluções

não-triviais. Na proposta de Innovization baseado em PG (Bandaru e Deb 2013a) os

autores não relataram este problema, tampouco indicaram a adoção de uma estratégia

para este fim. Assim propõe-se aqui um método para inibir a ocorrência de tais soluções.

Tabela 4.1: Exemplos de soluções triviais para Innovization que podem ser obtidas por
uma PG.

Prinćıpio de projeto Valor constante
x1 − x1 0
x1/x1 1

(x1/x1)− 1 0
x0
1 1

As soluções triviais podem, todavia, ser facilmente identificadas, considerando que

os prinćıpios de projeto podem não ser matematicamente e numericamente precisos (em

razão, por exemplo, de não se conhecer a Frente de Pareto ótima), aqui é utilizada a

hipótese de que quando todos os c-valores são iguais, trata-se de uma solução trivial. É

importante notar que tal estratégia explora uma falha do processo de otimização, uma

vez que idealmente se deseja encontrar prinćıpios que possuam valores constantes em

regiões da Frente de Pareto. Um método alternativo é a simplificação simbólica, que

pode revelar quando um prinćıpio não depende de fato de nenhuma das variáveis de

entrada. Entretanto, esta abordagem possui alto custo computacional e poderia classificar

incorretamente alguns prinćıpios como não-triviais.

Quando uma solução trivial é encontrada, atribui-se a ela o pior valor de aptidão

posśıvel (pena de morte), de forma a inibir sua ocorrência. O Algoritmo 7 apresenta
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um pseudo-código para verificar se um vetor ordenado de c-valores corresponde a uma

solução trivial. Se a diferença entre quaisquer valores adjacentes for superior a um dado �,

a solução não é constante e o algoritmo retorna Falso. Caso contrário retorna V erdadeiro.

Neste trabalho foi adotado � = 10−4.

Algoritmo 7: Pseudo-código do procedimento para verificar se uma solução é uma
constante.
Entrada: c: vetor ordenado de c-valores; m: número de soluções;
�: valor mı́nimo considerado

1 ińıcio
2 para i ← 1 ate m− 1 faça
3 se abs(c[i]− c[i+ 1]) > � então
4 retorna Falso;
5 fim se

6 fim para
7 retorna Verdadeiro;

8 fim

4.3 UTILIZAÇÃO DE ARQUIVO EXTERNO

A técnica de Innovization baseada em PG proposta por Bandaru e Deb (2013a) não

utiliza elitismo, uma vez que se deseja obter diferentes prinćıpios de projeto e a adoção

de tal estratégia pode levar à convergência do algoritmo a apenas algumas poucas

soluções. Contudo, em experimentos preliminares aqui realizados, identificou-se que

soluções candidatas promissoras, presentes nas gerações iniciais não eram observadas na

população final, em razão dos operadores de exploração do espaço de busca. Desta forma,

aqui se propõe manter uma lista contendo todos os modelos que apresentem significância

igual ou superior ao mı́nimo indicado ao longo das gerações. Assim, propõe-se aqui a

incorporação de um arquivo externo ao algoritmo de busca para guardar as soluções de

interesse.

Não é dif́ıcil perceber que um modelo pode ser representado por árvores distintas.

Para que isto ocorra, basta, por exemplo, que sejam trocadas as sub-árvores direita

e esquerda em algum nó da árvore com operador de soma ou multiplicação. Além

disso, modelos iguais a menos de uma soma ou multiplicação por constante numérica

representam o mesmo prinćıpio de projeto, uma vez que sua estrutura genérica é da

forma Ψi(x, f(x),g(x)) = ci, onde c é uma constante. Na Figura 4.2 são ilustradas 3
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representações em árvore para o mesmo modelo, X1 ×X3 +X1 = c. Aqui denominamos

por famı́lia todas as representações posśıveis de um mesmo modelo. É utilizada então

uma lista de famı́lias de modelos, sendo que a cada famı́lia são adicionados as diferentes

representações encontradas pelo algoritmo de busca.

*

X1 X3 X2 2

+ *

X1 X3X2 2

+ *

X1 X3 X2 3,5

+

+ + +

Figura 4.2: Exemplo de árvores que representam o mesmo prinćıpio de projeto, X1×X3+
X2 = c.

Ao final de cada geração, todos os indiv́ıduos viáveis obtidos são inseridos na lista.

Entretanto, para inserir um novo indiv́ıduo, deve-se antes verificar se o mesmo já foi

inclúıdo. Pode-se verificar se um modelo pertence à uma famı́lia utilizando a correlação

entre os c-valores gerados por cada modelo. Quando há correlação positiva (1) ou negativa

(-1) assume-se que o modelo pertence àquela famı́lia. Tal procedimento é mostrado no

Algoritmo 8. Para cada famı́lia f , verifica-se a correlação entre o novo modelo (M) e um

representante de f (linhas 4 a 6). É importante notar que qualquer modelo de f pode ser

utilizado para comparação, uma vez que todos são correlacionados entre si. Caso exista

correlação, M é adicionado à famı́lia f . Esta inserção é realizada de forma ordenada,

sendo o primeiro elemento da lista aquele com o melhor valor de aptidão. Caso os c-

valores do novo modelo não tenham correlação com os de nenhuma famı́lia presente na

lista, uma nova famı́lia é então criada (linhas 12 a 14).

A estratégia adotada aqui consiste em utilizar um arquivo de capacidade ilimitada,

em que os novos modelos viáveis são sempre adicionados às suas respectivas famı́lias.

Contudo, outras possibilidades podem ser exploradas futuramente, como a limitação do

tamanho do arquivo externo, para reduzir a quantidade de dados a serem armazenados

e a utilização de um critério adicional para inclusão de novas soluções. No que tange a

este último, a técnica Novelty Search (NS)(Lehman e Stanley 2011) pode ser utilizada.

NS é uma abordagem proposta para PG em que as soluções candidatas são avaliadas

utilizando uma medida de inovação, ao invés da função objetivo, que representa o
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Algoritmo 8: Procedimento de inserção de um modelo no arquivo externo de
soluções.

Input: M : Novo modelo; c valores: c-valores obtidos ao executar M ;
Lista: Lista de famı́lias de modelos, Dados: Base de dados

1 ińıcio
2 encontrou ← Falso;
3 para cada famı́lia f ∈ Lista faça
4 representante f ← f [0];
5 c valores aux ← ExecutaModelo(representante f , Dados);
6 correl ← CalculaCorrelação(c valores, c valores aux);
7 se abs(correl) > 1− 105 então
8 encontrou ← V erdadeiro;
9 AdicionaModeloNaFamı́lia(f , M);

10 fim se

11 fim para cada
12 se encontrou = Falso então
13 CriaNovaFamı́lia(Lista, M);
14 fim se

15 fim

comportamento do indiv́ıduo ao ser exposto a diferentes entradas. Assim, tal critério

poderia ser utilizado para inserir somente soluções com comportamento inovador, em

relação àquelas já presentes no arquivo. Além disso, poderia haver interações entre a

população corrente e arquivo externo, de forma a que este influencie a busca para obtenção

de soluções mais diversas e inovadoras.
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5 ESTUDOS DE CASOS

5.1 INTRODUÇÃO

Este caṕıtulo descreve os estudos de casos tratados neste trabalho juntamente com as

correspondentes formulações. Os resultados dos experimentos computacionais para esses

problemas são apresentados e analisados no Caṕıtulo 6.

5.2 ESTUDO DE CASO 1: PROJETO DE UMA

TRELIÇA DE 2 BARRAS

O primeiro problema tratado aqui consiste na otimização do projeto de uma treliça de 2

barras (Figura 5.1), com os objetivos de:

1. minimizar o volume total do material das barras (V ) e

2. minimizar a tensão máxima atuante nas barras (S).

Originalmente estudado como um problema mono-objetivo, foi tratado como

multiobjetivo por Palli et al. (1998). A primeira abordagem evolucionista para obter

uma aproximação da Frente de Pareto é atribúıda a Deb (2001).

A estrutura da treliça considerada é ilustrada na Figura 5.1, na qual os nós A e B são

fixos e é aplicada uma carga de 100kN ao nó C.

 ✁  

✂✁ ✂

x1

✄✁ ✄

☎✁ ☎

100 kN

1m4m

y
x2

A
B

C

Figura 5.1: Ilustração de uma treliça de 2 barras (Deb e Srinivasan 2006).

O problema possui três variáveis de decisão:
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• x1, que representa a área da seção transversal da barra que liga os nós A e C;

• x2, que representa a área da seção transversal da barra que liga os nós B e C; e

• y, que é a distância vertical entre os nós A e C.

x1 e x2 possuem unidade m2, enquanto y é medido em metros.

A formulação matemática do problema se escreve:

Min f1(x,y) ≡ V (x,y) = x1

�
16 + y2 + x2

�
1 + y2

Min f2(x,y) ≡ S(x,y) = max{σAC , σBC}

sujeito a g1(x) = max{σAC , σBC} ≤ Tensaomax,

0 ≤ x1,x2 ≤ Areamax,

1 ≤ y ≤ 3,

onde :

σAC(x) =
20
�
16 + y2

yx1

,

σBC(x) =
80
�

1 + y2

yx2

(5.1)

Apesar de sua simplicidade, a escolha por iniciar as investigações por tal problema se

deu pelo fato de ser posśıvel derivar analiticamente expressões que representam a Frente de

Pareto real. Assim, pode-se verificar se os resultados obtidos pelas técnicas de aprendizado

são relevantes e, ainda, permite avaliar se uma técnica é capaz de encontrar todos os

resultados esperados.

5.3 ESTUDO DE CASO 2: PROJETO DE UMA

VIGA SOLDADA

O problema da viga soldada é um PO estudado na literatura em sua versão mono-

objetivo (Ragsdell e Phillips 1976; Deb 1991), enquanto sua versão multiobjetivo pode ser

encontrada em Deb e Srinivasan (2006). O problema consiste em encontrar os parâmetros

para uma viga que deve ser soldada e suportar uma carga externa F , como ilustrado

na Figura 5.2. As mesmas caracteŕısticas definidas por Ragsdell e Phillips (1976) são
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utilizadas aqui, em que F = 6000lb e a barra a ser soldada é composta de Aço 1010 e

possui comprimento L = (14 + l)in, sendo l o comprimento da solda.

b

t

hl
F

Figura 5.2: Ilustração de uma viga soldada (Deb e Srinivasan 2006).

Os mesmos objetivos utilizados por Deb e Srinivasan (2006) são adotados aqui:

1. minimização do custo de produção da viga (C) e

2. minimização da deflexão vertical da barra (D) ao ser submetida à carga F , que

consiste no desvio em relação à posição original.

Pode-se observar que estes dois objetivos são claramente conflitantes. As variáveis de

decisão são a base e altura da viga (b e t, respectivamente), além do comprimento e

espessura da solda (l e h, respectivamente).

De acordo com Ragsdell e Phillips (1976) os principais custos presentes num processo

de solda como este são (a) o custo de preparação das máquinas e materiais; (b) o custo

da mão de obra do funcionário que irá soldar a peça e (c) o custo do material utilizado.

O custo de preparação (a) foi desprezado na formulação de Ragsdell e Phillips (1976),

assumindo uma linha de produção em que os materiais e máquinas necessários estão

prontamente dispońıveis.

Para o cálculo do custo da mão de obra (b), considera-se que o funcionário recebe

$10,00 por hora e é capaz de soldar uma polegada cúbica em 6 minutos. Assim o custo

(b) pode ser escrito como:

custob =

�
10

$

h

�
×
�

1

60

h

min

�
×
�
6
min

in3

�
× VS =

�
1

$

in3

�
× VS,

onde VS é o volume de solda utilizado, em in3.
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O custo do material (c) é dado pela expressão:

custoc = c1VS + c2VB,

onde :

VS = Volume de solda utilizada,

VB = Volume da barra a ser soldada,

c1 = Custo da solda = 0,10471
$

in3
,

c2 = Custo do material da barra = 0,04811
$

in3
,

(5.2)

Os volumes de solda utilizado e da nova barra são calculados, respectivamente, como:

VS = 2

�
1

2
h2l

�
= h2l (5.3)

e

VB = tb(L+ l) (5.4)

Substituindo 5.3 e 5.3 na Equação 5.2, pode-se reescrever o custo do material:

custoc = 0,10471h2l + 0,04811tb(L+ l) (5.5)

Portanto, o custo total (C), que é calculado como a soma dos custos de mão de obra

e dos materiais empregados, se escreve:

C = (custob) + (custoc) =

�
h2l

�
+
�
0,10471h2l + 0,04811tb(14,0 + l)

�
=

1,10471h2l + 0,04811tb(14,0 + l)

A deflexão observada na extremidade livre da barra é calculada por:

D =
4FL3

E × tb3
=

2,1952

t3b
,

onde E = 30× 106 psi é o módulo de Young do material.
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Assim, a formulação do problema, adaptada de Deb e Srinivasan (2006), se escreve:

Min f1(x) ≡ C(x) = 1,10471h2l + 0,04811tb(14,0 + l)

Min f2(x) ≡ D(x) =
2,1952

t3b

sujeito a g1(x) = 13600− τ(x) ≥ 0 ,

g2(x) = 30000− σ(x) ≥ 0 ,

g3(x) = b− h ≥ 0 ,

g4(x) = Pc(x)− 6000 ≥ 0 ,

0,125 ≤ h, b ≤ 5,0 ,

0,1 ≤ l,t ≤ 10,0 ,

onde:

τ(x) =

�
(τ �(x))2 + (τ ��(x))2 +

lτ �(x)τ ��(x)�
0,25(l2 + (h+ t)2)

,

τ �(x) =
6000√
2hl

,

τ ��(x) =
6000(14 + 0,5l)

�
0,25(l2 + (h+ t)2)

1,414hl( l2

12
+ 0,25(h+ t)2)

,

σ(x) =
504000

bt2
,

Pc(x) = 64746,022(1− 0,02823446t)tb3

(5.6)

Além de otimizar simultaneamente os dois objetivos, as soluções devem satisfazer a

quatro restrições. As restrições g1 e g2 garantem que as tensões de cisalhamento e normal

sofridas na região de suporte da viga sejam inferiores aos limites estabelecidos para o

material. A tensão de cisalhamento τ(x) é calculada como apresentado por Shigley,

Mischke e Budynas (2004). A restrição g3 exige que a base da viga não seja menor que

a espessura da solda. Finalmente, g4 requer que a carga de flambagem lateral da viga

seja maior que a carga aplicada F . A carga de flambagem é determinada utilizando a

aproximação proposta por Timoshenko e Gere (1961) para barras retangulares estreitas.
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5.4 ESTUDO DE CASO 3: PROCESSO DE CORTE

DE UMA BARRA DE METAL

Este caso envolve a otimização do processo de corte de metal a partir da rotação de um

torno mecânico, como descrito em Sardiñas, Santana e Brindis (2006). A Figura 5.3 ilustra

o processo, em que remove-se material de uma peça metálica utilizando uma ferramenta

de corte abrasiva.

Ferramenta de
Corte

Alimentação da ferramenta

Rotação do torno

Nova superfíciePeça

Figura 5.3: Esquema de corte de uma peça metálica em um torno mecânico.

O problema proposto consiste em utilizar uma ferramenta de corte de carbeto de

tungstênio de raio rn = 0,8mm e um torno mecânico com motor de potência máxima

Pmax = 10kW e eficiência η = 75% para remoção de 219912mm3 de material da peça.

Os objetivos são:

1. a minimização do tempo total da operação (Tp) e

2. a minimização da redução da vida útil da ferramenta de corte (ξ).

As variáveis de decisão são a velocidade de rotação do torno (v, medida em m/min),

a taxa de alimentação (f , medida em mm/rev) e a profundidade do corte (a, medida em

mm).

O primeiro objetivo envolve tempo de operação (Tp) para remoção de material e é

dado por (Sardiñas, Santana e Brindis 2006):

Tp = Ts +
V

MRR

�
1 +

Ttc

T

�
+ T0, (5.7)
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onde Ts, Ttc e T0 correspondem aos tempos de preparação do equipamento, de troca e

de inatividade da ferramenta de corte, respectivamente; V é o volume de material a ser

removido; T é a vida útil da ferramenta de corte e MMR é a taxa de remoção de material.

De acordo com Sardiñas, Santana e Brindis (2006) a vida útil da ferramenta pode ser

calculada como a seguir:

T = CTv
αfβaγ, (5.8)

onde os coeficientes CT ,α , β e γ devem ser obtidos experimentalmente. Ainda, a taxa de

remoção de material MMR é dada pela expressão:

MMR(x) = 1000vfa (5.9)

O segundo objetivo corresponde à minimização do percentual da vida útil da

ferramenta de corte que é consumido durante o processo e é dado por:

ξ(x) =
V

MRR(x)T (x)
× 100 (5.10)

A formulação do problema foi adaptada de Sardiñas, Santana e Brindis (2006) (onde
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os coeficientes foram obtidos empiricamente) e se escreve:

Min f1(x) ≡ Tp(x) = 0,15 + 219912

�
1 + 0,20

T (x)

MRR(x)

�
+ 0,05

Min f2(x,y) ≡ ξ(x) =
219912

MRR(x)T (x)
× 100

sujeito a P (x) ≤ ηPmax,

Fc ≤ Fmax
c ,

R(x) ≤ Rmax,

250 ≤ v ≤ 400 m/min,

0,15 ≤ f ≤ 0,55 mm/rev,

0,5 ≤ a ≤ 6 mm,

onde:

T (x) =
5,48× 109

v3,46f 0,696a0,460
,

MRR(x) = 1000vfa,

P (x) =
vFc(x)

60000
,

Fc(x) =
6,56× 103f 0,917a1,10

v0,286
,

R(x) =
125f 2

rn

(5.11)

O problema apresenta três restrições, além dos limites das variáveis. A primeira

restrição limita a potência de corte à potência máxima do motor. A segunda, restringe

a força de corte à força máxima suportada pelo sistema. Finalmente, a terceira restrição

garante que a rigidez da nova superf́ıcie seja menor que um valor máximo dado.

5.5 ESTUDO DE CASO 4: PROJETO DE

ENGRENAGENS COMPOSTAS

O problema das engrenagens compostas consiste em encontrar o número de dentes de cada

uma de 4 engrenagens conectadas, de forma a (Kannan e Kramer 1994; Deb e Srinivasan

2006):
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1. minimizar o erro entre a taxa de rotação obtida e a desejada, de 6.931 : 1 (Erro) e

2. minimizar o número de dentes da maior engrenagem (Max).

A Figura 5.4 ilustra as 4 engrenagens compostas. Como o número de dentes de uma

engrenagem é diretamente proporcional ao seu diâmetro, pode-se utilizar os diâmetros

das engrenagens (x1, x2, x3, x4) como variáveis de decisão do problema (Deb e Srinivasan

2006).

�� � �� ��� � �� ��� �Inicial
Final

1 32
4

Figura 5.4: Representação do projeto de 4 engrenagens compostas. Adaptado de Deb e
Srinivasan (2006).

A formulação do problema, adaptada de Deb e Srinivasan (2006), se escreve:

Min f1(x) ≡ Erro =

����6.931−
x3

x1

x4

x2

����

Min f2(x) ≡ Max = max{x1, x2, x3, x4}

sujeito a
f1(x)

6,391
≤ 0,5 ,

12 ≤ x1, x2, x3, x4 ≤ 60

(5.12)

Uma restrição é utilizada para garantir que o erro entre as taxas de transmissão seja

inferior a 50%.

5.6 ESTUDO DE CASO 5: PROJETO DE UMA

TRELIÇA DE 10 BARRAS

Outro problema de otimização estrutural a ser tratado aqui é o projeto de uma treliça de

10 barras e 6 nós, ilustrada na Figura 5.5.
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Figura 5.5: Ilustração de uma treliça de 10 barras (Vargas 2015).

Dois objetivos comumente utilizados e adotados neste trabalho são:

1. a minimização do peso da estrutura e

2. a minimização da soma dos deslocamentos dos nós 2 e 4, aos quais são aplicadas

cargas externas.

Os nós 5 e 6 são mantidos fixos enquanto são aplicadas verticalmente duas cargas

externas de 100 kips sobre os nós 2 e 4. Trabalhos envolvendo a utilização de MOEAs

para resolução deste problema podem ser encontrados em Hajela e Lin (1992), Luh e

Chueh (2004), Su et al. (2011), Angelo, Bernardino e Barbosa (2015) e Vargas et al.

(2016).

As variáveis de decisão são as áreas das seções transversais de cada barra (X1, X2, . . .,

X10), que podem variar entre 0,1in2 e 40in2. Outros dados do problema são a densidade

do material, ρ = 0,1lb/in3, a tensão normal máxima permitida, ±25 ksi e o módulo de

Young do material E = 1044 ksi.
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6 EXPERIMENTOS

COMPUTACIONAIS

6.1 INTRODUÇÃO

Experimentos computacionais foram realizados para avaliar se os métodos propostos

contribuem para a obtenção de uma maior diversidade de prinćıpios de projeto. Este

caṕıtulo possui uma seção para cada estudo de caso aqui tratado, onde são apresentados

os experimentos para resolução do problema multiobjetivo, busca por prinćıpios de projeto

utilizando Innovization a partir das Frentes de Pareto obtidas e análise dos resultados.

Para cada problema multiobjetivo, foram realizadas 30 execuções independentes do

algoritmo NSGA-II1, uma vez que se trata de uma técnica estocástica. Todas as soluções

encontradas para um problema são reunidas e uma Frente de Pareto é então gerada

pela combinação dessas soluções, contendo todas as soluções não-dominadas obtidas. Em

cada caso são mostradas figuras contendo duas Frentes de Pareto: uma obtida na primeira

execução independente e aquela formada pela união de todas as execuções. Os parâmetros

adotados em cada estudo de caso foram obtidos da literatura e são exibidos em tabelas

nas respectivas seções.

Após resolver o problema multiobjetivo, foram utilizadas as modificações propostas

para descoberta de conhecimento via Innovization sobre os estudos de caso. A técnica

foi implementada em linguagem C2, a partir da biblioteca smallGPf̃ootnoteDispońıvel

em http://sourceforge.net/p/smallgp/news., assim como feito por Bandaru e Deb

(2013a). Em cada estudo de caso, foram realizadas 50 execuções independentes utilizando

como entrada a Frente de Pareto obtida pela união das 30 execuções independentes do

NSGA-II. O tratamento de unidades proposto aqui foi utilizado e nos experimentos foi

verificada a influência da utilização de um arquivo externo para manutenção das soluções

de interesse. Quando a estratégia de arquivo externo não é utilizada, a criação das famı́lias

de modelos ocorre uma vez, ao final do processo evolutivo, sendo apresentados somente

1Foi utilizada a implementação em linguagem C dispońıvel em http://www.egr.msu.edu/~kdeb/

codes.shtml (versão 1.1.6).
2O código fonte pode ser acessado em http://bitbucket.org/ciml-ufjf/ciml-lib.
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representantes de famı́lias distintas.

Para cada estudo de caso são apresentadas tabelas contendo os prinćıpios de projeto de

maior aptidão. Nestas tabelas são exibidas as expressões que representam os prinćıpios,

além de sua significância e unidades básicas utilizadas. Os parâmetros utilizados para

os estudos de caso 1, 2 e 3 foram obtidos da literatura, sendo os demais escolhidos

empiricamente. Os parâmetros adotados são apresentados em cada seção. Nos estudos de

caso 1, 2, 3 e 4, os prinćıpios de projeto encontrados aqui são comparados qualitativamente

àqueles obtidos na literatura.

Um experimento adicional foi realizado para o estudo de caso 5 (treliça de 10

barras). Um dos objetivos do Innovization é a busca de caracteŕısticas que identifiquem

as caracteŕısticas das melhores soluções, de forma a possibilitar a obtenção de boas

soluções sem a necessidade de um novo processo de otimização, que muitas vezes é

computacionalmente custoso. Neste sentido, alguns prinćıpios obtidos para o estudo de

caso 5 foram utilizados para reduzir o número de variáveis do problema e assim, diminuir

o custo computacional necessário para resolver o problema multiobjetivo.

6.2 ESTUDO DE CASO 1: PROJETO DE UMA

TRELIÇA DE 2 BARRAS

6.2.1 Problema Multiobjetivo

O problema foi resolvido utilizando o NSGA-II com os parâmetros exibidos na Tabela 6.1,

conforme adotado por Bandaru e Deb (2013a). A Frente de Pareto obtida pela primeira

execução independente do algoritmo é mostrada na Figura 6.1, enquanto as soluções

não-dominadas encontradas em 30 execuções independentes podem ser observadas na

Figura 6.2. Cada execução independente foi capaz de encontrar 500 soluções não-

dominadas, como reportado em Bandaru e Deb (2013a), enquanto 3569 soluções não-

dominadas foram obtidas através da união de todas estas. Os resultados obtidos são

semelhantes aos reportados por Bandaru e Deb (2013a), no que tange a convergência e

diversidade.
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Tabela 6.1: Parâmetros adotados para o NSGA-II no problema da treliça de 2 barras.

Parâmetro Valor

População 500

Gerações 500

Recombinação SBX com pc = 0,9 e ηc = 10

Mutação Polinomial com pm = 0,05 e ηm = 50
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Figura 6.1: Frente de Pareto encontrada em uma execução do NSGA-II para o problema
da treliça de duas barras.
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Figura 6.2: Frente de Pareto com as soluções não-dominadas obtidas por 30 execuções do
NSGA-II para o problema da treliça de duas barras.



68

6.2.2 Descoberta de Conhecimento via Innovization

Os parâmetros adotados para o processo de Innovization foram obtidos em Bandaru e

Deb (2013a) e são mostrados na Tabela 6.2. As unidades de cada variável do conjunto de

terminais é mostrada na Tabela 6.3.

Tabela 6.2: Parâmetros adotados para o Innovization no problema da treliça de 2 barras.

Parâmetro Valor

População 1000

Gerações 100

Recombinação (PG) Recombinação de sub-árvores com pc = 0,9

Mutação (PG) Mutação de ponto com pm = 0,2 por nó

Recombinação (AG) SBX com pc = 0,9 e ηc = 10

Mutação (AG) Polinomial com pm = 0,05 e ηm = 50

Conjunto de funções {+,− ,∗, /,∧}
Conjunto de terminais {V, S, x1, x2, y, R}
Constantes efêmeras (R) {−10,0,−9,5,−9,0, . . . , 9,0, 9,5, 10,0}
Dimensões básicas {massa(kg), comprimento(m), tempo(s) }
Significância mı́nima (Smin) 80%

Constante de agrupamento (�) 3

Tabela 6.3: Unidades das variáveis utilizadas no problema da treliça de 2 barras.

Variável Dimensões

Massa Comprimento Tempo

V 0 3 0

S 1 -1 -2

x1 0 2 0

x2 0 2 0

y 0 1 0

Considerando a utilização de arquivo externo, os resultados obtidos em 50 execuções

independentes são mostrados na Tabela 6.4. A partir deste resultado pode-se notar que
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a adoção desta estratégia possibilita a obtenção de um maior número de prinćıpios de

projeto. Em relação à aptidão, a utilização do arquivo externo possibilitou encontrar

uma solução melhor. Pode-se perceber também que a média das aptidões piora ao utilizar

o arquivo externo, como se poderia esperar, uma vez que um número muito maior de

soluções é encontrado no ińıcio do processo de busca. Diferentemente do que comumente

ocorre em experimentos de computação evolutiva, aqui as análises envolvem todas as

soluções finais, não apenas a melhor, uma vez que se deseja encontrar múltiplas soluções.

Tabela 6.4: Resultados quantitativos obtidos no problema da treliça de 2 barras,
considerando a utilização de arquivo externo.

Arquivo Número de soluções Aptidão

externo Mı́nimo Máximo Média Mı́nimo Máximo Média

Não 5 23 10,9±5,09 18.0 6090,56 1450,95±1072,08

Sim 37 166 91,7±45,05 5,00 6202,09 1758,09±1128,54

Os 20 melhores (em relação à aptidão) prinćıpios de projeto obtidos aqui são mostrados

na Tabela 6.5. Os prinćıpios DP4, DP6, DP7 e DP10 correspondem aos previstos pela

solução anaĺıtica (Bandaru e Deb 2013a). Além disso, 9 prinćıpios mostrados por Bandaru

e Deb (2013a) e exibidos na Tabela 6.6 foram encontrados. Um prinćıpio interessante não

reportado em Bandaru e Deb (2013a) é o prinćıpio DP6, que sugere uma relação constante

entre as áreas x1 e x2.
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Tabela 6.5: Resultados obtidos para o estudo de caso da estrutura de 2 barras. As
unidades básicas são massa (kg), comprimento (m) e comprimento(s).

Notação Prinćıpio S Aptidão
Unidades

kg m s

DP1 S/x2 = c 90,31% 5,00 1,0 −3,0 −2,0

DP2 1/(S/V ) = c 93,11% 8,43 −1,0 −2,0 2,0

DP3 x2/V = c 92,04% 11,47 0,0 −1,0 0,0

DP4 y = c 91,96% 13,63 0,0 1,0 0,0

DP5 x1 + x1 − x2 = c 89,89% 15,09 0,0 2,0 0,0

DP6 x2 × S = c 88,93% 24,18 1,0 1,0 −2,0

DP7 S × x1 = c 88,60% 28,43 1,0 1,0 −2,0

DP8 1/y = c 89,60% 30,40 0,0 −1,0 0,0

DP9 (S × V )/y = c 87,76% 34,86 1,0 1,0 2,0

DP10 x1/x2 = c 88,29% 37,02 0,0 0,0 0,0

DP11 x1/V = c 89,30% 49,58 0,0 −1,0 0,0

DP12 (x2 × S)/y = c 87,25% 70,02 1,0 0,0 −2,0

DP13 (x2 × V )/y = c 88,32% 72,08 0,0 4,0 0,0

DP14 (x1 × S)/y = c 87,28% 88,50 1,00 0,00 -2,00

DP15 y × y = c 91,76% 94,91 0,00 2,00 0,00

DP16 V/x1 = c 91,29% 122,56 0,00 1,00 0,00

DP17 x2 × (S × y) = c 92,21% 159,28 1,00 2,00 −2,00

DP18 (y × x2)/x1 = c 91,54% 161,49 0,00 1,00 0,00

DP19 V × y × S = c 91,31% 168,69 1,00 3,00 −2,00

DP20 (x1 − x2)× S = c 86,52% 180,99 1,00 1,00 −2,00
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Tabela 6.6: Resultados obtidos em Bandaru e Deb (2013a) para o estudo de caso
da estrutura de 2 barras. As unidades básicas são massa (kg), comprimento (m) e
comprimento(s).

Notação Prinćıpio S
Unidades básicas

kg m s

DP1 y =c 86,60% 0,0 1,0 0,0

DP2 S × V =c 87,00% 1,0 2,0 −2,0

DP3 S × x1 =c 85,00% 1,0 1,0 −2,0

DP4 S × V × y = c 87,00% 1,0 3,0 −2,0

DP5 (V × y)/x2 = c 86,20% 0,0 2,0 0,0

DP6 (V × y)/x1 =c 88,20% 0,0 2,0 0,0

DP7 V/x1 =c 86,40% 0,0 1,0 0,0

DP8 V/(S × x1 × x2) =c 87,20% −1,0 0,0 2,0

DP9 V 2/(x1× x2) =c 87,40% 0,0 2,0 0,0

DP10 y/(S × x1) =c 88,00% −1,0 0,0 2,0

DP11 x2/x1 =c 83,80% 0,0 0,0 0,0

DP12 (S × V × x2 × y)/x1 =c 88,00% 1,0 3,0 −2,0

DP13 V/x2 =c 86,80% 0,0 1,0 0,0

DP14 (S × V 2 × y)/x1 = c 87,20% 1,0 4,0 −2,0

DP15 (x2 × y)/x1 =c 86,40% 0,0 1,0 0,0

DP16 x2/(S × x2
1) = c 86,40% −1,0 −1,0 2,0

DP17 V 2/(x1 × x2 × y) = c 91,40% 0,0 1,0 0,0

DP18 (S × V 2)/x2 = c 87,20% 1,0 3,0 −2,0

DP19 S × x2 × y =c 87,00% 1,0 2,0 −2,0

DP20 (x2 × y)/(S × x2
1) =c 86,80% −1,0 0,0 2,0
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6.3 ESTUDO DE CASO 2: PROJETO DE UMA

VIGA SOLDADA

6.3.1 Problema Multiobjetivo

Este problema foi resolvido com os mesmos parâmetros utilizados no problema da treliça

de 2 barras (Tabela 6.1), como adotado por Bandaru e Deb (2013a). As Figuras 6.3 e 6.4

ilustram, respectivamente, as Frentes de Pareto obtidas através de uma e 30 execuções

independentes. Cada uma das 30 execuções encontrou 500 soluções não-dominadas, como

reportado por Bandaru e Deb (2013a). A Frente de Pareto total gerada com a união de

todas as execuções contém 4063 pontos.
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Figura 6.3: Frente de Pareto encontrada em uma execução do NSGA-II para o problema
da viga soldada.
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Figura 6.4: Frente de Pareto com as soluções não-dominadas obtidas por 30 execuções do
NSGA-II para o problema da viga soldada.

6.3.2 Descoberta de Conhecimento via Innovization

Na Tabela 6.7 são mostrados os parâmetros adotados para o estudo de caso da viga

soldada, baseados em Bandaru e Deb (2013a). As unidades de cada variável de entrada

são mostradas na Tabela 6.8.

Tabela 6.7: Parâmetros adotados para o Innovization no problema da viga soldada.

Parâmetro Valor

População 3000

Gerações 100

Recombinação (PG) Recombinação de sub-árvores com pc = 0,9

Mutação (PG) Mutação de ponto com pm = 0,2 por nó

Recombinação (AG) SBX com pc = 0,9 e ηc = 10

Mutação (AG) Polinomial com pm = 0,05 e ηm = 50

Conjunto de funções {+,− ,∗, /,∧}
Conjunto de terminais {C,D, b, t, l, h, σ, τ, Pc, R}
Constantes efêmeras (R) {−10,0,−9,5,−9,0, . . . , 9,0, 9,5, 10,0}
Dimensões básicas {massa(lb), comprimento(in), tempo(s), custo }
Significância mı́nima (Smin) 90%

Constante de agrupamento (�) 3



74

Tabela 6.8: Unidades das variáveis utilizadas no estudo de caso da viga soldada.

Variável Unidades

Massa Comprimento Tempo Custo

C 0 0 0 1

D 0 1 0 0

b 0 1 0 0

t 0 1 0 0

l 0 1 0 0

h 0 1 0 0

σ 1 -1 -2 0

τ 1 -1 -2 0

Pc 1 0 0 0

Na Tabela 6.9 são mostrados os resultados obtidos em 50 execuções independentes,

considerando o uso ou não do arquivo externo. Assim como no estudo de caso anterior,

a adoção do arquivo externo possibilitou a obtenção de um número maior de modelos e

uma aptidão melhor.

Tabela 6.9: Resultados quantitativos obtidos para o estudo de caso da viga soldada,
considerando a utilização de arquivo externo.

Arquivo Número de soluções Aptidão

externo Mı́nimo Máximo Média Mı́nimo Máximo Média

Não 9 23 9,38±2,9 3,0 5211,00 444,12±501,39

Sim 132 201 153,38±13,99 1,08 13868,18 1683,57±1343,11

Os prinćıpios de projeto obtidos são mostrados na Tabela 6.10. Os prinćıpios

DP1, DP6 e DP9 eram esperados, pois foram encontrados em estudos anteriores

de Innovization (Deb e Srinivasan 2006; Bandaru e Deb 2011a; Bandaru e Deb 2013a).

Em relação aos resultados obtidos em por Bandaru e Deb (2013a), pode destacar que

aqui foram obtidos prinćıpios envolvendo a restrição τ , conforme Deb e Srinivasan (2006)

haviam sugerido. O prinćıpio DP2 indica que o valor da restrição τ é constante ao longo

de grande parte da Frente de Pareto. Ainda, observou-se que seu valor aproxima-se
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do máximo permitido para esta restrição, sugerindo que não é posśıvel obter soluções

melhores para este problema, sem que a restrição seja modificada (por exemplo, pode-se

dedicidr utilizar outro material). Dos 10 prinćıpios apresentados aqui, 5 foram também

obtidos por Bandaru e Deb (2013a): DP1, DP4, DP6, DP9 e DP10 (Tabela 6.10). Dos

8 prinćıpios encontrados nesta referência 2 não foram redescobertos aqui: DP4 e DP8

(Tabela 6.11). Contudo, DP4 e DP8 podem ser obtidos a partir da combinação de outros

prinćıpios e, assim, pode-se considerar que todas inovações apresentadas pela referência

foram encontradas neste experimento.

Tabela 6.10: Prinćıpios obtidos para o estudo de caso da viga soldada. As unidades
básicas são massa (lb), comprimento (in), tempo (s) e custo.

Notação Prinćıpio S Aptidão
Unidades básicas

lb in s custo

DP1 t= c 99,29% 2,00 0,0 1,0 0,0 0,0

DP2 τ= c 99,21% 2,00 1,0 −1,0 −2,0 0,0

DP3 Pc/D= c 96,90% 3,00 1,0 -1,0 0,0 0,0

DP4 D − t= c 98,82% 3,65 0,0 1,0 0,0 0,0

DP5 b× C= c 99,95% 9,00 0,0 1,0 0,0 1,0

DP6 b× σ= c 98,84% 9,19 1,0 0,0 −2,0 0,0

DP7 (Pc/D)× C= c 90,50% 10,00 1,0 −1,0 0,0 1,0

DP8 (σ × τ)/(l − h) 97,76% 16,29 2,0 −3,0 −4,0 0,0

DP9 b×D =c 98,55% 74,86 0,0 3,0 0,0 0,0

DP10 σ/D= c 97,39% 141,71 1,0 −2,0 −2,0 0,0
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Tabela 6.11: Resultados obtidos por Bandaru e Deb (2013a) para o estudo de caso da
viga soldada.

Notação Prinćıpio S
Unidades básicas

lb in s custo

DP1 (D + t) = c 95,20% 0,0 1,0 0,0 0,0

DP2 t =c 95,60% 0,0 1,0 0,0 0,0

DP3 D × b =c 95,00% 0,0 2,0 0,0 0,0

DP4 D × b× t = c 95,60% 0,0 3,0 0,0 0,0

DP5 σ × b = c 94,80% 1,0 0,0 −2,0 0,0

DP6 σ × b× t = c 95,60% 1,0 1,0 −2,0 0,0

DP7 D/σ = c 95,60% −1,0 2,0 2,0 0,0

DP8 D/(σ × t) = c 95,60% −1,0 1,0 2,0 0,0

6.4 ESTUDO DE CASO 3: PROCESSO DE CORTE

DE UMA BARRA DE METAL

6.4.1 Problema Multiobjetivo

Os parâmetros utilizados neste problema são os mesmos dos problemas da treliça de

2 barras (Tabela 6.1), com exceção do tamanho da população, adotando-se aqui 1000

indiv́ıduos, como sugerido por Bandaru e Deb (2013a). Nas Figuras 6.5 e 6.6 são mostradas

as Frentes de Pareto obtidas através da execução de uma e 30 execuções independentes,

respectivamente. O número de soluções não-dominadas encontradas em cada uma das

execuções independentes foi igual a 1000, enquanto que observou-se 6048 soluções não-

dominadas ao juntar as soluções de todas as execuções independentes.
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Figura 6.5: Frente de Pareto encontrada em uma execução do NSGA-II para o problema
de otimização do processo de corte de uma peça metálica.
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Figura 6.6: Frente de Pareto com as soluções não-dominadas obtidas por 30 execuções do
NSGA-II para o problema de otimização do processo de corte de uma peça metálica.

6.4.2 Descoberta de Conhecimento via Innovization

Os parâmetros utilizados neste estudo de caso são mostrados na Tabela 6.12, enquanto

as unidades das variáveis constam na Tabela 6.13. Assim como nos casos anteriores, a

utilização do arquivo externo para a manutenção das soluções de interesse possibilitou

encontrar um número maior de soluções e uma aptidão melhor, como pode ser observado

na Tabela 6.14.
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Tabela 6.12: Parâmetros adotados para o Innovization no estudo de caso do corte da
barra de metal.

Parâmetro Valor

População 1000

Gerações 100

Recombinação (PG) Recombinação de sub-árvores com pc = 0,9

Mutação (PG) Mutação de ponto com pm = 0,2 por nó

Recombinação (AG) SBX com pc = 0,9 e ηc = 10

Mutação (AG) Polinomial com pm = 0,05 e ηm = 50

Conjunto de funções {+,− ,∗, /,∧}
Conjunto de terminais {Tp, ξ, v, f, a, R}
Constantes efêmeras (R) {−10,0,−9,5,−9,0, . . . , 9,0, 9,5, 10,0}
Dimensões básicas {massa(lb), comprimento(in), tempo(s), vida útil}
Significância mı́nima (Smin) 70%

Constante de agrupamento (�) 3

Tabela 6.13: Unidades das variáveis utilizadas no estudo de caso do corte da barra
metálica.

Variável Unidades

Massa Comprimento Tempo Vida útil

Tp 0 0 1 0

ξ 0 0 0 1

v 0 1 -1 0

f 0 1 0 0

a 0 1 0 0
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Tabela 6.14: Resultados quantitativos obtidos para o estudo de caso do corte de uma
barra metálica, considerando a utilização de arquivo externo.

Arquivo Número de soluções Aptidão

externo Mı́nimo Máximo Média Mı́nimo Máximo Média

Não 2 8 5,27±1,77 3,09 7725,99 1593,65±1597,19

Sim 51 132 71,73±19,00 3,05 23277,42 2844,51±2542,35

Os prinćıpios de projeto obtidos são listados na Tabela 6.15. Os modelos DP1 e

DP11 eram esperados, uma vez que também foram encontrados por Deb e Datta (2011) e

Bandaru e Deb (2013a). DP1 e DP2 sugerem que a taxa de alimentação f e a profundidade

de corte a são praticamente constantes para as soluções Pareto Ótimas encontradas. O

prinćıpio DP11 indica, como se poderia esperar, que o tempo total de operação Tp está

relacionado à velocidade de rotação v e à profundidade de corte a. O tempo de operação

também está relacionado à taxa de alimentação da ferramenta, de acordo com o prinćıpio

DP3. O modelo DP14 apresentado aqui é assemelhante ao prinćıpio DP12 apresentado

na referência, diferindo somente pelo expoente da profundidade de corte.



80

Tabela 6.15: Prinćıpios obtidos para o estudo de caso do corte de uma barra metálica.

Notação Prinćıpio S
Aptidão Unidades básicas

lb in s vida útil

DP1 f = c 72,16% 3,04 0,0 1,0 0,0 0,0

DP2 a = c 71,96% 14,33 0,0 1,0 0,0 0,0

DP3 f/Tp = c 72,20% 15,26 0,0 1,0 −1,0 0,0

DP4 1,00/(ξ × f) = c 72,67% 44,31 0,0 −1,0 0,0 −1,0

DP5 v × f = c 71,67% 53,38 0,0 2,0 0,0 0,0

DP6 1,00/(a× v) = c 76,88% 60,86 0,0 −2,0 1,0 0,0

DP7 T 2
p × f = c 79,88% 63,50 0,0 1,0 2,0 0,0

DP8 Tp = c 70,90% 67,72 0,0 0,0 1,0 0,0

DP9 f/v = c 79,45% 68,85 0,0 0,0 0,0 0,0

DP10 a/f = c 73,81% 239,94 0,0 0,0 0,0 0,0

DP11 v × Tp × a = c 73,86% 479,83 0,0 2,0 0,0 0,0

DP12 (a4,5 × f)/Tp = c 77,74% 6075,4 0,0 5,5 −1,0 0,0

DP13 T 2
p × v × a = c 72,70% 6107,12 0,0 2,0 0,0 0,0

DP14 ξ × a3,0 × v = c 81,71% 6292,75 0,0 4,0 −1,0 1,0

DP15 a3,0 × Tp × ξ = c 78,06% 6239,53 0,0 3,0 1,0 1,0
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Tabela 6.16: Resultados obtidos por Bandaru e Deb (2013a) para o estudo de caso do
corte de uma barra de metal.

Notação Prinćıpio S
Unidades básicas

lb in s vida útil

DP1 v/(f 2 × ξ) = c 72,70% 0,0 −1,0 −1,0 −1,0

DP2 (a× v)/f = c 74,60% 0,0 1,0 −1,0 0,0

DP3 v/(f 2 × Tp × ξ) = c 73,40% 0,0 −1,0 −2,0 −1,0

DP4 f = c 72,90% 0,0 1,0 0,0 0,0

DP5 a/(f × Tp) = c 72,90% 0,0 0,0 −1,0 0,0

DP6 (a5,5 × f × ξ)/Tp = c 77,50% 0,0 6,5 −1,0 1,0

DP7 (a× Tp × v)/f = c 74,20% 0,0 1,0 0,0 0,0

DP8 a5,5 × Tp × ξ = c 82,60% 0,0 5,5 1,0 1,0

DP9 a× Tp × v = c 74,10% 0,0 2,0 0,0 0,0

DP10 (a2 × Tp × ξ)/v = c 74,40% 0,0 1,0 2,0 1,0

DP11 (a2 × ξ)/v = c 76,00% 0,0 1,0 1,0 1,0

DP12 a5,5 × f × ξ = c 76,80% 0,0 6,5 0,0 1,0

6.5 ESTUDO DE CASO 4: PROJETO DE

ENGRENAGENS COMPOSTAS

6.5.1 Problema Multiobjetivo

Como as variáveis do problema são discretas, foi utilizada uma codificação binária de 6

bits, que são suficientes para representar o intervalo desejado, como em Deb e Srinivasan

(2006). Os parâmetros utilizados neste experimento estão listados na Tabela 6.17.

O tamanho da população e número de gerações utilizados foram aqueles utilizados

nos experimentos anteriores. Assim como adotado por Deb e Srinivasan (2006), aqui

foi utilizada recombinação de um ponto e mutação bit-a-bit. As probabilidade de

recombinação e taxa de mutação não foram apresentadas na referência e foram portanto

determinadas empiricamente.
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Tabela 6.17: Parâmetros adotados para o NSGA-II no problema das engrenagens
compostas.

Parâmetro Valor

População 500

Gerações 500

Recombinação De um ponto, com probabilidade de 90%

Mutação Bit-a-bit, com probabilidade de 30%

As Figuras 6.7 e 6.8 ilustram as Frentes de Pareto encontradas após uma e 30 execuções

independentes do NSGA-II, respectivamente. O número de soluções não-dominadas

encontradas foi igual a 16, no primeiro caso e 17, no segundo. É importante destacar

que, neste caso, a abordagem de combinar as Frentes de Pareto obtidas em diferentes

execuções possibilitou encontrar uma solução extrema não relatada por Deb e Srinivasan

(2006). Tal solução consiste no vetor x = (16,19,49,43), que apresenta erro (f1) igual

a 7,89 × 10−5 e raio da maior engrenagem (f2) igual a 49. Em relação ao objetivo f1

isoladamente, a melhor solução reportada pela referência possui valor igual a 2,31× 10−4.
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Figura 6.7: Frente de Pareto encontrada em uma execução do NSGA-II para o problema
das engrenagens compostas.
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Figura 6.8: Frente de Pareto com as soluções não-dominadas obtidas por 30 execuções do
NSGA-II para o problema das engrenagens compostas.

6.5.2 Descoberta de Conhecimento via Innovization

Os parâmetros adotados neste estudo de caso foram os mesmos utilizados na seção

anterior, excetuando-se o conjunto de terminais, que neste caso é:

F = {Erro,Max, x1, x2, x3, x4, R}.

Foram utilizadas duas dimensões básicas, o comprimento e o erro, atrelado a uma das

funções objetivo do problema. Como pode ser observado na Tabela 6.18 e assim como

observados nos casos anteriores, a utilização de um arquivo externo favoreceu a obtenção

de mais prinćıpios de projeto e uma aptidão melhor.

Tabela 6.18: Resultados quantitativos obtidos para o estudo de caso das engrenagens
compostas, considerando a utilização de arquivo externo.

Arquivo Número de soluções Aptidão

externo Mı́nimo Máximo Média Mı́nimo Máximo Média

Não 3 47 18,03±12,46 3 3494,68 557,32±662,58

Sim 112 546 273,03±115,41 1 3503,68 736,16±731,74

Os modelos obtidos para o presente estudo de caso são exibidos na Tabela 6.19. Este

problema foi abordado na proposta inicial de Innovization (Deb e Srinivasan 2006), em
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que alguns prinćıpios foram obtidos. Diferentemente dos casos anteriores, no trabalho

citado não foi apresentada uma tabela com as inovações encontradas e suas respectivas

significâncias, uma vez que foi o estudo inicial de Innovization, em que a análise foi

realizada manualmente, sem o emprego de um algoritmo de agrupamento. O prinćıpio

DP1, que possui a maior significância dentre os mostrados, sugere que x2 é constante

em quase 90% da Frente de Pareto. Os prinćıpios DP3 e DP7 indicam relações entre

as variáveis x3 e x4, e o objetivo Max, que consiste em minimizar o valor da maior

engrenagem. Assim, pode-se inferir que estas duas engrenagens, x3 e x4, são as que

assumem os maiores valores, assim como indicado pela análise de Deb e Srinivasan (2006).

De acordo com esta referência, as variáveis x1 e x2 sempre assumem os menores valores

posśıveis, de forma a atingir o segundo objetivo. O prinćıpio DP10 apresentado aqui

sugere uma relação constante entre x1 e x2.

Tabela 6.19: Prinćıpios obtidos para o estudo de caso das engrenagens compostas.

Notação Prinćıpio S Aptidão
Unidades básicas

Comprimento Erro

DP1 x2 =c 88,23% 1,00 1,0 0,0

DP2 (Max× x4)/x2 =c 76,47% 5,00 1,0 0,0

DP3 x4 −Max =c 76,47% 6,00 1,0 0,0

DP4 (x4 −Max)/(x3 − x2) =c 76,47% 7,00 0,0 0,0

DP5 x1 × Erro =c 88,23% 9,57 1,0 1,0

DP6 (x1 − x2)/Erro =c 88,23% 10,29 1,0 0,0

DP7 x3 −Max =c 76,47% 12,00 1,0 0,0

DP8 x3/x4 =c 70,59% 25,72 0,0 0,0

DP9 x2 − x4 =c 70,59% 64,24 1,0 0,0

DP10 (x1 + x2)
−2,0 =c 76,47% 64,30 −2,0 0,0
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6.6 ESTUDO DE CASO 5: PROJETO DE UMA

TRELIÇA DE 10 BARRAS

6.6.1 Problema Multiobjetivo

Neste caso, torna-se mais conveniente medir a qualidade dos modelos candidatos

utilizando um simulador para realizar os cálculos de peso, tensões das barras e

deslocamentos dos nós da estrutura. Neste trabalho foi utilizado um simulador

desenvolvido em C++3, o qual foi aqui acoplado à etapa de avaliação do NSGA-II.

O problema foi resolvido utilizando os parâmetros presentes na Tabela 6.20, conforme

recomendado por Vargas (2015). A Frente de Pareto obtida pela primeira execução

independente é mostrada na Figura 6.9, enquanto a Figura 6.10 exibe a Frente de Pareto

contendo as soluções não dominadas de 30 execuções independentes.

Tabela 6.20: Parâmetros adotados para o NSGA-II no problema da treliça de 10 barras.

Parâmetro Valor

População 500

Gerações 500

Recombinação SBX com pc = 1 e ηc = 2

Mutação Polinomial com pm = 0,05 e ηm = 100

3Dispońıvel em http://sourceforge.net/projects/eurekaoptima.
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Figura 6.9: Frente de Pareto encontrada em uma execução do NSGA-II para o problema
da treliça de 10 barras.
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Figura 6.10: Frente de Pareto com as soluções não-dominadas obtidas por 30 execuções
do NSGA-II para o problema da treliça de 10 barras.

6.6.2 Descoberta de Conhecimento via Innovization

Para a busca por prinćıpios de projetos envolvendo o estudo de caso da treliça de 10 barras,

foram adotados os mesmos parâmetros utilizados para a treliça de 2 barras, com exceção

do conjunto de terminais, que passa a ser F = {Peso,Deslocamento, x1, x2, . . . , x10},
onde xi representa a área da seção transversal da i-ésima barra. Foram utilizadas duas

dimensões básicas: massa (lb) e comprimento (in). A utilização do arquivo externo foi

vantajosa neste estudo de caso, como pode ser observado na Tabela 6.21 pelo aumento do
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número de soluções obtidas e pela aptidão melhor.

Tabela 6.21: Resultados quantitativos obtidos para o estudo de caso da estrutura de 10
barras, considerando a utilização de arquivo externo.

Arquivo Número de soluções Aptidão

externo Mı́nimo Máximo Média Mı́nimo Máximo Média

Não 10 101 31,83±26,08 13,95 33342,67 671,06±1424,35

Sim 167 2201 608,47±465,62 4,09 43460,66 1107,95±1974,84

Diversos prinćıpios de projeto foram obtidos neste estudo de caso, sendo os 50 melhores

(em relação à sua aptidão) mostrados na Tabelas 6.22 e 6.23. Pode-se notar que a maioria

dos modelos encontrados apresenta significância alta, acima de 90%. Os prinćıpios DP1,

DP2, DP4, DP5, DP29, DP36 e DP48 representam áreas de seção transversal de barras

com valores constantes em algumas regiões da Frente de Pareto. Ao todo foram obtidos

26 prinćıpios envolvendo a razão ou multiplicação entre áreas: DP7, DP9, DP10, DP12,

DP13, DP14, DP15, DP17, DP19, DP20, DP24, DP25, DP27, DP32, DP34, DP35, DP39,

DP40, DP42, DP43, DP44, DP45, DP46, DP49 e DP50. Alguns prinćıpios envolvem a

soma e diferença entre áreas, como os prinćıpios DP11, DP16, DP22, DP23, DP26, DP27,

DP30, e DP47. Relacionados ao objetivo de minimização do peso da estrutura foram

encontrados 5 prinćıpios: DP3, DP6, DP18, DP31 e DP33. Os prinćıpios DP21, DP38 e

DP41 apresentam relações entre deslocamento total e áreas das barras.

É importante ressaltar que apesar de haver sido encontrados prinćıpios em que as áreas

das seções transversais de algumas barras são constantes, estes podem não apresentar o

mesmo valor em toda a Frente de Pareto. A medida de qualidade das soluções é dada por

um algoritmo de agrupamento, sendo os objetivos do processo de otimização encontrar

prinćıpios que geram poucos grupos com baixo coeficiente de variação. Desta forma,

um prinćıpio pode apresentar baixa variação em cada grupo, mas possuir grupos com

valores distantes entre si. Desta forma, apesar da notação utilizada ser, por exemplo,

X4 = c, o prinćıpio pode apresentar alguns valores distintos, cada um praticamente

constante ao longo de um subconjunto da Frente de Pareto. Nas Figuras 6.11 e 6.12

são mostrados, respectivamente, os grupos obtidos pelo prinćıpio DP1 e uma ilustração

Frente de Pareto em que são destacadas as regiões correspondentes a cada grupo. Os

grupos são identificados nas duas Figuras por suas cores. Pode-se perceber que há
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um grupo (destacado em vermelho) que engloba aproximadamente 1900 soluções, das

2334 utilizadas, apresentando baixa variação. Todavia, há grupos que apresentam outros

valores, que correspondem a regiões distintas da Frente de Pareto.
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Figura 6.11: Ilustração dos grupos obtidos para o prinćıpio DP1, juntamente com os
valores obtidos para cada solução.
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Figura 6.12: Ilustração da Frente de Pareto obtida para o problema das 10 barras, em
que são destacadas as regiões correspondentes aos grupos mostrados na Figura 6.11.
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Tabela 6.22: Primeira parte dos prinćıpios de projeto obtidos para o estudo de caso da
estrutura de 10 barras. As dimensões básicas utilizadas são massa (lb) e comprimento(in).

Notação Prinćıpio S Aptidão
Unidades básicas

lb in

DP1 X4 =c 80,76% 3,59 0,00 2,00

DP2 X5 =c 98,97% 4,09 0,00 2,00

DP3 Peso2/X6 =c 99,40% 5,00 2,00 −2,00

DP4 X8 =c 99,96% 5,00 0,00 2,00

DP5 X9 =c 99,70% 5,00 0,00 2,00

DP6 Peso2/X2 =c 99,53% 5,00 2,00 −2,00

DP7 X2/X6 =c 82,73% 5,39 0,00 0,00

DP8 (X8 −X1)×X5 =c 99,44% 6,24 0,00 4,00

DP9 X3 ×X5 =c 98,67% 7,11 0,00 4,00

DP10 X5/X3 98,67% 7,32 0,00 0,00

DP11 X10 + 6,00X4 =c 80,76% 7,41 0,00 2,00

DP12 (X5 −X3)×X5 =c 98,84% 7,71 0,00 4,00

DP13 (X5 −X10)×X5 =c 99,49% 7,82 0,00 4,00

DP14 X7/(X7 −X5) =c 99,27% 7,83 0,00 0,00

DP15 X4/X1 =c 80,76% 8,44 0,00 0,00

DP16 8,00/(2X6 −X7) =c 99,87% 8,67 0,00 −2,00

DP17 X1 ×X6 ×X2
10 =c 99,66% 9,06 0,00 8,00

DP18 X4 ×X10 ×X5 × Peso =c 99,53% 9,24 1,00 6,00

DP19 (X2 −X3)×X5 =c 98,11% 9,26 0,00 4,00

DP20 (1,00/X4)×X2
6 ×X10 =c 99,19% 9,36 0,00 4,00

DP21 (X7 ×Deslocamento)6 99,96% 10,00 0,00 3,00

DP22 X5 + (X1 −X4) =c 82,78% 10,37 0,00 2,00

DP23 X5 −X6 =c 90,57% 10,62 0,00 2,00

DP24 X6 ×X10 =c 99,53% 10,65 0,00 4,00

DP25 X7/(−2X6 −X7) =c 99,87% 11,84 0,00 4,00
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Tabela 6.23: Segunda parte dos prinćıpios de projeto obtidos para o estudo de caso da
estrutura de 10 barras. As dimensões básicas utilizadas são massa (lb) e comprimento(in).

Notação Prinćıpio S Aptidão
Unidades básicas

lb in

DP26 (X8 −X1) =c 97,90% 11,91 0,00 2,00

DP27 (X10 −X4) =c 80,76% 12,78 0,00 2,00

DP28 (X2/(X7 −X8)) =c 98,11% 13,30 0,00 0,00

DP29 X7 =c 84,23% 14,42 0,00 2,00

DP30 X2 −X4 =c 80,29% 14,72 0,00 2,00

DP31 X5 × Peso =c 98,84% 14,96 1,00 2,00

DP32 (X6 ×X10)/X2 =c 99,66% 14,99 0,00 2,00

DP33 X10 × Peso3 =c 99,57% 15,00 3,00 2,00

DP34 X3 ×X10 ×X6 =c 99,53% 15,05 0,00 6,00

DP35 X8/X7 =c 80,76% 15,63 0,00 0,00

DP36 X1 =c 98,29% 16,19 0,00 2,00

DP37 X10 ×X5 99,14% 17,64 0,00 4,00

DP38 Deslocamento/(X6 −X3) 99,01% 23,60 0,00 −1,00

DP39 (X2/X5) =c 80,63% 29,28 0,00 0,00

DP40 (X8/X1) =c 88,30% 29,41 0,00 0,00

DP41 Deslocamento×X2 =c 90,62% 39,37 0,00 3,00

DP42 (X6/X5) =c 80,72% 40,08 0,00 0,00

DP43 (X2/X6) =c 83,38% 42,13 0,00 0,00

DP44 (X1/X8) =c 89,25% 43,17 0,00 0,00

DP45 X3/(X5 +X3) =c 98,11% 43,23 0,00 0,00

DP46 (X7/X5) =c 89,46% 65,55 0,00 0,00

DP47 (X7 −X10) =c 94,86% 65,60 0,00 2,00

DP48 X10 =c 89,93% 65,40 0,00 2,00

DP49 X6/X2 =c 99,14% 96,12 0,00 0,00

DP50 X5/X7 =c 99,06% 284,62 0,00 0,00

Tomando os prinćıpios encontrados para este estudo de caso, foi realizado um estudo

inicial para verificar se o conhecimento obtido pode ser utilizado para simplificar o
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processo de otimização, de forma a obter-se soluções para o problema multiobjetivo mais

rapidamente. Como foram encontradas relações envolvendo as áreas das seções de uma e

duas barras, tal informação poderia ser utilizada para reduzir o número de variáveis do

problema original, uma vez que o valor de algumas delas é conhecido ao longo da Frente

de Pareto. Em trabalhos futuros, o conhecimento adquirido poderá ser aplicado a outros

problemas com caracteŕısticas semelhantes.

Os prinćıpios de projeto DP2, DP36, DP49 e DP50, que possuem alta significância,

foram utilizados para transformar o problema original, que possui 10 variáveis, num outro

(mais simples) contendo 6 variáveis. Para cada prinćıpio foi calculado o valor médio de

seu maior grupo para representar a constante do lado direito das expressões. Assim

foram utilizadas as transformações x1 = 8,4600, x5 = 0,1053, x6 = x2 × 0,9990 e x5 =

x7×75,7790. O novo problema multiobjetivo foi resolvido com o mesmo método utilizado

anteriormente, gerando-se uma Frente de Pareto a partir de 30 execuções independentes

do NSGA-II. Os parâmetros utilizados foram os mesmos descritos nesta seção.

Na Figura 6.13, são mostradas as Frentes de Pareto obtidas resolvendo-se os problemas

original e simplificado. Nesta Figura pode-se perceber que a Frente de Pareto encontrada

para o problema simplificado se aproxima daquela obtida para o problema original.

 3.5

 4

 4.5

 5

 5.5

 6

 6.5

 7

 1000  2000  3000  4000  5000  6000  7000  8000  9000  10000

D
e
sl

o
ca

m
e
n
to

 t
o
ta

l

Peso

Problema original
Problema simplificado

Figura 6.13: Frentes de Pareto obtidas ao resolver os problemas da treliça de 10 barras
original e simplificado (utilizando 6 variáveis ao invés das 10 originais).

Para verificar a qualidade da solução obtida, o hipervolume da Frente de Pareto foi

calculado e comparado ao daquela obtida através da resolução do problema original. O
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cálculo foi realizado utilizando uma ferramenta baseada em Fonseca, Paquete e López-

Ibánez (2006) e dispońıvel publicamente4. O ponto de referência adotado foi determinado

pelos maiores valores de cada objetivo considerando as duas Frentes de Pareto, resultando

no ponto W = (9444,71, 6,94). O hipervolume da Frente de Pareto original é igual a

22401,38, enquanto o da nova Frente possui valor 21970,33. A diferença relativa entre os

valores dos hipervolumes é de 1,9%, mostrando que a solução para o problema simplificado

é uma boa aproximação para o problema original.

Neste caṕıtulo foram apresentados experimentos computacionais com o intuito de

verificar se as modificações propostas são capazes de incentivar a obtenção de prinćıpios

de projeto mais diversos. Cinco estudos de caso em engenharia foram analisados, sendo

os quatro primeiros já abordados na literatura de Innovization, enquanto a aplicação do

último, que consiste no projeto de uma treliça de 10 barras, foi proposta neste trabalho. Os

resultados obtidos mostram que as propostas foram capaz de gerar prinćıpios adicionais

àqueles observados na literatura, aumentando assim a capacidade de geração de novos

conhecimentos. Em todos os estudos de caso observou-se que a utilização do arquivo

externo para armazenamento das soluções de interesse ao longo do processo de busca

influencia positivamente a obtenção de maior número de soluções e na obtenção de um

prinćıpio com aptidão melhor.

No primeiro estudo de caso, envolvendo o projeto de uma treliça de duas barras,

todos os prinćıpios previstos pela solução anaĺıtica foram redescobertos aqui, além

de um prinćıpio adicional relacionando a área das seções transversais das barras. O

processo de descoberta de conhecimento foi também aplicado ao segundo estudo de caso,

referente ao projeto de uma viga soldada, em que todas os prinćıpios apresentados pela

referência (Bandaru e Deb 2013a) foram encontrados, além de um outro sugerido que havia

sido um estudo anterior (Deb e Srinivasan 2006). Este prinćıpio adicional encontrado

para o problema da viga soldada é relevante, pois indica que não é posśıvel encontrar

soluções melhores sem que uma restrição seja modificada (por exemplo, ao utilizar um

material diferente). Para o terceiro problema tratado, o corte de uma barra metálica,

foram encontrados 15 prinćıpios, dos quais 2 estão entre os 12 apresentados pela referência.

No estudo de caso 4 (projeto de engrenagens compostas), foram identificados 10 prinćıpios,

dos quais 3 foram sugeridos pelo trabalho de Deb e Srinivasan (2006). Neste último, dois

4A versão mais recente pode ser acessada em http://lopez-ibanez.eu/hypervolume
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dos prinćıpios relatados pela referência não foram encontrado aqui, que sugerem haver

relações constantes envolvendo os diâmetros das engrenagens: x3/x1 e x4/x2. No estudo

de caso 5, o projeto de uma treliça de 10 barras, foram encontrados 50 prinćıpios, dos

quais 8 indicam áreas que apresentam valores constantes em algumas regiões da Frente

de Pareto, 26 envolvem multiplicação e razão entre áreas das seções transversais das

barras, 8 representam soma e subtração entre áreas, 5 cujas expressões utilizam o objetivo

de minimização do peso da estrutura e 3 que apresentam relações entre o objetivo de

minimização do deslocamento.

O conhecimento inferido no estudo de caso da treliça de 10 barras foi utilizado em um

estudo inicial para reduzir o número de variáveis do problema multiobjetivo, uma vez que

os valores de algumas variáveis se mantém praticamente constantes ao longo da Frente de

Pareto. Observou-se que a Frente de Pareto obtida ao resolver o problema de otimização

multiobjetivo simplificado apresenta o mesmo comportamento da solução obtida para o

problema original. Este metodo poderá ser estendido em trabalhos futuros, aplicando-se

o conhecimento adquirido ao resolver um problema a outros que possuam caracteŕısticas

semelhantes.
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7 CONCLUSÕES E TRABALHOS

FUTUROS

Neste trabalho foram propostas três modificações para o processo de Innovization baseado

em Programação Genética: (i) uma alternativa para promover a consistência na utilização

das unidades; (ii) a utilização de um arquivo externo à busca para manter as soluções

promissoras; e (iii) um procedimento para evitar a obtenção de soluções triviais e,

portanto, irrelevantes. A partir dos resultados obtidos em cinco estudos de caso em

engenharia pode-se concluir que as propostas possibilitam a descoberta de prinćıpios de

projeto, uma vez que a maioria das inovações presentes na literatura foi redescoberta aqui.

Particularmente em relação à utilização de um arquivo externo à população, verificou-se

que contribui para a obtenção de um número maior de soluções e, assim, pode propiciar a

descoberta de novos prinćıpios de projeto. Nos casos testados, além de maior diversidade

foi também posśıvel obter soluções com melhores valores de aptidão quando a estratégia

de arquivo externo foi adotada.

Pode-se destacar ainda que os experimentos realizados com a estrutura da treliça de

10 barras apresentaram resultados promissores, possibilitando a descoberta de diversos

prinćıpios de projeto. Assim, a aplicação de Innovization a problemas de otimização

estrutural representa um caminho interessante de pesquisa, dado seu potencial de

descoberta de conhecimento sobre o domı́nio. Como trabalhos futuros, indica-se a

aplicação da técnica a problemas de otimização estrutural de maior porte e mais

complexos.

Além disso, a utilização do conhecimento obtido através do processo de Innovization

para reduzir a dimensão de problemas de otimização pode ser explorada. Por exemplo,

pode ser analisado o ganho em relação ao custo computacional, uma vez que o espaço de

busca é reduzido. Outra possibilidade importante e útil aos projetistas é avaliar o impacto

da replicação do conhecimento adquirido num problema a outros com caracteŕısticas

semelhantes.

Além da aplicação de Innovization a otimização no domı́nio de engenharia, que

já se mostrou capaz de descobrir relações entre suas variáveis, objetivos e restrições,
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um nicho potencial de aplicação da técnica são problemas de aprendizado de máquina

supervisionado, como aqueles de regressão e classificação. Neste caso, a técnica pode

expandir o conhecimento do problema em estudo, a partir da descoberta de relações

simbólicas entre suas variáveis. A aplicação a problemas de agrupamento (aprendizado

não supervisionado) também poderá ser explorada com o objetivo de identificar os padrões

que levam à formação dos grupos.

Em relação ao método de Innovization, foram identificadas algumas ideias que podem

ser exploradas em estudos futuros. Inicialmente, a definição dos nichos para a etapa de

recombinação utiliza somente a informação de quais variáveis de entradas são empregadas

por cada modelo. Outras informações poderiam ser inclúıdas nesta definição, como as

funções utilizadas. Além disso, a noção de distância entre os modelos pode considerar

não somente a estrutura das árvores (fenótipo), como também seu aspecto semântico, que

considera o comportamento dos modelos, representado pela sáıda obtida a partir de suas

execuções.

No método proposto para evitar a obtenção de soluções triviais, foi utilizada a hipótese

de que se todos os c-valores obtidos a partir da execução de um prinćıpio são iguais, trata-

se de uma solução trivial, que não agrega conhecimento ao problema em estudo. Uma

outra abordagem que poderia ser utilizada é a simplificação simbólica, que seria capaz

de identificar quando um prinćıpio não depende, de fato, de nenhuma das variáveis de

entrada. Como desvantagens, esta abordagem possui alto custo computacional e poderia

classificar incorretamente alguns prinćıpios como não-triviais. Todavia, tais caracteŕısticas

não invalidam sua utilização, que pode ser considerada em trabalhos futuros.
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