
UNIVERSIDADE FEDERAL DE JUIZ DE FORA

INSTITUTO DE CIÊNCIAS EXATAS
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Agradeço aos meus pais Ilza e José Roberto, pelo amor, incentivo, e apoio incon-

dicional.

Aos professores Saulo e Carlos Cristiano, pela paciência, tutoria e comprometi-

mento durante toda a orientação.
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RESUMO

A proposta deste trabalho é investigar o comportamento de medidas de similari-

dade, como Kernel Target Alignment (KTA) e Feature Space-based Kernel Matrix Evalu-

ation Measure (FSM), e observar suas interações com um classificador de larga margem,

construir um modelo de seleção de modelos, implementando seus componentes separada-

mente: um modelo de seleção de hiperparâmetros e um modelo de seleção de caracteŕıs-

ticas. Os métodos KTA e FSM indicam o grau de similaridades entre matrizes kernel,

retornando um valor de alinhamento. Este alinhamento é utilizando na construção dos

modelos de seleção utilizando o método Simulated Annealing. São apresentados testes

iniciais indicando o desempenho das medidas de similaridade, para a escolha adequada

de qual medida será acoplada ao modelo de seleção proposto. Em seguida são descritos,

separadamente, os modelos propostos de seleção, bem como seus resultados comparativos.

Palavras-chave: Seleção de modelos. Seleção de hiperparâmetros. Seleção de caracteŕısti-

cas. Medidas de similaridade. Classificadores de larga margem.



ABSTRACT

The purpose of this work is to investigate the behavior of similarity measurements,

i.e., Kernel Target Alignment (KTA) and Feature Space-based Kernel Matrix Evaluation

Measure (FSM) in relation to their correlation with a large margin classifier - support vec-

tor machine, in order to propose and implement a model selection method, constructed by

means of two steps: a hyper-parameter selection model and a model for feature selection.

The KTA and FSM methods indicate the degree of similarity between kernel matrices

determined by an alignment measure. This value of alignment is used as reference for a

wrapper model selection construction using the simulated anneling as optimizer. Initial

tests are depicted to verify the similarity measurements performance in relation to a large

margin classifier aiming to identify the better measure to be adopted in the proposed se-

lection model. Following, the described selection model components are tested separately

and their results are exhaustively analyzed.

Key-words: Model selection. Hyper-parameter selection. Feature selection. Similarity

measures. Large margin classifiers.
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Tabela 3 – KTA Não Centralizado Balanceado - Alinhamento x Acurácia. . 49
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5.4 SELEÇÃO DE MODELOS . . . . . . . . . . . . . . . . . . . . . . . . . 50
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5.4.2 Seleção de Caracteŕısticas . . . . . . . . . . . . . . . . . . . . . . . . 51
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1 INTRODUÇÃO

Métodos kernel têm atráıdo grande interesse por se mostrarem eficientes em clas-

sificação não linear. Baseiam-se no uso de funções kernel que mapeiam dados não line-

armente separáveis para um espaço de dimensão mais alta, ou até mesmo infinita, onde

os dados se tornam linearmente separáveis (YOU, 2011). Seleção de modelos tendo como

base métodos kernel têm se apresentado como uma estratégia interessante em pesquisas

da área de aprendizado de máquina. Seleção de modelos é o processo de busca do método

mais adequado entre diferentes abordagens de aprendizado de máquina ou de ajuste de

diferentes (hiper)parâmetros associados ao modelo utilizado em questão. Considera-se

também, como um procedimento de seleção de modelos, a determinação de conjuntos de

caracteŕısticas mais adequados para uma determinada abordagem.

O desempenho de um classificador, especificamente de um classificador de larga

margem, como as Máquinas de Vetores Suporte (Support Vector Machines – SVMs),

depende diretamente da escolha adequada dos parâmetros. Cada conjunto de parâmetros

define um modelo que pode ser aplicado na resolução de um determinado problema de

interesse sendo, portanto, um caso espećıfico de seleção de modelos (YOU, 2011). O

conhecimento prévio dos dados é fator crucial para a seleção de parâmetros, visto que

influencia consideravelmente o ajuste a ser obtido.

Outra questão de bastante relevância em aprendizado de máquina a ser conside-

rada é referente à seleção de caracteŕısticas (atributos). Na década de setenta, época em

que alguns trabalhos sobre seleção de caracteŕısticas foram publicados, bases de dados

utilizavam pouco mais de quarenta caracteŕısticas (GUYON; ELISSEEFF, 2003). Com o

avanço em procedimentos de aquisição de dados, hoje pode-se encontrar bases de dados

compostas por centenas de milhares de caracteŕısticas. Esta nova perspectiva traz a neces-

sidade de um melhor entendimento dos dados visando identificar situações de irrelevância

e redundância das caracteŕısticas que compõem a base.

Entre os benef́ıcios da seleção de caracteŕısticas, pode-se destacar um melhor en-

tendimento dos dados de maneira geral, uma maior facilidade na visualização, a possi-

bilidade de redução de dimensionalidade e, com isso, a diminuição dos requisitos de ar-

mazenamento, com posśıvel melhora no desempenho da previsão, entre outras vantagens

(GUYON; ELISSEEFF, 2003).

Apesar de ser extremamente relevante, um processo de seleção de modelos que

incorpore uma seleção de parâmetros com uma seleção de caracteŕısticas pode requisitar

um alto custo computacional, podendo-se tornar inclusive proibitivo, visto que envolve

procedimentos de otimização que geralmente solicitam a construção sistemática de mode-

los de predição para o direcionamento da busca. Soluções eficientes, com menor demanda

computacional, são de grande interesse para a real efetivação de seleção de modelos.
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Neste trabalho são explorados métodos de medidas entre matrizes kernel que têm

como objetivo a avaliação do ńıvel de similaridade entre matrizes distintas, assim como

entre uma matriz kernel e uma matriz de rótulos constrúıda de forma adequada. Esses

processos, conhecidos como medidas de similaridade ou alinhamento, possuem um custo

computacional consideravelmente baixo, com complexidade O(n2). Sendo assim, formu-

lações de medição de similaridade se apresentam como uma estratégia de interesse em

procedimentos de avaliação de modelos. Desta forma, o objetivo, então, deste trabalho é

direcionado para o desenvolvimento de um modelo de seleção tendo como base de avaliação

medidas de similaridade.

Inicialmente, é importante uma completa avaliação dos potencial e eficiência das

principais medidas de similaridade que se apresentam na literatura desde o trabalho se-

minal de Cristianini et al. (2002), onde foi introduzida a primeira medida alinhamento,

conhecida como Kernel Target Alignment (KTA). Esta parte do trabalho é de extrema

importância para o entendimento do desempenho das principais medidas de similaridade

em situações distintas, respaldando, assim a escolha da mais adequada para o modelo a

ser desenvolvido.

Em relação à estratégia de seleção de modelos, o uso de medidas de similaridade

viabiliza uma construção do método em fases desacopladas, com a expectativa de desem-

penho robusto em cada uma das fases. Desta forma, a seleção de modelos é implementada

em duas etapas sequenciais: (i) seleção de hiperparâmetros e (ii) seleção de caracteŕısti-

cas. Estratégia incomum na literatura, o desacoplamento permite uma simplificação na

busca do ajuste de cada etapa, além de fornecer uma referência construtiva para a segunda

etapa, utilizando-se do resultado da primeira previamente executada.

A primeira etapa do método proposto tem como objetivo a construção de um mo-

delo de seleção de hiperparâmetros por meio dos alinhamentos, proveniente das medidas

de similaridade entre as matrizes kernel e uma matriz de rótulos associada da base em

questão, para direcionar a seleção do conjunto de parâmetros ótimos de uma função kernel.

Em sequência, a segunda etapa tem como proposta selecionar caracteŕısticas utilizando-se

dos valores dos alinhamentos gerados na primeira etapa como referência construtiva para o

método de busca, o que, de certa maneira, permite mensurar o impacto das caracteŕısticas

selecionadas no processo de busca em relação à medida de similaridade adotada. Assim,

tem-se como objetivo aumentar a efetividade da classificação, considerando a utilização

de métodos baseados em kernel no processo de aprendizagem.

Métodos de seleção de modelos, englobando parâmetros e caracteŕısticas, são ge-

ralmente encontrados na literatura como uma única representação, ou única etapa. Neste

trabalho, a seleção de modelos foi separada em duas etapas, seleção de hiperparâmetros e

seleção de caracteŕısticas, proporcionando uma análise minuciosa em relação ao compor-

tamento de cada uma das etapas.
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Finalizando, no contexto de seleção de modelos, é realizado um estudo sobre mé-

todos de alinhamento entre matrizes kernel neste trabalho. Porém, também é posśıvel

observar outras abordagens para este tipo de seleção que são baseados em kernel com

propósitos distintos, entre eles a diminuição do tempo computacional ou a otimização na

busca de resultados. Em seleção de caracteŕısticas, métodos baseados em kernel também

são utilizados alternativamente, como o trabalho proposto por Kuo et al. (2013), que

realiza uma seleção de caracteŕısticas baseada em matriz kernel para a classificação de

imagens.

1.1 ESTRUTURA DO TEXTO

Nos Caṕıtulos 2 e 3 são descritas definições sobre os componentes principais deste

trabalho, bem como o funcionamento do SVM, funções kernel e definições sobre os mé-

todos de similaridade utilizados na construção do modelo de seleção, assim como suas

variantes.

No Caṕıtulo 4 são exibidos os passos de construção do modelo proposto, seu fun-

cionamento e sua interação com os modelos citados nos caṕıtulos anteriores.

O Caṕıtulo 5 descreve os passos iniciais para os testes das medidas de similaridade,

representando os resultados em gráficos e tabelas. Além disso, são apresentados, também,

os resultados obtidos com o modelo de seleção proposto.

No Caṕıtulo 6 são apresentadas as considerações finais sobre o trabalho e sugestões

para trabalhos futuros.
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2 CLASSIFICADORES DE LARGA MARGEM

Um classificador de larga margem é uma método de aprendizado supervisionado

linear para classificação binária através da construção de um hiperplano separador.

Dado um conjunto de treinamento Z = {(xi, yi) : i ∈ {1, 2, . . . , n}}, onde xi ∈ R
d

representa um vetor com d caracteŕısticas ou atributos associado a um rótulo binário yi ∈
{−1, 1}, que define sua classe de pertinência. Considere a existência de uma distribuição

de probabilidade P (x, y), não conhecida apriori, da qual os dados foram obtidos.

A hipótese indutiva obtida pelo classificador consiste em um processo de apren-

dizado, utilizando o conjunto (xi, yi), que resulte em um mapeamento x Ô→ y, de forma

que o classificador realize a classificação de um conjunto (x, y) desconhecido, baseando-se

no conceito de generalização associada à distribuição de probabilidade representada pelo

conjunto de dados no processo de aprendizagem.

2.1 FUNÇÕES KERNEL

O conjunto de todas as variáveis, geradas a partir do espaço de entrada, exceto pe-

las variáveis correspondentes ao conjunto esperado de respostas, é representado pelo termo

conhecido como feature space, ou espaço de caracteŕısticas. Um espaço de caracteŕısticas

é definido de acordo com a adequada escolha da função kernel.

Uma função de mapeamento φ é usualmente aplicada em pares de dados visando

a obtenção dos termos da chamada matriz kernel através do produto escalar das imagens

de seus argumentos:

K(xi, xj) = φ(xi)
T φ(xj). (2.1)

Diversas funções kernel se apresentam na literatura para o mapeamento do produto

escalar dos dados no espaço de caracteŕısticas. Como exemplo, apresenta-se três das

funções mais conhecidas:

Linear: K (xi, xj) = 〈xi, xj〉 + c

Polinomial: K (xi, xj) = (〈xi, xj〉 + 1)p

Gaussiano: K (xi, xj) = exp
(

−γ ‖xi − xj‖2
)

,

(2.2)

onde c, p e γ são os parâmetros das funções linear, polinomial e gaussiana, representando

uma constante de linearidade, o grau do polinômio e a largura da gaussiana, respectiva-

mente.

O objetivo no uso de funções kernel é viabilizar que os dados mapeados no espaço

de caracteŕısticas sejam linearmente separáveis, de forma que o discriminante linear seja

não só viável como efetivo. Porém, a escolha não só dos parâmetros bem como da própria

função de mapeamento geralmente não é trivial. Assim, ao invés das funções kernel
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clássicas apresentadas, investiga-se neste trabalho uma função kernel, conhecida como

uma função universal, que apresenta potencial para o mapeamento do kernel linear ao

gaussiano, de acordo com o ajuste de seus parâmetros. Esta função é descrita na subseção

a seguir.

2.1.1 Pearson VII Universal Kernel

Devido ao padrão da distribuição dos tipos de dados serem, geralmente, desconhe-

cidos, a busca por uma função de mapeamento para que se tenha separabilidade linear

no espaço de caracteŕısticas é feita de maneira experimental, através de procedimentos

de tentativa erro, aplicando e validando diversas funções kernel, com parâmetros distin-

tos, na busca por um maior ńıvel de separabilidade. Portanto, o processo de seleção do

tipo de kernel a ser utilizado em conjunto com a seleção dos parâmetros dos mesmos, é

um procedimento ineficiente, propenso a imprecisões, além de demandar um alto custo

computacional (ÜSTÜN et al., 2006).

Com essa observação sobre a dificuldade de se ter um conhecimento prévio sobre

a natureza do mapeamento dos dados no espaço de caracteŕısticas, tem-se, portanto, um

problema complexo de escolha de funções kernel e seus respectivos parâmetros, que devem

ser avaliados individualmente. Desta forma, a proposta da utilização da função Pearson

VII Universal Kernel (PUK) se apresenta como uma alternativa viável pelo seu alto ńıvel

de adaptabilidade controlado, basicamente, por seus parâmetros.

A função PUK, descrita por Üstün et al. (2006), tem com principal indicativo a

capacidade de ser uma função adaptável de acordo com o ajustes de seus dois parâmetros,

ω e σ. Essa propriedade descrita pelos autores, possibilita que a função seja utilizada

como um kernel genérico que possa ser modelado simulando uma famı́lia de kernels, entre

os quais o kernel Linear, Polinomial e Gaussiano (Radial Basis Function – RBF).

A fórmula geral da função PUK é dada da seguinte forma:

K(xi, xj) =
1



1 +

(

2
√

‖xi−xj‖2

√
2

1
ω −1

σ

)2




ω , (2.3)

onde σ e ω correspondem aos parâmetros ajustáveis na função, que controlam a largura e o

fator cauda do pico. Por não ter seu uso tão disseminado, é importante avaliar se o kernel

PUK realmente apresenta, de forma eficiente e prática, o potencial de adaptabilidade de

mapeamento indicado, tarefa de interesse deste trabalho.

2.2 MÁQUINAS DE VETORES SUPORTE

Dentre os diversos classificadores de larga margem existentes na literatura, as

máquinas de vetores suporte (Support Vector Machines – SVMs) destacam-se por ser um
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dos métodos mais utilizados devido a seu alto desempenho em tarefas de aprendizado

supervisionado (MARSLAND, 2014).

O SVM foi desenvolvido tanto para a resolução de problemas de classificação,

como também foi adaptado para a resolução de problemas de regressão (WANG, 2005).

O treinamento de um SVM visando a determinação do hiperplano ótimo de separação é

realizado através da resolução de um problema de otimização quadrática com restrições.

O SVM foi primeiramente proposto por Boser et al. (1992), onde o autor identifica

um bom desempenho na generalização do classificador obtido apenas quando a capacidade

da função de classificação é compat́ıvel com o tamanho do conjunto de treinamento.

A estratégia básica do SVM é a definição de uma estratégia ótima de separabilidade

das classes pelo hiperplano, baseando-se em um conceito de margem diretamente associada

as classes. Esse hiperplano é obtido através de um problema de otimização.

Considerando Z+ = {(xi, yi) ∈ Z : yi = +1} e Z− = {(xi, yi) ∈ Z : yi = −1}, os
dados referentes a cada uma das classes, o SVM identifica um hiperplano, referenciado

pelo seu vetor normal w ∈ R
d e também pela constante b ∈ R, que resulta na separação

ótima dos conjuntos Z+ e Z−, sendo a margem determinada pela distância mı́nima γ ≥ 0

entre os conjuntos Z+ e Z− e o hiperplano separador. Assim, o problema resume-se a

encontrar (w, b) de forma que seja obedecida a inequação:

yi (〈w, xi〉 + b) ≥ γ, ∀ (xi, yi) ∈ Z, (2.4)

com a máxima margem posśıvel. Observa-se que a maximização da margem em relação

à 〈w, x〉 + b = 0 pode ser obtida através da minimização de ‖w‖, recorrendo-se então ao

seguinte problema de otimização, para todo i ∈ {1, 2, . . . , n}:

minimizar
w,b,ξ

1
2
wT w + C

∑

i ξi

com as seguintes restrições yi

(

wT φ (xi) + b
)

≥ 1 − ξi, ξi ≥ 0,
(2.5)

sendo φ (.) uma função de mapeamento, caso seja aplicada, ξi as variáveis de folga e C é

uma constante de penalização.

Trata-se de um problema de otimização convexa, ou seja, sem ótimos locais na fun-

ção objetivo a ser minimizada, com os pontos que são atendidos pelas restrições formando,

também, um conjunto convexo. Assim, torna-se viável a introdução de uma função de

Lagrange com os multiplicadores de Lagrange associados a viabilidade das restrições. A

função Lagrangiana é dada da seguinte forma:

L (w, b, α) =
1

2
wT w −

∑

i

αiyi (〈w, xi〉 + b) +
∑

i

αi. (2.6)

A função Lagrangiana deve ser otimizada em relação à w, b e α, sujeito a αi ≥ 0

para todo i ∈ {1, 2, . . . , n}.
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Substituindo os parâmetros w e b, a solução é obtida pela maximização das funções

duais, sendo assim fact́ıvel a obtenção da formulação do SVM em função das variáveis α.

Sua formulação é dada da seguinte forma:

maximizar L(α) =
∑

i αi − 1
2

∑

i

∑

j αiαjyiyj〈xi, xj〉

com as seguintes restrições











∑

i αiyi = 0,

α ≥ 0.

(2.7)

Esta formulação, conhecida como dual, tem com principal vantagem a facilidade

na introdução de funções de mapeamento kernel de forma eficiente, visto que aparece

diretamente na função objetivo a ser maximizada o produto interno associado à construção

das matrizes kernel.
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3 MEDIDAS DE SIMILARIDADE PARA MATRIZES KERNEL

Entre os processos relacionados a execução de uma função kernel, é relevante a

avaliação da criação de matrizes kernel 〈K1, K2〉 distintas para realização do mapeamento

pelo classificador. As matrizes kernel mapeiam as informações dos dados baseando-se no

produto interno dos mesmos.

No contexto de matrizes kernel, um método de medição de similaridade deve re-

tornar o grau de concordância entre duas matrizes geradas por diferentes funções kernel,

indicando o quanto elas são similares. Esta mesma medição, também pode ser aplicada

entre a matriz kernel e uma matriz gerada a partir do vetor de rótulos y. A seguir,

apresentam-se algumas medidas de alinhamento e similaridade mais conhecidas e utiliza-

das da literatura.

3.1 KERNEL TARGET ALIGNMENT

O método Kernel Target Alignment (KTA) é baseado no cálculo de um grau de

similaridade entre diferentes mapeamentos gerados por conjuntos de dados considerando a

aplicação de kernels distintos (CRISTIANINI et al., 2002). O método determina a criação

de um quantificador, que corresponde ao grau de similaridade entre as matrizes kernel ou

entre uma matriz kernel e um conjunto de rótulos, identificando o ńıvel de semelhança

entre duas funções kernel, como também o ńıvel de semelhança entre o mapeamento gerado

por uma matriz kernel e um conjunto de rótulos associados.

O KTA é baseado no produto interno de Frobenius entre duas matrizes, também

conhecido como produto interno euclidiano (MOAKHER, 2005). O produto interno de

Frobenius entre duas matrizes M e N é definido como:

〈M, N〉F =
∑

i,j

mi,jni,j = Tr(M, N), (3.1)

onde Tr corresponde ao traço da matriz.

Dadas duas matrizes kernel geradas por mapeamentos distintos K1 : X2 → R
n×n

e K2 : X2 → R
n×n, o alinhamento conhecido como KTA é definido da seguinte forma:

A(K1, K2) =
〈K1, K2〉F

√

〈K1, K1〉F 〈K2, K2〉F

. (3.2)

O alinhamento pode ser medido também entre uma matriz K e um conjunto de

rótulos y. Considerando uma matriz K : X2 → R
n×n e um vetor de rótulos y ∈ {−1, +1}n,

o alinhamento é definido na forma:

A(K, y yT ) =

〈

K, y yT
〉

F
√

〈K, K〉F 〈y yT , y yT 〉F

(3.3)
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Adotando K̂ = y yT e uma vez que
〈

y yT , y yT
〉

F
= n2, o alinhamento pode ser

representado pela seguinte equação:

A(K, K̂) =

〈

K, K̂
〉

F

n
√

〈K, K〉F

. (3.4)

3.1.1 Matriz Kernel Centralizada

A ideia de trabalhar com um alinhamento em matrizes centralizadas, apresentada

por Cortes et al. (2012), é similar ao alinhamento KTA proposto por Cristianini et al.

(2002).

Sejam os dados x ∈ X de uma base espećıfica associados a uma determinada fun-

ção de distribuição. Uma função kernel permite o mapeamento dos dados de entrada no

espaço de caracteŕısticas φ : X → H, com H sendo um espaço de Hilbert de reprodução

(reproducing kernel Hilbert space – RKHS). Para a obtenção de uma matriz kernel centra-

lizada os dados mapeados devem ser centralizados através da diferença entre seu valor no

espaço de caracteŕısticas e valor esperado do mapeamento: φ−Ex [φ], onde Ex representa

o valor esperado de φ quando x é estimado de acordo com a distribuição associada. Desta

forma, centralizar uma matriz kernel K : X × X → R
n×n, consiste em centralizar cada

uma das caracteŕısticas dos dados. Logo, a matriz centralizada Kc relativa a matriz kernel

K é definida para cada um dos pares de dados x, x′ ∈ X de acordo com:

Kc(x, x′) = (φ(x) − Ex[φ])T (φ(x′) − Ex′ [φ])

= K(x, x′) − Ex[K(x, x′)] − Ex′ [K(x, x′)] + Ex,x′ [K(x, x′)].
(3.5)

A extensão do processo de centralização para todos os dados x ∈ X é dada por

(CORTES et al., 2012):

Kcij
= Kij − 1

n

n
∑

i=1

Kij − 1

n

n
∑

j=1

Kij − 1

n2

n
∑

i,j=1

Kij, (3.6)

ou, em notação matricial:

Kc =
[

I − U

n

]

K

[

I − U

n

]

, (3.7)

com I sendo a matriz identidade e U uma matriz quadrada com todos elementos iguais a

unidade.

Feita a centralização da matriz K, o alinhamento entre a matriz kernel centralizada

e a matriz de rótulos é obtido da seguinte forma:

Ac(K, K ′) =

〈

Kc, K̂
〉

F

‖Kc‖F

∥

∥

∥K̂
∥

∥

∥

F

. (3.8)
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3.1.2 Matriz Kernel Balanceada

Em bases de dados desbalanceadas, visando uma maior eficiência no cálculo do

alinhamento, Ramona et al. (2012) descrevem uma forma de balanceamento através do

ajuste da matriz constrúıda com os rótulos. Seja n+ o número de instâncias de uma das

classes e n− a quantidade de instâncias da outra classe, com n+ Ó= n− e n = n+ + n−

o número total de instâncias. Neste caso, a matriz de rótulos K̂ = y yT é substitúıda

visando compensar o desbalanceamento entre as classes pela matriz:

K̂b = yb yT
b , (3.9)

com ybi
∈

{

1
n+

, −1
n−

}

, que gera a nova matriz de rótulos com o seguinte padrão:

K̂b =
1

n+ n−

=





n−

n+
U −U

−U n+

n−

U



 , (3.10)

novamente, U indica uma matriz com todos elementos iguais a unidade. Neste caso,

tem-se
∥

∥

∥K̂b

∥

∥

∥

F
= n

n+ n−

.

Ressalta-se que esta estratégia de alinhamento pode ser estendida para problemas

multiclasse, ou seja, com mais de duas classes, através de uma nova definição do kernel

do rótulo como:

K̂nc(xi, xj) =











1, caso yi = yj

−1
nc−1

, caso yi Ó= yj

, (3.11)

onde nc é o número total de classes. A matriz kernel é então substitúıda pela matriz de

rótulos K̂nc. Considerando como exemplo nc = 3, tem-se:

K̂3 =











U −1
2
U −1

2
U

−1
2
U U −1

2
U

−1
2
U −1

2
U U











. (3.12)

Neste trabalho o caso multiclasse não será abordado. Porém, tem-se a expectativa

que o ajuste da matriz de rótulos K̂b, no caso de bases desbalanceadas, possa trazer um

maior ńıvel de precisão no cálculo do alinhamento.

3.2 FEATURE SPACE-BASED KERNEL MATRIX

Uma medida de avaliação de matrizes kernel foi proposta por Nguyen e Ho (2007),

sendo denominada Feature Space-based Kernel Matrix (FSM), com o objetivo de superar

certas limitações do KTA, de forma a computar eficientemente a relação entre a matriz

kernel e os rótulos associados. Esta técnica não pode ser caracterizada como uma medida

de alinhamento, visto que compara diretamente a matriz kernel com a matriz de rótulos.

Em seu processo construtivo, são levados em considerações dois componentes: a variância

intraclasses e as posições relativas dos centros das classes.
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A determinação dos centros das classes é obtida pela média dos dados de cada

classe no espaço de caracteŕısticas, sendo calculados como:

φ+ =

∑n+

i=1 φ(xi)

n+

e φ− =

∑n
i=n++1 φ(xi)

n−

. (3.13)

A medida FSM é definida como a relação entre a variância total (intraclasses) na

direção dos centros das classes e a distância entre os centros da classes:

FSM(K, y) :=
var

‖φ− − φ+‖ . (3.14)

Para um melhor entendimento do funcionamento da medida, denote e = φ−−φ+

‖φ−−φ+‖

como um vetor unitário na direção entre os centros. Assim, a variância total intraclasses

na direção deste vetor unitário é calculada da seguinte forma:

var = [

∑n+

i=1 〈φ(xi) − φ+, e〉2

n+ − 1
]

1

2 + [

∑n
i=n++1 〈φ(xi) − φ−, e〉2

n− − 1
]

1

2 . (3.15)

Denotando o primeiro termo da equação anterior como var+, tem-se:

(n+ − 1)var2
+ =

n+
∑

i=1

〈φ(xi) − φ+, e〉2 =

∑n+

i=1 〈φ(xi) − φ+, φ− − φ+〉2

(φ− − φ+)2
=

∑n+

i=1

(

φ(xi)φ− + φ2
+ − φ(xi)φ+ − φ+φ−

)2

(φ− − φ+)2
. (3.16)

Substituindo φ+ =
∑n+

j=1
φ(xj)

n+
e φ− =

∑n

j=n++1
φ(xj)

n−

na equação anterior, e definindo

algumas variáveis auxiliares, para i = 1 . . . n+:

• ai = φ(xi)φ+ =
∑n+

j=1
φ(xi)φ(xj)

n+
=

∑n+

j=1
kij

n+
,

• bi = φ(xi)φ− =

∑n

j=n++1
φ(xi)φ(xj)

n−

=

∑n

j=n++1
kij

n−

.

Para i = n+ + 1 . . . n:

• ci = φ(xi)φ+ =
∑n+

j=1
φ(xi)φ(xj)

n+
=

∑n+

j=1
kij

n+
,

• di = φ(xi)φ− =

∑n

j=n++1
φ(xi)φ(xj)

n−

=

∑n

j=n++1
kij

n−

.

As variáveis auxiliares ai, bi, ci e di, determinadas por Nguyen e Ho (2007), visam

simplesmente facilitar a construção final da medida. A seguir, define-se as variáveis:

A =
∑n+

i=1
ai

n+
, B =

∑n+

i=1
bi

n+
, C =

∑n

i=n++1
ci

n−

e D =

∑n

i=n++1
di

n−

.

Logo, A = φ+φ+, B = C = φ+φ− e D = φ−φ−.
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Sendo assim: (φ− − φ+)2 = A + D − B − C. Substituindo os termos na Equação

(3.16), tem-se:

(n+ − 1)var2
+ =

∑n+

i=1(bi − ai + A + B)2

A + D − B − C
. (3.17)

De maneira similar, pode-se usar um cálculo semelhante para o segundo termo na

Equação (3.15), obtendo:

(n− − 1)var2
− =

∑n
i=n++1(ci − di + D + C)2

A + D − B − C
. (3.18)

Desta forma, o cálculo da medida FSM é definido da seguinte maneira:

FSM(K, y) =
var+ + var−√

A + D − B − C
. (3.19)

De acordo com Nguyen e Ho (2007), a medida FSM apresenta um maior potencial

para a avaliação da qualidade de um determinado kernel devido a propriedade invariantes

em relação à operações lineares como, por exemplo, translação e rotação, tornando-a mais

similar a um discriminante linear no que tange a pertinência dos dados mapeados no espaço

de caracteŕısticas em relação aos rótulos do que o alinhamento KTA. Um dos objetivos do

presente trabalho é justamente avaliar as técnicas de similaridade e alinhamento descritas

visando um maior entendimento de seus comportamentos e desempenhos.
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4 SELEÇÃO DE MODELOS UTILIZANDO MEDIDAS DE ALINHA-

MENTO

Em se tratando de busca por parâmetros ótimos, é de conhecimento que existem

vários métodos que executam esta tarefa, como, por exemplo, a busca em grade (grid se-

arch). A busca em grade é um procedimento automático de varredura dos parâmetros do

modelo visando determinar os valores mais eficientes. Apesar de crucial para o desempe-

nho do classificador, sua aplicação pode demandar alto custo computacional, visto que a

implementação é realizada através de uma busca exaustiva em relação a uma grade prede-

finida (BONESSO, 2013). Alternativas à busca em grade se apresentam, principalmente

visando diminuir a demanda computacional necessária. Entre as principais alternativas

estão os algoritmos gulosos ou mı́opes, que são altamente sujeitos a obtenção de ótimos

locais como solução e a utilização de procedimentos de otimização global, geralmente ba-

seados em meta-heuŕısticas como algoritmos evolutivos (REN; BAI, 2010), resfriamento

simulado (ARAUJO, 2001), entre outros.

Neste caṕıtulo são apresentadas estratégias baseadas em medidas de alinhamentos,

previamente descritas, objetivando o desenvolvimento de:

• Uma estratégia de seleção de hiperparâmetros;

• Uma estratégia de seleção de caracteŕısticas.

Máquinas baseadas em kernel são métodos bastante eficientes como etapa cons-

trutiva de ferramentas de classificação e regressão para aprendizado supervisionado e não

supervisionado. Viabilizam, através do mapeamento dos dados no espaço de caracteŕıs-

ticas, a utilização de métodos lineares de classificação, como o SVM, de forma eficiente,

mesmo quando se trata de bases não-linearmente separáveis (MÜLLER et al., 2001).

Desta forma, a avaliação do mapeamento realizado pela matriz kernel para classi-

ficação ou regressão é crucial. Porém, para que seja efetivo, é necessário que a escolha do

kernel a ser aplicado seja determinado de maneira eficiente em relação ao mapeamento

adequado no espaço de caracteŕısticas. Tal tarefa, na prática, é bastante custosa, visto

ser necessária a construção de inúmeros classificadores para avaliar, usualmente por meio

de técnica de validação cruzada, o melhor kernel e a melhor parametrização para a base

de dados analisada. Deve-se ressaltar que uma busca exaustiva da parametrização ótima

geralmente torna o processo não atrativo ou até mesmo proibitivo.

Algumas formas de avaliação direta da qualidade de um determinado kernel pe-

rante a uma base de interesse se apresentam na literatura, porém, da mesma forma, com

um alto custo de avaliação, geralmente implementadas através de um procedimento de

otimização. Buscam indicar a qualidade esperada da aplicação de uma função kernel por

meio de medidas que não definem um valor espećıfico, mas critérios de regularidade em
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certos espaços, como, por exemplo, o RKHS (NGUYEN; HO, 2007). Entre as medidas

utilizadas pode-se citar as baseadas em risco de regularização (SCHÖLKOPF et al., 2002),

hiperkernels (ONG et al., 2005), entre outras.

Uma estratégia que vem se desenvolvendo recentemente são modelos de combi-

nação de kernels, onde, por meio de uma combinação linear de diversos tipos de kernel

busca-se uma melhor representatividade do modelo final em relação aos rótulos da base

avaliada (CRISTIANINI et al., 2002). Tais modelos geralmente se utilizam de méto-

dos de otimização na busca da parametrização ótima da combinação linear associada ao

mapeamento ótimo, usualmente ajustando o kernel alinhado com os rótulos. O custo

computacional desta busca tende a tornar a obtenção da solução ótima proibitiva. As-

sim, técnicas heuŕısticas de busca permitem a obtenção de alinhamentos subótimos que

geralmente apresentam melhor eficiência que o uso de um kernel espećıfico. A escolha

dos kernels que irão participar do processo e seus respectivos parâmetros influenciam

expressivamente na qualidade do alinhamento final.

Medidas de similaridade ou alinhamento se apresentam como competitivas princi-

palmente por serem de baixo custo computacional, sendo calculadas com complexidade

O(n2). Utilizando-se de validação cruzada para ajuste de parâmetros ou seleção de ca-

racteŕısticas, esta complexidade computacional torna o processo de busca da matriz de

alinhamento ótimo viável. Deve-se ressaltar que, apesar da vantagem em relação ao custo

computacional, algumas questões relativas ao desempenho das medidas de similaridades

de matrizes kernel devem ser consideradas.

A seguir, serão apresentadas as estratégias desenvolvidas no trabalho visando, ini-

cialmente, um modelo de seleção de parâmetros usando medidas de alinhamento para a

escolha de parâmetros ótimos de um kernel para uma base espećıfica. Na continuidade,

um modelo de seleção de caracteŕısticas, também com seu de desenvolvimento baseando-se

em matrizes de alinhamento é apresentado com a expectativa de aumentar a efetividade

da classificação binária quando se adota máquinas kernel no processo de aprendizagem.

Importante ressaltar que é comum encontrar na literatura, técnicas que implementam

unicamente a seleção de parâmetros (STAELIN, 2003) ou somente a seleção de caracte-

ŕısticas (DASH; LIU, 1997). Quando é proposta a seleção de parâmetros e caracteŕısticas

em conjunto, geralmente é implementada em um único algoritmo ou etapa (PEROLINI,

2010). Optou-se, aqui, por desenvolver o método de seleção de parâmetros e o de seleção

de caracteŕısticas desacoplados, porém interagindo entre si, visando um controle eficiente

de cada etapa, visto que serão constrúıdos com componentes de máquinas kernel menos

usuais, sendo, assim, necessária uma avaliação rigorosa de seu comportamento e potencial.
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4.1 SELEÇÃO DE HIPERPARÂMETROS

Métodos de seleção de modelos apresentam grande relevância em aprendizagem

supervisionada justamente por permitirem, se bem conduzidos, uma melhora expressiva

na qualidade da predição e generalização obtida. Em se tratando do uso de máquinas

kernel na classificação, a seleção torna-se ainda mais relevante devido à importância do

mapeamento realizado no espaço de caracteŕısticas para que o discriminante linear seja

efetivo.

No caso de seleção de modelos em máquinas kernel, dois ńıveis de ajustes são

necessários, a saber:

• Escolha do kernel adequado;

• Determinação dos parâmetros do kernel escolhido.

A busca do kernel ótimo para a base avaliada, bem como de seus parâmetros

ajustados, torna a tarefa árdua devido à complexidade da busca destes componentes

simultaneamente. Desta forma, pode-se optar por promover, em uma primeira etapa, o

ajuste do kernel ótimo (com parametrização fixa) e, em uma segunda fase, busca-se pelo

ajuste dos parâmetros ótimos do kernel adotado. Apesar da simplificação do processo de

seleção, não se tem a garantia da escolha do melhor kernel para a base em questão.

Outra estratégia, visando facilitar o procedimento de seleção, é que se defina o

kernel a ser utilizado previamente, concentrando os esforços da busca nos parâmetros

ótimos do mesmo. Geralmente, o kernel gaussiano é adotado devido à sua capacidade de

generalização, com seu parâmetro obtido através de um processo de seleção de modelos.

Em relação ao uso de medidas de similaridade para matrizes kernel para avaliação

da qualidade do alinhamento, estes dois ńıveis de ajustes também são necessários para

que se obtenha o alinhamento mais efetivo para a base.

O modelo desenvolvido neste trabalho tem como objetivo apresentar uma estraté-

gia de seleção de parâmetros para máquinas kernel que não sejam necessários os dois ńıveis

de ajustes acima descritos, gerando um procedimento mais simples e efetivo no ajuste dos

parâmetros ótimos. A forma de se viabilizar este modelo de seleção para máquinas kernel

só pode ser alcançada caso seja viável a utilização de um kernel que tenha a flexibilidade

e adaptabilidade para modelar diversos tipos de kernel e, ao mesmo tempo, apresentar

um número razoável de parâmetros a serem ajustados. Desta forma, passa a ser viável a

seleção do kernel adequado e seus parâmetros ótimos em uma única etapa, simplificando

o processo de busca necessário.

O kernel PUK, descrito na Subseção 2.1.1, de acordo com avaliação de Abakar e Yu

(2014), apresenta parâmetros suficientes para diversos tipos de mapeamento comumente

utilizados. Possui, em sua formulação construtiva, o potencial para o mapeamento dos
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dados de forma linear, polinomial e gaussiana, dependo dos valores determinados para os

seus dois parâmetros associados ao mapeamento, ω e σ.

Neste trabalho, foi realizada uma avaliação visando determinar, principalmente,

as seguintes questões: (i) qual dos parâmetros ω e σ é mais influente no mapeamento; (ii)

quais faixas destes parâmetros estão associadas à representação de cada tipo de kernel e

(iii) o potencial real do kernel PUK para se adaptar a bases em ńıveis distintos de sepa-

rabilidade e não separabilidade linear. Este relevante estudo apresenta em suas avaliações

e conclusões que, utilizado de forma adequada, ou seja, com os parâmetros ajustados

corretamente, o kernel PUK pode sim se adaptar na ampla faixa de mapeamento linear

e não linear.

É importante ressaltar que, apesar do potencial de adaptação do kernel PUK às

necessidades de mapeamento da base para a aplicação efetiva de um discriminante linear,

o ajuste não é trivial, devendo ser feito com critério e respeitando a influência de correlação

dos parâmetros a serem ajustados no mapeamento.

Para o objetivo espećıfico deste trabalho, o kernel PUK traz o ńıvel de simplifi-

cação adequado na implementação de um modelo de seleção de parâmetros efetivo para

máquinas kernel. Sua implementação em um processo de seleção pode ser realizada uti-

lizando um classificador linear, como o SVM, por exemplo, para direcionar a busca pelos

parâmetros ótimos, geralmente por meio de um procedimento de validação cruzada. O

modelo mais utilizado para este tipo de seleção, envolve um otimizador que tem como

objetivo maximizar uma função na forma:

maxωi,σi
fi(ωi, σi; PCi

), (4.1)

onde PCi
é o ńıvel de predição do classificador Ci obtido usando o kernel PUK com

os parâmetros ωi e σi. O ńıvel de predição adotado depende da base em questão e das

necessidades do usuário podendo ser medida F , medida ROC, predição da porcentagem de

acertos etc. Apesar de ser a estratégia comumente adotada, o uso de um classificador linear

como referência para avaliação dos parâmetros do mapeamento apresenta um alto custo

computacional. Além disto, a determinação dos parâmetros é influenciada diretamente

pelo discriminante linear utilizado.

O modelo aqui apresentado visa justamente contornar estas duas caracteŕısticas de

um modelo de seleção de máquinas kernel baseado em classificadores. Para isto, o ńıvel

de predição determinado pelo classificador associado será substitúıdo por uma medida de

alinhamento matricial do kernel PUK, ficando a otimização:

max fi(ωi, σi; MSi), (4.2)

onde MSi é a medida de similaridade ou valor de alinhamento obtido para os parâmetros

ωi e σi usados no mapeamento. Este valor de alinhamento pode ser obtido com os diversos
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modelos descritos no caṕıtulo anterior. Sua baixa demanda computacional permite que

esta etapa seja realizada com um custo muito menor em relação ao uso de um classificador

de referência.

Desta forma, um modelo geral de seleção de hiperparâmetros baseado em medida

de alinhamento pode ser definido de acordo com o Algoritmo 1.

Algoritmo 1: Seleção de hiperparâmetros baseado em medida de alinhamento

1 ińıcio

2 definição de medida de similaridade, parâmetros iniciais kernel,
otimizador;

3 repita

4 construção da matriz kernel ;
5 cálculo da medida de alinhamento;
6 cálculo da função objetivo;
7 atualização dos parâmetros pelo otimizador;

8 até convergência;

9 fim

Pode-se evitar a necessidade de cálculo de gradientes da função objetivo em relação

aos parâmetros do kernel PUK adotando-se métodos de otimização de ordem zero como,

por exemplo, algoritmos evolutivos.

Apesar das vantagens inerentes de um modelo de seleção utilizando matriz kernel e

medida de similaridade é importante ressaltar que o valor da medida de similaridade é uma

condição suficiente para o bom desempenho do mapeamento mas não necessária. Desta

forma, a busca ótima dos parâmetros pelo otimizador pode ser dificultada visto que valores

baixos de similaridade não necessariamente indicam um mapeamento de baixa qualidade.

Assim, em uma etapa prévia à implementação deste processo de seleção apresentado, é

importante que avaliações adicionais sejam realizadas visando um melhor entendimento

do comportamento tanto do kernel PUK como das medidas de similaridades utilizadas.

Em relação ao kernel PUK é importante avaliar se os parâmetros ω e σ neste contexto de

uso, ou seja, em conjunto com medidas de similaridade, têm flexibilidade e potencial para

adaptação aos diversos ńıveis de separabilidade apresentados em bases distintas, ajustando

adequadamente os parâmetros. Outra avaliação relevante diz respeito à qualidade das

medidas de similaridade em relação ao erro obtido por um discriminante linear. Na

prática, a questão de maior relevância é verificar se existe correlação entre medida de

similaridade e erro do classificador para variações tanto do kernel quanto dos parâmetros

dos mesmos. Estas avaliações serão realizadas em uma primeira fase dos experimentos,

oferecendo, assim, subśıdios para um melhor entendimento do comportamento do modelo

de seleção apresentado perante modelos já estabelecidos, baseados em classificadores de

larga margem.
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4.2 SELEÇÃO DE CARACTERÍSTICAS

Estratégias de seleção de caracteŕısticas são uma das formas mais utilizadas para a

redução de dimensionalidade de um base de dados de interesse (DING et al., 2012; JAIN

et al., 2000). Um procedimento de seleção de caracteŕısticas usualmente busca a deter-

minação de um subconjunto ótimo de atributos da base avaliada baseando-se em alguma

medida de referência. Em se tratando de máquinas kernel, é bastante importante a defi-

nição do espaço onde será definida a medida de referência, ou seja, espaço de entrada das

variáveis ou diretamente no espaço de caracteŕısticas mapeado pelo kernel. Inicialmente,

cabe ressaltar que existem três formas básicas construtivas de seleção de caracteŕısticas,

a saber:

• Seleção em filtro;

• Seleção embutida;

• Seleção encapsulada.

No caso de seleção em filtro, trata-se de um pré-processamento onde medidas in-

tŕınsecas em relação aos atributos são utilizadas para caracterização dos mesmos como:

(i) relevantes; (ii) irrelevantes e (iii) redundantes. Esta caracterização permite criar cri-

térios para definição do subconjunto ótimo de atributos da base avaliada em relação à

métrica adotada. Tratando-se de um procedimento de seleção embutida, busca-se, de

forma concomitante com a determinação da hipótese de indução gerada por um classifi-

cador predefinido, utilizar alguma medida indicativa da qualidade dos atributos inerente

do classificador para viabilizar uma avaliação da qualidade dos atributos perante a ge-

neralização e consequentemente, a determinação do subconjunto ótimo, geralmente por

meio de um procedimento iterativo. No modelo de seleção encapsulada, um otimizador

predefinido direciona a busca do subconjunto ótimo de atributos usando como referência

uma função objetivo constrúıda usando uma medida de interesse disponibilizada por um

classificador, também predeterminado, para definir a qualidade do subconjunto de atribu-

tos avaliado. Neste modelo, é bastante comum o acoplamento na função objetivo de uma

parcela associada à penalização das soluções com uma maior cardinalidade, priorizando,

assim, subconjuntos que apresentem um menor número de atributos.

De forma geral, os modelos em filtro apresentam um menor custo computacional,

justamente por serem implementados como pré-processamento, com os modelos encap-

sulados demandando um maior custo devido a necessidade de geração de uma hipótese

de indução para cada conjunto avaliado. Porém, os modelos encapsulados determinam

soluções para o subconjunto de atributos com alto ńıvel de aderência ao classificador

de referência, permitindo, assim, um melhor potencial de discriminação e generalização

quando se usam os atributos selecionados.
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Em se utilizando máquinas kernel, a definição da medida associada à qualidade dos

atributos deve ser bem determinada. Dado que o classificador linear a ser utilizado será

aplicado no espaço de caracteŕısticas, uma seleção em filtro, por exemplo, no espaço de

entrada pode ser bastante inefetiva gerando inclusive distorções na escolha dos atributos

de interesse. Por outro lado, aplicando-se uma matriz kernel para mapeamento dos dados

no espaço de caracteŕısticas, perde-se a representatividade original dos atributos, o que

também pode distorcer o resultado final. Uma posśıvel solução é determinar a escolha

do subconjunto de atributos no espaço de entrada verificando, a seguir, seu impacto no

espaço de caracteŕısticas por meio de um classificador linear ou medida de similaridade.

Feita estas considerações, tem-se o interesse em desenvolver um modelo de sele-

ção de caracteŕısticas encapsulado, substituindo um classificador linear na avaliação dos

subconjuntos selecionados por uma medida de similaridade obtida com a matriz kernel

referente a tais atributos. Desta forma, consegue-se avaliar o impacto direto dos atributos

selecionados no espaço de caracteŕısticas, onde será gerada a hipótese de indução.

Neste trabalho, com desenvolvimentos em seleção de parâmetros e seleção carac-

teŕısticas, optou-se pela construção de uma estratégia em duas fases. Em uma primeira

etapa, aplica-se a seleção de parâmetros obtendo o kernel e sua parametrização adequada,

conforme descrito na seção anterior. Definida a seleção de parâmetros, os dados do ma-

peamento no espaço de caracteŕısticas servem de ponto de partida para a implementação

do modelo de seleção de caracteŕısticas. Entende-se que este desacoplamento não com-

promete a escolha adequada na primeira etapa, de seleção de parâmetros, principalmente

quando se usa medidas de similaridade, visto que um valor alto de similaridade é condição

suficiente e não necessária para um bom mapeamento. Ou seja, para a determinação de

um kernel adequado e sua parametrização o uso de todos os atributos de uma base de

interesse serve como limite inferior do valor de similaridade para o mapeamento testado.

Além disto, algumas vantagens favorecem a construção de uma estratégia em duas etapas:

• Espaço de busca simplificado em cada etapa desacoplada;

• Uso de parâmetros otimizados na segunda etapa;

• Valor do alinhamento com todos atributos ativos como referência para a inicialização

da segunda etapa.

Uma outra vantagem para a construção do modelo é o uso de medidas de simi-

laridade para a busca dos atributos ótimos no espaço de caracteŕısticas. A construção

da matriz kernel e verificação da qualidade do subconjunto a ser avaliado apresenta um

custo computacional relativamente baixo, permitindo a construção de modelos de seleção

de caracteŕısticas encapsulados competitivos em termos de custo computacional.



31

Para a construção de um modelo de seleção de atributos encapsulado é necessário

a definição de uma estratégia determińıstica para a avaliação dos subconjuntos a serem

avaliados ou um otimizador para direcionar a busca ótima deste subconjunto. Os conheci-

dos modelos determińısticos para frente (forward) ou para trás (backward) implementam

métodos de retirada ou inclusão de atributos a cada iteração, avaliando se devem ser

mantidos ou não no subconjunto procurado. Apesar de eficiente, estes métodos tendem

a obter ótimos locais, principalmente por não reavaliarem as escolhas previamente feitas.

Além disto, este modelo de busca de atributos ótimos tende a ser ineficaz quando asso-

ciado à medidas de similaridade, visto que tais medidas obrigatoriamente não refletem

diretamente a qualidade dos atributos avaliados.

Assim, uma busca baseada em procedimentos estocásticos permite que avaliações

sem um fluxo predefinido realizem uma busca mais ampla no que tange a combinações de

atributos e seu reflexo na medida de similaridade adotada, principalmente em relação à

solução de referência fornecida pelo procedimento de seleção de parâmetros previamente

executado. Usualmente, adota-se meta-heuŕısticas de ordem zero como otimizador para

que se tenha uma busca eficiente do subconjunto ótimo de atributos.

Como etapa final da construção do modelo de seleção de caracteŕısticas deve-

se determinar a função objetivo a ser adotada na otimização. No caso de seleção de

caracteŕısticas, geralmente constrói-se uma função penalizada do tipo:

Fi = fi + αp · Pi, (4.3)

onde, Fi é a função penalizada da i-ésima solução, fi o objetivo a ser otimizado, αp o

coeficiente de penalização e Pi a função de penalização da i-ésima solução. A função de

penalização, em se tratando de seleção de caracteŕısticas, geralmente é constrúıda visando

aumentar a prioridade de soluções que apresentem um menor número de atributos. O

equiĺıbrio entre as duas parcelas da função penalizada é determinado pelo coeficiente de

penalização αp, sendo sua escolha crucial para um bom desempenho da otimização.

Desta forma, apresenta-se o pseudocódigo do modelo de seleção de caracteŕısticas

desenvolvido no Algoritmo 2.

4.3 CONSIDERAÇÕES ADICIONAIS E DETALHAMENTO

Apresenta-se, aqui, algumas considerações adicionais que direcionaram a constru-

ção do fluxograma de seleção de parâmetros e caracteŕısticas desenvolvidos neste trabalho.

Primeiramente, é importante validar o uso do kernel PUK como referência na

construção da seleção de modelos. Sua formulação referencia um potencial de adaptação,

baseado na escolha adequada de seus parâmetros, de mapeamentos de bases com diversos

ńıveis de não linearidade. Porém, é importante ter um melhor entendimento da influência

de cada parâmetro e das suas faixas de utilização. Estudos prévios buscaram avaliar este
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Algoritmo 2: Modelo de seleção de caracteŕısticas

1 ińıcio

2 definição de medida de similaridade, solução de referência (parâmetros do
kernel), otimizador (estratégia de busca);

3 repita

4 construção da matriz kernel ;
5 cálculo da medida de alinhamento;
6 cálculo da função objetivo;
7 atualização do subconjunto de caracteŕısticas pelo otimizador;

8 até convergência;

9 fim

comportamento, inclusive definindo faixas onde os parâmetros fazem um mapeamento

linear e faixas de mapeamentos não lineares. Em Abakar e Yu (2014) tem-se o indicativo

que numa distribuição de ω considerando a forma de pico do PUK, conforme visto na

Figura 1, a região próxima de 0 pode ser comparada à função gaussiana, a região 0, 25 −
0, 75 representa a função linear e o intervalo de 0 − 3 representa uma função sigmoidal.

Figura 1 – Forma de pico da função PUK.

Fonte: Abakar e Yu (2014).

É importante ressaltar que, em conjunto com medidas de similaridade, o kernel

PUK nunca foi avaliado, sendo necessário verificar se seu potencial de adaptação em rela-

ção ao mapeamento de bases no espaço de caracteŕısticas pode ser capturado nesta classe

de medida. Visando simplificar as avaliações e comparações, a flexibilização da margem

no processo de classificação não foi adotada, quando da utilização de classificadores de

larga margem.

Uma questão chave do modelo é o desacoplamento das etapas seletivas. É comum

encontrar em trabalhos da área métodos somente para seleção de modelos (YOU, 2011) ou
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com enfoque somente na seleção de caracteŕısticas (DASH; LIU, 1997). Quando o traba-

lho trata dos dois tipos de seleção, geralmente é implementado com todos os parâmetros

envolvidos sendo determinados em uma mesma busca. Por exemplo, Perolini (2010) pro-

põe um algoritmo genético para a busca dos parâmetros do modelo e dos atributos mais

representativos.

O modelo hierárquico apresentado em duas etapas tem embasamento principal-

mente no comportamento intŕınseco das medidas de similaridade que são adotadas para

avaliar os subconjuntos de atributos. Ou seja, tais medidas seriam menos sujeitas a obter

ótimos locais devido ao desacoplamento. Porém, a comprovação tanto teórica quanto prá-

tica desta afirmação não é trivial. Se for comparado diretamente com o modelo acoplado,

a diferença no espaço de busca entre os dois modelos, que reflete na variação da medida

de similaridade com atributos distintos, pode distorcer os resultados obtidos. Porém, um

indicativo de funcionamento do modelo está justamente no valor de referência vindo da

seleção de parâmetros, onde todos os atributos estão ativos. Ou seja, este valor de referên-

cia representa a melhor parametrização quando se consideram todos os atributos. Uma

forma de verificar a efetividade do procedimento seria reavaliar a seleção de parâmetros

com a solução obtida pela seleção de caracteŕısticas no que tange aos valores da medida

de similaridade adotada. Mesmo assim, a influência da função de penalização distorce

o processo de busca no sentido de inserir na função objetivo um viés para soluções que

apresentem um menor número de atributos. Nos experimentos, espera-se que um maior

entendimento do comportamento do modelo seja obtido.

Em relação à função objetivo para a seleção de caracteŕısticas, sua construção,

como dito, deve conter a parcela referente à medida de similaridade e a parcela associada

à penalização em relação ao número de caracteŕısticas utilizadas, geralmente combina-

das aditivamente, conforme a Equação (4.3). Uma grande dificuldade na construção de

funções de penalização está no adequado ajuste do parâmetro de penalização. No caso

de penalização em modelos de seleção de caracteŕısticas, este parâmetro influencia dire-

tamente no processo de busca, tentando equilibrar soluções que tenham boa qualidade

com o menor número de atributos posśıvel. Porém, o ajuste de tal parâmetro é bastante

complexo, podendo, se mal determinado, distorcer completamente a busca.

A determinação da função de penalização com o modelo desacoplado traz a van-

tagem de se ter a solução de referência obtida da primeira etapa da seleção. Este valor

é crucial para o equiĺıbrio entre as parcelas que compõem a função objetivo, de forma

a evitar que soluções de pior qualidade, porém com baixa cardinalidade no subconjunto

de caracteŕısticas sejam escolhidas em detrimento de soluções de melhor qualidade em

relação à medida de similaridade. Para isto, a construção da função objetivo é feita na

forma:

F (aativos) = MS(aativos) + αp · MSr · #(āativos)

#(a)
, (4.4)



34

onde aativos são os atributos ativos a serem avaliados, MSr é a medida de similaridade

da solução de referência (vinda da seleção de parâmetros), #(.) é a cardinalidade do

conjunto avaliado, #(̄.) a cardinalidade do conjunto complementar e αp é o parâmetro de

penalização utilizado. Este parâmetro, no contexto da função definida na Equação (4.4),

apresenta como vantagem, em relação aos parâmetros de penalização padrões, uma maior

facilidade em relação à sua determinação, visto que seu valor deve ser fixado na faixa

0 < αp ≤ 1, simplificando o processo de ajuste da função penalizada a ser otimizada.

É interessante avaliar que, com esta montagem da função objetivo, tem-se a ga-

rantia que somente soluções que sejam melhores que a solução de referência em relação

à medida de similaridade terão valores melhores para a função de penalização. Desta

forma, o equiĺıbrio entre a medida de similaridade e o número de atributos é substitúıdo

por um procedimento hierárquico onde somente soluções com melhor valor de medida de

similaridade em relação à solução de referência serão adotados. Outra grande vantagem

é a faixa restrita de definição do parâmetro de penalização na composição da função pe-

nalizada, o que facilita e simplifica sua aplicação, diminuindo a possibilidade que escolhas

inadequadas prejudiquem a busca.

Em relação aos procedimentos de otimização, necessários nas duas etapas, já foi

indicado a maior facilidade na utilização de otimizadores que não necessitem do cálculo

de gradiente das funções. No caso espećıfico do modelo de seleção de caracteŕısticas,

houve também o indicativo que um procedimento de busca estocástico poderia ser mais

interessante devido ao padrão de desempenho da medida utilizada. Apesar de algoritmos

evolutivos, baseados em população de soluções, serem bastante atraentes, principalmente

algoritmos genéticos binários no caso de seleção de caracteŕısticas pela facilidade na ativa-

ção e desativação de atributos, optou-se pela utilização de um algoritmo estocástico não

populacional. Tendo a solução de referência como base, é interessante que as variações

estocásticas na busca sejam iniciadas por esta referência, com a ativação e desativação

estocástica de seus atributos. Um algoritmo que permite tal construção e implementa

uma busca global é a meta-heuŕıstica de resfriamento simulado (Simulated Annealing –

SA), cujo pseudocódigo é apresentado no Algoritmo 3.

Sem perda de qualidade na busca, o SA é adotado nas duas etapas do processo,

principalmente por promover uma otimização global, minimizando a chance de obtenção

de soluções alocadas em ótimos locais, tanto na seleção de parâmetros quanto na seleção

de caracteŕısticas. Na seleção de parâmetros, a solução inicial para o começo do processo

de otimização é randômica. No caso da seleção de caracteŕısticas, utiliza-se uma solução

inicial determińıstica, definida pela solução de referência da seleção de parâmetros.

Finalizando, é importante apresentar um fluxograma completo envolvendo as duas

etapas de seleção. Apesar das avaliações serem feitas para cada etapa, visando um melhor

entendimento do comportamento de cada modelo, o objetivo é a geração de um modelo
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Algoritmo 3: Simulated Annealing

Entrada: solução inicial s0; temperatura inicial T0; fator de decréscimo na
temperatura α; temperatura mı́nima Tmin;

Sáıda: solução s∗;
1 ińıcio

2 s ← s0;
3 T ← T0;
4 enquanto T ≥ Tmin faça

5 enquanto não houver equiĺıbrio térmico na temperatura T faça

6 selecionar uma solução s′ dentro da vizinhança de s;
7 ∆f ← f(s′) − f(s);
8 se ∆f ≥ 0 então

9 s ← s′;
10 senão

11 s ← s′ com uma probabilidade p = e
−∆f

KT ;
12 fim se

13 se f(s) > f(s∗) então

14 s∗ ← s;
15 fim se

16 fim enqto

17 T ← αT ;

18 fim enqto

19 fim

completo, envolvendo, sequencialmente, as duas etapas conforme indicado na Figura 2.

Figura 2 – Fluxograma das etapas de seleção de modelos proposta.

Fonte: Elaborado pelo autor (2019).

No próximo caṕıtulo, experimentos numéricos são realizados visando avaliar a qua-

lidade das medidas de similaridade, o potencial do kernel PUK no ajuste do mapeamento
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adequado no espaço de caracteŕısticas e o desempenho do modelo proposto em suas duas

etapas construtivas.
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5 EXPERIMENTOS E RESULTADOS

Foram realizados experimentos iniciais com intuito de avaliar o comportamento das

medidas de similaridade utilizando o kernel PUK, bem como os resultados da classificação

considerando sua utilização. Os testes iniciais têm o propósito de identificar relações entre

os resultados obtidos pelos métodos de alinhamento com a aplicação de um classificador

de larga margem para cada base de dados considerada.

Após os testes iniciais, definida a medida de similaridade com maior ńıvel de efici-

ência, foram realizados experimentos para avaliar o desempenho do modelo proposto em

suas duas etapas, seleção de hiperparâmetros e seleção de caracteŕısticas.

5.1 BASES DE DADOS

Foram utilizadas, ao todo, sete bases de dados para os experimentos, todas contidas

no repositório de aprendizado de máquina da UCI (BACHE; LICHMAN, 2013). A Tabela

1 mostra as informações de cada base de dados.

Tabela 1 – Informações das bases de dados.

Base Atributos
Amostras

+1 −1 Total

Toy 11 6 6 12
Sonar 60 97 111 208
Synthetic 60 300 300 600
Robot LP4 90 24 93 117
Ionosphere 34 225 126 351
Bupa 6 145 200 345
Wine 13 107 71 178

Fonte: Elaborado pelo autor (2019).

5.2 ANÁLISE DOS DADOS

5.2.1 K-fold

O método k-fold é um método de validação cruzada que particiona o conjunto de

dados em k subconjuntos mutuamente exclusivos do mesmo tamanho (WESTON et al.,

2003). Um subconjunto entre os k é utilizado como teste, enquanto os outros k − 1 são

utilizados para treinar o modelo, sendo a acurácia final a soma das amostras classificadas

corretamente nos subconjuntos de teste dividido pelo total de amostras da base. Tal

processo é executado k vezes. O SVM foi executado, para todas as bases, utilizando um
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10-10-fold, que realiza 10 partições, com sementes diferentes, no conjunto de dados, no

intuito de reduzir o viés das partições.

5.2.2 Geração dos Dados

Para os testes iniciais, foi executado o classificador SVM em cada base em conjunto

com o kernel PUK. Também foram executados os métodos de similaridade KTA e FSM,

bem como as variações do KTA utilizando o conceito de centralização de matrizes e do

conceito de matriz kernel balanceada e do FSM utilizando o conceito de centralização de

matrizes.

Para cada coleta de resultados, seja para os resultados da execução do KTA, FSM

ou execução do SVM, foram gerados 2 milhões de modelos com a variação dos parâmetros

do PUK definidos nas faixas: σ de 0, 5 a 50 e ω de 0, 05 a 100.

A medida de alinhamento do KTA gera valores entre 0 e 1. Para geração dos

gráficos, considerando que, em alguns casos, estes valores eram muito próximos de 0, foi

realizada uma padronização no intervalo de 0 ≤ KTA ≤ 100. Já para o FSM, que não

possui limite de valores, e tem uma relação inversa com o KTA, foi realizada a inversão

dos valores, tendo como referência o valor do maior alinhamento.

As subseções seguintes apresentam representações gráficas do comportamento de

cada método em comparação com a acurácia do SVM, ambos utilizado a mesma função

kernel, sendo os gráficos da esquerda relativos à medida de similaridade e os gráficos da

direita associados ao uso do classificador SVM.

5.2.3 KTA Não Centralizado Não Balanceado

As Figuras 3, 4, 5 e 6 apresentam as representações gráficas referentes ao KTA

puro, ou seja, sem centralização da matriz kernel e sem balanceamento.

Figura 3 – KTA Não Centralizado Não Balanceado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).
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Figura 4 – KTA Não Centralizado Não Balanceado x Acurácia - Ionosphere.
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Fonte: Elaborado pelo autor (2019).

Figura 5 – KTA Não Centralizado Não Balanceado x Acurácia - Toy.
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Fonte: Elaborado pelo autor (2019).

Figura 6 – KTA Não Centralizado Não Balanceado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).
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5.2.4 KTA Centralizado Não Balanceado

Agora considerando a matriz kernel centralizada, porém sem efeituar o balance-

amento nas bases, foram observados os resultados apresentados nas Figuras 7, 8, 9 e

10.

Figura 7 – KTA Centralizado Não Balanceado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).

Figura 8 – KTA Centralizado Não Balanceado x Acurácia - Ionosphere.
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Fonte: Elaborado pelo autor (2019).
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Figura 9 – KTA Centralizado Não Balanceado x Acurácia - Toy.
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Fonte: Elaborado pelo autor (2019).

Figura 10 – KTA Centralizado Não Balanceado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).

5.2.5 KTA Não Centralizado Balanceado

As Figuras 11, 12, 13 e 14 apresentam os resultados considerando a matriz kernel

não centralizada, efetuando o balanceamento nas bases.
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Figura 11 – KTA Não Centralizado Balanceado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).

Figura 12 – KTA Não Centralizado Balanceado x Acurácia - Ionosphere.
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Fonte: Elaborado pelo autor (2019).

Figura 13 – KTA Não Centralizado Balanceado x Acurácia - Toy.
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Fonte: Elaborado pelo autor (2019).
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Figura 14 – KTA Não Centralizado Balanceado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).

5.2.6 KTA Centralizado Balanceado

As Figuras 15, 16, 17 e 18 apresentam os gráficos considerando a matriz kernel

centralizada, efetuando também o balanceamento nas bases.

Figura 15 – KTA Centralizado Balanceado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).

Figura 16 – KTA Centralizado Balanceado x Acurácia - Ionosphere.
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Fonte: Elaborado pelo autor (2019).
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Figura 17 – KTA Centralizado Balanceado x Acurácia - Toy.
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Fonte: Elaborado pelo autor (2019).

Figura 18 – KTA Centralizado Balanceado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).

5.2.7 FSM Não Centralizado

As Figuras 19, 20, 21 e 22 apresentam os resultados do FSM, sem considerar a

centralização da matriz kernel.
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Figura 19 – FSM Não Centralizado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).

Figura 20 – FSM Não Centralizado x Acurácia - Ionosphere.
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Fonte: Elaborado pelo autor (2019).

Figura 21 – FSM Não Centralizado x Acurácia - Toy.

 0
 10

 20
 30

 40
 50

omega
 0

 20

 40

 60

 80

 100

sigma

−1

−0.5

 0

 0.5

 1

F
S

M

 0

 10

 20

 30

 40

 50

omega

 0

 20

 40

 60

 80

 100

sigma

 10
 20
 30
 40
 50
 60
 70

A
c
u
ra

c
ia

Fonte: Elaborado pelo autor (2019).
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Figura 22 – FSM Não Centralizado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).

5.2.8 FSM Centralizado

As Figuras 23, 24, 25 e 26 apresentam os resultados do FSM, considerando a matriz

kernel centralizada.

Figura 23 – FSM Centralizado x Acurácia - Bupa.
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Fonte: Elaborado pelo autor (2019).
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Figura 24 – FSM Centralizado x Acurácia - Ionophere.
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Fonte: Elaborado pelo autor (2019).

Figura 25 – FSM Centralizado x Acurácia - Toy.
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Fonte: Elaborado pelo autor (2019).

Figura 26 – FSM Centralizado x Acurácia - Wine.
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Fonte: Elaborado pelo autor (2019).
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5.3 ANÁLISE DOS RESULTADOS

Após os testes iniciais feitos com as medidas de similaridade avaliadas, foi posśıvel

observar o comportamento dos alinhamentos em relação à acurácia do SVM. A escolha

da utilização apenas da função PUK é devido ao seu potencial de adaptação ao padrão

de kernels distintos apenas variando os valores de seus parâmetros, consequentemente,

diminuindo o gasto de tempo de execução de cada função separadamente.

Além disso, avaliando os resultados, foi posśıvel observar a suficiência dos métodos

de alinhamento associados a um bom desempenho do SVM. Medidas de similaridade,

principalmente as baseadas no KTA, apresentam-se como medidas de suficiência, ou seja,

nem todo valor alto de acurácia significa uma relação com um valor alto de alinhamento,

mas os valores altos do alinhamento estão ligados a um bom desempenho do classificador.

As tabelas a seguir informam os valores médios e os melhores valores para cada me-

dida de similaridade testada, relacionada com a acurácia (Maior Al.) gerada pela mesma

combinação de parâmetros da função PUK utilizando o classificador SVM. Além das in-

formações sobre as relações dos alinhamentos com as acurácias, as tabelas apresentam os

maiores valores de acurácia (Maior Ac.) encontrados pela busca para cada base, que ser-

vem de referência para validar a qualidade dos melhores alinhamentos. O objetivo desta

análise inicial é verificar qual medida de similaridade será escolhida para a integração nos

métodos propostos para a seleção de modelos utilizando valores de alinhamento. Para o

KTA, os valores originais foram mantidos, ou seja, entre 0 e 1.

Na Tabela 2 os dados representam o comportamento do KTA sem alterações (não

centralizado e não balanceado). Para cada base testada, nem todos os valores gerados

pelo KTA estão correlacionados a valores altos da acurácia, considerando a média, das

acurácias geradas pelo SVM.

Tabela 2 – KTA Não Centralizado Não Balanceado - Alinhamento x Acurácia.

Base
Alinhamento Acurácia

Média Maior Média Maior Al. Maior Ac.

Wine 0,00488912 0,007947 65,81 60,10 89,08
Ionosphere 0,00049033 0,008202 92,29 93,82 95,05
Bupa 0,03041521 0,063107 62,85 59,49 99,56
Toy 0,00177132 0,085784 59,84 60,00 67,00

Fonte: Elaborado pelo autor (2019).

A Tabela 3 apresenta os valores do KTA utilizando o conceito de balanceamento.

Na tabela é posśıvel observar uma melhora quanto à análise anterior. Exceto pela base

Wine, todos os valores estão relacionados a valores acima da média, tendo dois relaciona-

dos aos maiores para cada base.
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Tabela 3 – KTA Não Centralizado Balanceado - Alinhamento x Acurácia.

Base
Alinhamento Acurácia

Média Maior Média Maior Al. Maior Ac.

Wine 0,11760737 0,157088 65,81 60,10 89,10
Ionosphere 0,01286048 0,179254 92,29 95,05 95,05
Bupa 0,03026111 0,063084 62,85 70,04 99,56
Toy 0,01092416 0,253001 59,84 67,00 67,00

Fonte: Elaborado pelo autor (2019).

A Tabela 4 apresenta os valores de alinhamento do KTA com o conceito de cen-

tralização. Foi observada, na média, uma queda nos valores do KTA em comparativo aos

exemplos anteriores. Além disso, os valores da acurácia do SVM correspondentes cáıram

quase todas em relação ao KTA com balanceamento.

Tabela 4 – KTA Centralizado Não Balanceado - Alinhamento x Acurácia.

Base
Alinhamento Acurácia

Média Maior Média Maior Al. Maior Ac.

Wine 0,00520600 0,008934 65,81 79,08 89,10
Ionosphere 0,06221412 0,186827 92,29 92,91 95,05
Bupa 0,00119856 0,005739 62,85 70,03 99,56
Toy 0,00809240 0,302009 59,84 57,00 67,00

Fonte: Elaborado pelo autor (2019).

A Tabela 5 informa os dados de medida de similaridade gerados pelo KTA utili-

zando o conceito de centralização com balanceamento. Nestes dados observa-se valores

mais altos que os observados na Tabela 4, que corresponde somente ao conceito de centra-

lização. Porém, com o uso também do balanceamento, é posśıvel observar um aumento

nestes valores.

Tabela 5 – KTA Centralizado Balanceado - Alinhamento x Acurácia.

Base
Alinhamento Acurácia

Média Maior Média Maior Al. Maior Ac.

Wine 0,10696650 0,191747 65,81 89,10 89,10
Ionosphere 0,14773093 0,264996 92,29 95,05 95,05
Bupa 0,05178693 0,070943 62,85 70,04 99,56
Toy 0,00903405 0,036793 59,84 67,00 67,00

Fonte: Elaborado pelo autor (2019).

A Tabela 6 descreve os valores do FSM com os dados gerados considerando tanto
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a centralização quanto a não centralização das matrizes kernel, que obtiveram os mesmos

valores. Para o caso espećıfico do FSM, os melhores valores são os mais baixos para o

alinhamento. Portanto, a análise aponta que entre as bases testadas, apenas duas bases

apresentam valores realmente baixos. Além de, também, terem sido observada quedas nas

acurácias do classificador, correspondentes aos alinhamentos.

Tabela 6 – FSM - Alinhamento x Acurácia.

Base
Alinhamento Acurácia

Média Menor Média Menor Al. Maior Ac.

Wine 1,09032909 0,000001 65,81 73,44 89,10
Ionosphere 16,16025118 0,088604 92,29 95,05 95,05
Bupa 70,51362621 0,236279 62,85 61,76 99,56
Toy 1,09032909 0,000003 59,84 56,50 67,00

Fonte: Elaborado pelo autor (2019).

É posśıvel notar que os dados gerados para as bases com e sem balanceamento

são sempre diferentes. Isto é explicado considerando que as bases testadas não são ba-

lanceadas, logo é realizado um balanceamento para cada uma. No KTA utilizando o

balanceamento, foi posśıvel observar resultados melhores que o teste realizado sem o ba-

lanceamento e, na sequência, o modelo com centralização e balanceamento apresentou

os melhores resultados, indicados na Tabela 5, representando o conjunto de melhor re-

lação entre os testes executados. Portanto, a medida de similaridade escolhida para os

experimentos de seleção de modelos foi o KTA Centralizado Balanceado.

5.4 SELEÇÃO DE MODELOS

Nesta seção, a estrategia de seleção de modelos em duas etapas é avaliada, prin-

cipalmente em relação ao uso do Simulated Anneling como otimizador. Inicialmente, a

etapa de seleção de hiperparâmetros é realizada visando analisar seu desempenho.

5.4.1 Seleção de Hiperparâmetros

Nesta subseção são descritos os testes realizados com o Simulated Anneling (SA)

para a busca de hiperparâmetros utilizando o KTA com balanceamento e com centraliza-

ção da matriz kernel.

Os parâmetros utilizados foram:

• Simulated Anneling :

– Temperatura inicial: 0,01;

– Temperatura mı́nima: 0,000001;
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– Decréscimo da temperatura: 0,9;

– Iterações por temperatura: 100.

• Kernel PUK:

– Valor mı́nimo para σ: 0,000005;

– Valor máximo para σ: 10000;

– Valor inicial para σ: número real aleatório entre valores mı́nimo e máximo;

– Valor mı́nimo para ω: 0,05;

– Valor máximo para ω: 10000;

– Valor inicial para ω: número real aleatório entre valores mı́nimo e máximo.

A cada iteração do algoritmo são realizados os seguintes passos:

1. Sorteio de um número real aleatório entre 0 e 100 – gap;

2. Sorteio de um número inteiro aleatório entre 0, 1, 2 e 3 – s:

• Se s = 0 → σ = σ + gap;

• Se s = 1 → σ = σ - gap;

• Se s = 2 → ω = ω + gap;

• Se s = 3 → ω = ω - gap;

A Tabela 7 apresenta os resultados dos cinco maiores valores de alinhamento, de

soluções consideradas distintas, para cada base de dados. Visando a obtenção de soluções

distintas em relação ao ńıvel de alinhamento no que tange aos padrões dos parâmetros σ e

ω do kernel PUK, adotou-se a estratégia de considerar soluções diferentes somente as que

apresentem uma distância, para cada parâmetro, acima de um valor predefinido, no caso

5 unidades (com a exceção de valores menores que 1, que podem diferir na casa decimal).

Além dos resultados dos valores de alinhamento, com seus parâmetros, a tabela apresenta

a acurácia da respectiva solução usando o SVM.

Após essa primeira etapa, o maior valor de alinhamento serve como base para a

utilização na etapa de seleção de caracteŕısticas.

5.4.2 Seleção de Caracteŕısticas

Nesta subseção são descritos os parâmetros utilizados no SA para a seleção de ca-

racteŕısticas, após a obtenção do conjunto ótimo de parâmetros da função PUK. Também

são apresentados os resultados para cada base, considerando as 4 melhores entropias e a

solução inicial com o conjunto total de caracteŕısticas.

Os parâmetros utilizados foram:
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Tabela 7 – Dados resultantes da seleção de hiperparâmetros.

Base Alinhamento σ ω Acurácia

W
in
e

0,35235611 2362,177099 2,265339 95,10 ± 0,82
0,35228966 2162,050238 7,055884 94,93 ± 0,90
0,35227232 1951,037538 63,810491 95,10 ± 0,74
0,35227205 1979,984344 94,910988 95,05 ± 0,85
0,35226926 1967,906735 9598,110904 94,93 ± 0,81

S
on

ar

0,11638784 1,355022 4159,266945 88,17 ± 1,03
0,11073577 75,887331 0,061042 86,69 ± 0,76
0,07136713 12,106693 6370,076601 86,00 ± 1,65
0,07007619 34,253975 6124,579608 78,79 ± 1,78
0,06999024 46,708579 6027,198096 76,38 ± 0,75

Io
n
os
p
eh
er
e 0,26528329 3,717154 9985,451827 93,77 ± 0,59

0,24137404 3892,254402 0,043896 95,42 ± 0,41
0,18522846 10,666219 8516,458632 91,62 ± 1,81
0,14498149 24,109622 8115,750603 91,09 ± 1,40
0,13693629 41,233558 8441,779839 92,34 ± 0,61

B
u
p
a

0,07094269 9,752500 0,543138 68,42 ± 1,20
0,06838642 82,652272 0,050000 71,29 ± 0,86
0,06360160 16,104622 9196,029542 63,07 ± 0,14
0,06219579 22,247998 2419,818720 61,76 ± 1,48
0,05649790 36,661885 6177,462081 63,19 ± 3,76

S
y
n
th
et
ic

0,63573587 305,459766 5,075233 99,88 ± 0,08
0,63565395 281,568865 61,168254 99,88 ± 0,08
0,63564744 276,274911 8969,957579 99,88 ± 0,08
0,63546650 293,569750 9719,998779 99,85 ± 0,05
0,63312978 355,998413 9631,104465 99,83 ± 0,00

L
P
4

0,64919222 125,074007 9675,740837 98,03 ± 0,42
0,64826201 130,729087 4052,287362 98,03 ± 0,42
0,64751893 117,795343 3874,312571 98,03 ± 0,42
0,63244139 152,781762 4452,265999 98,11 ± 0,37
0,61557705 167,418439 4414,136174 98,11 ± 0,37

Fonte: Elaborado pelo autor (2019).

• SA:

– Temperatura inicial: 1;

– Temperatura mı́nima: 0,0001;

– Decréscimo da temperatura: 0,9;

– Iterações por temperatura: 200.

• Função objetivo – Equação (4.4):
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– Peso do valor do alinhamento: 0,8;

– Peso da cardinalidade: 0,2 * alinhamento inicial (todas as caracteŕısticas).

A cada iteração:

• Sorteio de um número inteiro aleatório entre 1 e d (total de caracteŕısticas) – s:

– Se a caracteŕıstica s está ativada, a mesma é desativada;

– Se a caracteŕıstica s está desativada, a mesma é ativada.

A Tabela 8 apresenta os resultados com os quatro maiores valores da função ob-

jetivo (entropia), além da solução original com todas as caracteŕısticas, sendo um único

resultado para conjuntos de mesma cardinalidade e considerando no mı́nimo 2 caracte-

ŕısticas por solução. Além disso, a tabela apresenta, também, a respectiva acurácia da

solução SVM.

Cada valor de alinhamento e acurácia está representado com o total de caracte-

ŕısticas F encontradas pelo modelo. Na prática, quando se remove caracteŕısticas em um

modelo de seleção, pode-se piorar os resultados, uma vez que há o risco de remoção de

alguma informação útil.

Tem-se a expectativa que a seleção de caracteŕısticas reflita em um aumento no

valor do alinhamento, porém uma consequência do uso de menos caracteŕısticas é a pos-

sibilidade de diminuição da acurácia do classificador, visto que não a mesma foi utilizada

diretamente na otimização. Nas bases testadas, observa-se que, de fato, as suposições ini-

ciais ocorreram, tendo um aumento ao decrementar o número de caracteŕısticas. Porém,

observa-se, também, que os melhores alinhamentos encontrados estão garantindo um bom

valor de acurácia. Nas bases Synthetic e LP4 tem-se quase 100% de acurácia mesmo com

a diminuição das caracteŕısticas, que aumentam o valor do alinhamento.

Observando a base Wine, foi encontrado um mı́nimo de 2 caracteŕısticas associadas

à menor acurácia dos 5 melhores alinhamentos, que já é uma acurácia alta, porém é

observado iterações onde até 6 caracteŕısticas são encontradas, associadas a valores muito

altos do desempenho do classificador.

Com a base Sonar pode-se observar padrões semelhantes à base Wine, a qual,

ao decrementar o número de caracteŕısticas, ocorre um aumento do alinhamento e uma

diminuição na acurácia.

A base Bupa manteve um equiĺıbrio ao reduzir as caracteŕısticas, mesmo aumen-

tando o alinhamento consequente da diminuição de caracteŕısticas, a acurácia do classifi-

cador se manteve oscilante, porém de forma estável.
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Tabela 8 – Dados resultantes da seleção de caracteŕısticas

Base Entropia Alinhamento F Acurácia
W

in
e

0,28188489 0,35235611 13 95,10 ± 0,82

0,48964633 0,54429713 3 82,64 ± 0,49
0,48812909 0,53562450 2 79,76 ± 0,86
0,46944174 0,52581746 4 90,79 ± 0,49
0,45643600 0,52311244 6 93,66 ± 0,27

S
on

ar

0,09311027 0,11638784 60 88,17 ± 1,03

0,21455072 0,24297103 8 69,13 ± 1,72
0,21339807 0,24298507 11 69,98 ± 1,40
0,21313420 0,24314019 12 70,39 ± 1,79
0,21297859 0,24343062 13 69,95 ± 1,73

Io
n
os
p
h
er
e 0,21222663 0,26528329 34 93,77 ± 0,59

0,42966546 0,48246468 6 78,32 ± 1,83
0,41626659 0,46961732 8 84,67 ± 1,44
0,41356733 0,46819385 9 83,02 ± 1,41
0,40787128 0,45717257 7 85,93 ± 1,26

B
u
p
a

0,05675415 0,07094269 13 68,42 ± 1,20

0,06797464 0,07610047 3 66,23 ± 1,40
0,06765504 0,07865691 4 65,91 ± 1,12
0,06581152 0,07930845 5 68,20 ± 1,38
0,06520745 0,06968553 2 61,39 ± 2,15

S
y
n
th
et
ic

0,50858870 0,63573587 60 99,88 ± 0,08

0,65683847 0,68065642 7 99,27 ± 0,09
0,65681470 0,68327560 8 99,10 ± 0,14
0,65544642 0,68421415 9 98,98 ± 0,34
0,65415932 0,68525417 10 99,33 ± 0,24

L
P
4

0,51935377 0,64919222 90 98,03 ± 0,42

0,61731148 0,66344065 30 97,06 ± 0,44
0,61728035 0,66159842 29 97,06 ± 0,44
0,61722242 0,66513263 31 96,89 ± 0,45
0,61640756 0,65870413 28 96,55 ± 0,06

Fonte: Elaborado pelo autor (2019).
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6 CONSIDERAÇÕES FINAIS

Esta pesquisa propôs, como objetivo geral, o desenvolvimento de um método de

seleção de modelos baseado em medidas de similaridade separado em duas etapas: seleção

de hiperparâmetros e seleção de caracteŕısticas. O objetivo deste desenvolvimento é, além

de superar as limitações dos métodos trabalhados na literatura para seleção de modelos

que possuem custo computacional muito alto, gerar valores ótimos de parâmetros para a

realização de uma busca por caracteŕısticas, utilizando apenas os valores dos alinhamentos

gerados pelas medidas de similaridade. Numa primeira etapa, foi estudada a função

kernel PUK, que funciona como uma função universal podendo, através do ajuste de seus

parâmetros, assumir o comportamento de outras funções kernel. Por esta caracteŕıstica, a

função PUK foi escolhida para a geração das matrizes kernel, diminuindo então, o tempo

de teste que seria gasto executando diferentes funções kernel separadamente.

Numa segunda instância, foram estudados os comportamentos de duas medidas de

similaridade, bem como suas variantes, com o objetivo de escolher qual medida seria uti-

lizada para acoplar ao modelo de seleção. Os resultados iniciais apresentados conclúıram

que a medida de seleção KTA, com centralização e balanceamento, possui as caracteŕıs-

ticas de manter um valor alto de alinhamento correlacionado a um valor alto de acurácia

do classificador. Com esta observação, o método KTA foi utilizado no modelo de seleção,

na primeira e segunda etapas para a busca dos melhores alinhamentos, dando sequência

para a busca dos melhores subconjuntos de caracteŕısticas.

Com os testes realizados com o KTA, pode se dizer que é um método de similari-

dade suficiente para a seleção de parâmetros e caracteŕısticas, uma vez que um conjunto

de altos valores obtidos pelo KTA está relacionado a um alto valor de acurácia do SVM.

Um dos problemas de o alinhamento ser suficiente é que, apesar de poder aumentar seu

valor ao retirar algumas caracteŕısticas, pode ocorrer uma diminuição da acurácia. Em

outras palavras, nem todo valor ótimo de KTA está relacionado a valores ótimos de acu-

rácia, mas um conjunto dos melhores alinhamentos pode garantir um bom desempenho

do classificador.

Dentre as contribuições deste trabalho, atenta-se para a disponibilidade que os

testes demonstraram para a utilização do KTA na busca de um conjunto de parâmetros

suficientes para a classificação pelo SVM. Pode-se destacar também que o KTA vem sendo

utilizado no campo de aprendizado para predição de uma função kernel para o contexto de

classificação de dados, sendo interessante a ideia da sua utilização como forma alternativa

a outras funções nesta área, como a busca por parâmetros ótimos para a classificação

supervisionada, utilizada neste trabalho.

Como foi observado, a medida de similaridade testada na construção dos modelos

de seleção é uma medida que garante bons resultados para a acurácia do classificador,
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selecionando caracteŕısticas que asseguram um bom desempenho, porém também foi visto

que nem todo bom resultado do KTA está correlacionado a valores ótimos. Portanto, é de

valia para pesquisas futuras, um estudo aprofundado do KTA para ummaior entendimento

da medida de similaridade e suas variantes, para verificar uma integração mais aderente a

outros algoritmos baseados em kernel. Também é interessante analisar posśıveis soluções

referentes a diminuição da acurácia em relação ao aumento do alinhamento, identificar

comportamentos do KTA na integração ao classificador para obter respostas de algum

refinamento do processo para melhores resultados.

O trabalho proposto foi todo montado em etapas, incluindo a obtenção das acu-

rácias do classificador que são associadas aos alinhamentos na seleção de parâmetros e

caracteŕısticas, como também a obtenção dos resultados de cada solução separadamente.

Portanto, é interessante pensar como desenvolvimento futuro, um modelo de seleção embu-

tido, unificando as etapas de seleção de parâmetros e seleção de caracteŕısticas, utilizando

como referência as medidas de alinhamento.
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